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Zusammenfassung

In dieser Arbeit wird ein Verfahren zur Bestimmung von Toleranzbereichen für 1H-NMR-

Spektren von Neugeborenenurinen zur Detektion von angeborenen Stoffwechselerkrankungen

vorgestellt. Diese Krankheiten werden durch genetische Defekte ausgelöst, die eine schwer-

wiegende Funktionsstörung im Stoffwechselkreislauf verursachen. Die dadurch entstehenden

Krankheitsbilder führen in der Regel zu Behinderungen und oftmals zum Tod. Eine frühe Dia-

gnose und Behandlung können in den meisten Fällen ein Überleben ohne Symptome ermögli-

chen. Beim derzeitigen Neugeborenenscreening werden in Deutschland zwölf der häufigsten

Stoffwechselerkrankungen routinemäßig abgetestet — weit über hundert sind aktuell bekannt.

Basierend auf einem Referenzdatensatz von 695 Neugeborenenurinspektren, werden in dieser

Arbeit mathematische Methoden zur Bestimmung von Toleranzbereichen entwickelt, die ei-

ne ungezielte Detektion von Abweichungen ermöglichen, um schwerwiegende Krankheiten wie

angeborene Stoffwechselerkrankungen frühzeitig und routinemäßig diagnostizieren zu können.

Das Verfahren basiert dabei auf der robusten Ermittlung von Verteilungsfunktionen, Toleranz-

bereichen und Identifikation von Ausreißern für eindimensionale Stichproben von unbekannten

Verteilungen. Mithilfe der Transformationsfamilien

bc2λ,δ(x) =





xλ − 1

λ
λ > 0, x > δ

log(x) λ = 0, x > δ

1

2

(
xλ − 1

λ
+ log(x)

)
λ < 0, x > δ

lλ,δ(x) x ≤ δ

, und

kξ(x) =





(
1

1 + e−x
− 1

2

)
· ξ + x

1 + ξ
, ξ ≥ 0

k−1
−ξ(x) , ξ < 0

,

und ihrer Verkettung y = kξ(bc2λ,δ(x)) (Korrektur von Schiefe und Wölbung), werden die ge-

messenen Kenngrößen x in normalverteilte Stichproben y überführt (dabei beschreibt lλ,δ(x)

die stetig differenzierbare, polynomielle Fortsetzung). Für die Bestimmung der optimalen

Transformationsparameter λ, δ und ξ wird die Teststatistik des Shapiro-Wilk-Tests auf Nor-

malverteilung der transformierten Stichprobe verwendet. Die Betrachtung verschiedener links-

und rechtsseitiger Trimmungen sichert dabei eine robuste Bestimmung, die nicht von Aus-

reißern innerhalb des Referenzdatensatzes beeinflusst wird. Anhand von Simulationsstudien

wird die Leistung dieses Verfahrens an Stichproben mit bekannten Verteilungen ermittelt und

demonstriert.
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Die Anwendbarkeit an abgeleiteten Kenngrößen aus den realen Urinspektren wird zunächst

anhand von Metabolitenkonzentrationen gezeigt. Hierfür wurden im Rahmen dieser Arbeit

Methoden zur Identifikation und Quantifikation von 22 ausgewählten Metaboliten entwickelt

(Kreatinin, 1-methyl-Nicotinamid, 2-Oxoglutarsäure, 3-amino-Isobuttersäure, 4-hydroxy-Hip-

pursäure, alpha-D-Galactose, alpha-D-Lactose, Essigsäure, Alanin, Betain, cis-Aconitsäure,

Citronensäure, Kreatin, Dimethylamin, Ameisensäure, Fumarsäure, Hippursäure, Milchsäure,

Maleinsäure, Pseudouridin, Bernsteinsäure und Trimethylamin). Nur die Konzentrationen von

Kreatin und Kreatinin konnten nicht durch die Transformationsfamilie in eine Normalvertei-

lung überführt werden.

Für die ungezielte Analyse werden aus den NMR-Spektren abstrakte Kenngrößen abgeleitet,

welche die Protonenkonzentrationen in verschiedenen chemischen Verschiebungsbereichen zu-

sammenfassen (sogenannte Bucketierung). Dadurch wird jedes Signal, unabhängig von Mo-

lekül oder funktioneller Gruppe, erfasst und ausgewertet. Bei der in dieser Arbeit verwendeten

Strategie entstehen dadurch 500 Messwerte pro Spektrum, von denen 479 (96%) in normal-

verteilte Variablen überführt werden können. Für diese werden schließlich Toleranzbereiche

definiert, um Messungen von weiteren Urinproben abzugleichen. Aufgrund der robusten und

ungezielten Strategie werden aber auch 81 der 695 Referenzspektren als Ausreißer klassifi-

ziert, was nicht auf angeborene Stoffwechselerkrankungen sondern andere signifikante Abwei-

chungen zurückzuführen ist (u.a. bakterielle Kontamination, Proteine oder Substanzen aus

Hautcremes). Dies zeigt die Notwendigkeit einer weiterführenden Analyse entweder durch

medizinisch-geschultes Personal oder durch einen intelligenten Abgleich mit Spektrenbanken.

Zusätzlich wird ausgehend von den transformierten Variablen eine Möglichkeit dargestellt,

auch multivariate Toleranzbereiche auf Basis der Mahalanobisdistanz zu ermitteln, welche

die Sensitivität des Tests auf abweichende Signale signifikant erhöht. Anhand einer Spiking-

Simulationsstudie mit ca. 500.000 Spektren, bei denen die Signale von elf Verbindungen, die

in Zusammenhang mit angeborenen Stoffwechselerkrankungen stehen, numerisch zu den Re-

ferenzspektren addiert werden, können Detektionsraten in Abhängigkeit der Konzentrationen

dieser Verbindungen ermittelt werden.

Die Kombination von gezielter Detektion (Quantifikation von Biomarkern) und ungeziel-

ter Detektion von Abweichungen in den 1H-NMR-Spektren von Neugeborenenurinen könnte

zukünftig die Möglichkeiten der Diagnose von angeborenen Stoffwechselerkrankungen dra-

stisch verbessern.
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Kapitel 1

Einleitung

Angeborene Stoffwechselerkrankungen beschreiben genetische Defekte, die eine schwerwiegen-

de Funktionsstörung im Stoffwechselkreislauf verursachen. Bedingt durch eine fehlende oder

unzureichende Enzymaktivität, kommt es zu einer Unterbrechung eines Stoffwechselschrittes,

sodass ein Mangel des Produktes und eine Anhäufung des Eduktes der Stoffwechselreakti-

on dieses Schrittes entstehen. Seit der ersten Beschreibung von angeborenen Stoffwechseler-

krankungen anfangs des 20. Jahrhunderts durch Garrod [Gar02], sind mittlerweile Hunderte

verschiedener Arten bekannt und dokumentiert [DBR+04, SNdLT02]. Ebenso vielfältig sind

auch die dadurch entstehenden Krankheitsbilder und Symptome wie beispielsweise Übelkeit,

Durchfall und Krämpfe bis hin zu Nierenversagen, Herzversagen, Behinderungen und oftmals

Tod [Sch07].

Epidemiologische Studien zeigen, dass die Prävalenzen für angeborene Stoffwechselerkrankun-

gen abhängig von Kontinenten und Ländern sind und beziffern die Gesamtanzahlen zwischen

12 und 125 pro 100.000 Geburten [LC06, SGPB06]. Eine frühe Diagnose und unmittelbare

Behandlung führt mittlerweile häufig zu einem Überleben der Patienten bis ins Erwachsenen-

alter. Aus diesem Grund wurden in den letzten Jahrzehnten einige Screening-Verfahren zur

Detektion von angeborenen Stoffwechselerkrankungen entwickelt [Wal03,MM08]. In Deutsch-

land ist dieses Screening durch die
”
Richtlinien des Bundesausschusses der Ärzte und Kran-

kenkassen über die Früherkennung von Krankheiten bei Kindern bis zur Vollendung des 6.

Lebensjahres“ und ihren Erweiterungen geregelt [Bun11]. Dabei werden derzeit bei jedem

Neugeborenen zwölf Zielkrankheiten untersucht. Die
”
Deutsche Gesellschaft für Neugebore-

nenscreening e.V.“ veröffentlicht in ihren Jahresberichten die Ergebnisse des bundesweiten

Screenings [fNe10]. In Tabelle 1.1 sind die Prävalenzen der zwölf Krankheiten für das Jahr

11



12 KAPITEL 1. EINLEITUNG

Zielkrankheit Bestätigte Fälle Prävalenz

Hypothyreose 184 1:3.709

Adrenogenitales Syndrom (AGS) 43 1:15.872

Biotinidasemangel 31 1:22.017

Galaktosämie 7 1:97.502

Phenylketonurie (PKU) und Hyperphenylalaninämie (HPA) 140 1:4.875

Ahornsirupkrankheit (MSUD) 5 1:136.503

Medium-Chain-Acyl-CoA-Dehydrogenase-Mangel (MCAD) 61 1:11.189

Long-Chain-3-OH-Acyl-CoA-Dehydrogenase-Mangel (LCHAD) 2 1:341.257

Very-Long-Chain-Acyl-CoA-Dehydrogenase-Mangel (VLCAD) 9 1:75.835

Carnitinzyklusdefekte 1 1:682.514

Glutaracidurie Typ I (GA I) 9 1:75.835

Isovalerianacidämie (IVA) 3 1:227.505

Gesamt 495 1:1.379

Tabelle 1.1 – Ergebnisse der im deutschen Screening detektierten Erkrankungen von Neuge-
borenen im Jahr 2008 unter 682.514 durchgeführten Erstscreenings (entnommen aus [fNe10])

2008 aufgeschlüsselt. Dabei zeigt unter den Stoffwechselerkrankungen die Phenylketonurie

(PKU) mit einer Prävalenz von 1:4.875 die größte Quote. Insgesamt wurden von 682.514

durchgeführten Erstanalysen 495 bestätigte Fälle diagnostiziert. Die meisten dieser Analy-

sen basieren auf der Methode der Tandemmassenspektrometrie zur gezielten Detektion und

Quantifikation von Biomarkern.

Das geringe individuelle Auftreten einer Stoffwechselkrankheit erschwert die medizinische Dia-

gnostik und das Erstellen klinischer Tests zur sicheren Detektion mit geringen Falsch-Positiv-

Raten. Auch aus diesem Grund sind Tests auf weitere Krankheiten im generellen Neugebo-

renenscreening derzeit strikt untersagt [Bun11]. Da es dadurch leider zu einer signifikanten

Anzahl von nicht-detektierten Erkrankungen kommt (ca. 60% im ehemaligen Westdeutsch-

land, Schätzung 1994 [Hof94]), wird kontinuierlich an neuen und verbesserten Verfahren für

die Detektion dieser Krankheiten geforscht.

1.1 Verwendung der NMR-Spektroskopie in der Metabolomik

Das Forschungsgebiet der
”
Metabolomik“ (engl. Metabolomics/Metabonomics) beschäftigt

sich mit der Identifizierung und Quantifizierung von Stoffwechselprodukten (Metabolite) in

Körperflüssigkeiten (z.B. Serum, Plasma, Urin) und untersucht deren Beziehungen und Funk-

tionen in Stoffwechselpfaden. Neben der Massenspektrometrie hat sich die Kernspinresonanz-

spektroskopie (engl. Nuclear Magnetic Resonance, NMR) zu einer etablierten Analysenme-
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thode in diesem Bereich entwickelt.

Neben dem klassischen Anwendungsgebiet der NMR, der Strukturaufklärung (z.B. für die

Detektion und Identifikation von Biomarkern), haben sich im letzten Jahrzehnt durch zu-

nehmende Automatisierungsmöglichkeiten und statistische Auswerteverfahren weitere For-

schungsgebiete im Bereich der Metabolomik etabliert, z.B. personalisierte Medizin, Aus-

wertung epidemiologischer Studien, Krankheitsursachenforschung, Einfluss von Lifestyle und

Ernährung auf den Stoffwechsel, Auswahl geeigneter Medikation und Untersuchung deren

Wirkung, Analyse von Krankheitsrisiken, Zusammenhänge zwischen Metabolom und Ge-

nom [BEC+10, LHN01, LNH07, SWR+11, MZHN07, HTB+09, XYC+10] oder metabolische

Phenotypisierung [ABC+08, BBL+09]. Die Eigenschaften der NMR wie hohe Reproduzier-

barkeit, Quantitativität und Erzeugung von Spektren, die eine Probe so eindeutig wie ein

Fingerabdruck beschreiben, sind in diesem Umfeld von wesentlicher Bedeutung und führen

zu verlässlichen und aussagekräftigen Ergebnissen.

Wegen der unspezifischen Detektion der Verbindungen einer Probe, der Orthogonalität der

Signale und gleichzeitiger Quantitativität, ist die NMR auch in der Analyse und Beschreibung

von angeborenen Stoffwechselerkrankungen ein wichtiges Werkzeug [Sch07,GPN+93,MKM03,

HFS+97,ESVC+08,PGT+07,IC88,LH86,WEM+99]. In [EMH+07] sind für über 80 angebore-

ne Stoffwechselerkrankungen die entsprechenden 1H-NMR-Spektren der Urin-, Plasma- oder

CSF-Proben1 dargestellt und die Zusammenhänge der beteiligten Metabolite untersucht.

1.2 Zielstellung dieser Arbeit

Bei der klassischen Labor-Diagnostik werden derzeit gezielte Verfahren zur Detektion und

Quantifikation von definierten Metaboliten verwendet. Diese Metabolite wurden zuvor in Stu-

dien als
”
Biomarker“ identifiziert, die das Auftreten bekannter Krankheiten charakterisieren.

Die beschriebenen Eigenschaften der NMR-Spektroskopie ermöglichen diese Vorgehensweise

für die Detektion dutzender Metabolite anhand einer Messung der zu untersuchenden Probe

(z.B. Urin, Plasma oder Serum), um möglichst viele, bekannte Krankheiten zu diagnostizie-

ren. Doch gerade die Vielzahl von angeborenen Stoffwechselkrankheiten und die Gewissheit,

dass längst nicht alle auftretenden Krankheiten bekannt oder gar intensiv studiert sind, zeigen

die Grenzen der gezielten Analytik auf.

Bei der Akquisition eines 1H-NMR-Spektrums einer Probe werden zunächst ungezielt alle auf-

1Gehirn-Rückenmarks-Flüssigkeit (engl. Cerebrospinal fluid)
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tretenden Protonen-Resonanzen des insgesamt verfügbaren spektralen Bereiches aufgenom-

men und erst die Auswertung würde zielgerichtet Metabolite identifizieren und quantifizieren.

Die Zielstellung dieser Arbeit ist nun die Entwicklung von mathematischen Methoden zur

ungezielten Detektion von Auffälligkeiten bzw. Krankheiten anhand von 1H-NMR-Spektren

von Körperflüssigkeiten. Dabei dient ein Referenzdatensatz zur Bestimmung eines
”
Normal-

Modells“ und der Definition von Toleranzbereichen, gegen die neue Datensätze abgeprüft

werden können. Dies ermöglicht die Detektion von abweichenden Signalen oder Konzentra-

tionen, nach denen nicht explizit gesucht worden ist, und selbst Signale (noch) unbekannter

Verbindungen würden abgeglichen werden. Somit wäre es auch möglich, Hinweise auf seltene

und/oder unerforschte Krankheiten zu bekommen. Der daraus resultierende statistische Test

”
NMR-Profil ist konsistent mit der Referenzdatenbank“ sollte dabei eine hohe Sensitivität

und Spezifität aufweisen, um abweichende Metabolitenkonzentrationen sicher zu erkennen

und dabei aber gleichzeitig unauffällige Profile als
”
konsistent“ zu bewerten. Das Ziel ist ein

Screening-Verfahren, welches automatisiert nur verdächtige Proben herausfiltert, für welche

dann die Zeit und der gesamte vorhandene analytische Apparat bereitstehen, um sich intensiv

mit der Ursachenforschung und Diagnostik zu beschäftigen.

Diese mathematische Arbeit beschreibt ein Verfahren zur Analyse und Bewertung von eindi-

mensionalen, empirischen Verteilungen von analytischen Kennzahlen wie Metabolitenkonzen-

trationen oder abstrakten Kenngrößen wie NMR-Intensitäten. Basierend auf der Bestimmung

geeigneter Transformationen für die Überführung in Normalverteilungen können Toleranzbe-

reiche fundiert ermittelt werden. Darauf aufbauend, werden die Möglichkeiten einer multi-

variaten Analyse aufgezeigt, bei der die Kennzahlen im gemeinsamen Kontext betrachtet

werden. Dabei ist zu beachten, dass auch ein Referenzdatensatz aus zum Teil atypischen und

auffälligen Beobachtungen bestehen kann, sodass der Einsatz von robusten Methoden notwen-

dig ist. Tatsächlich stellt sich heraus, dass die robuste Detektion der Ausreißer im Datensatz

und die Ableitung von Toleranzbereichen zur Modellierung von Normalität gleichbedeutend

sind. Das in dieser Arbeit vorgestellte Verfahren soll somit die Möglichkeiten für ein unge-

zieltes Screening mittels NMR-Spektroskopie aufzeigen und anhand eines Datensatzes von

Neugeborenenurinen die Detektion von Stoffwechselerkrankungen demonstrieren.

Das folgende Kapitel widmet sich der Beschreibung der zugrundeliegenden analytischen Me-

thode, der Beschreibung der Neugeborenenstudie und illustriert anhand von Beispielen die

Datengrundlage. In Kapitel 3 wird die daraus abgeleitete mathematische Problemstellung
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formuliert und die dazu notwendigen Grundlagen eingeführt. In den Kapiteln 4 und 5 werden

die verwendete Transformationsfamilie und das robuste Verfahren zur Auswahl der optimalen

Transformation vorgestellt. Die Anwendbarkeit des Verfahrens wird in Kapitel 6 anhand von

Simulationstests demonstriert. Kapitel 7 zeigt schließlich die Anwendung auf die quantifizier-

ten Metaboliten-Konzentrationen und bucketierten NMR-Variablen. Anhand einer Spiking-

Studie wird die Sensitivität des Verfahrens untersucht.
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Kapitel 2

NMR-Spektroskopie und

Beschreibung der Daten

Für die Entwicklung fundierter mathematischer Analysemethoden ist das Verständnis für die

Entstehung der zugrundeliegenden Datenbasis von wichtiger Bedeutung. Daher werden im

folgenden Abschnitt zunächst die dafür erforderlichen Grundlagen der NMR-Spektroskopie

vorgestellt (für einen umfassenderen Einblick sei auf [Fri06,Der87,Gün92,BKB98] verwiesen).

Im anschließenden Abschnitt wird die hier betrachtete Neugeborenenstudie beschrieben und

es werden einige der daraus resultierenden Daten explorativ dargestellt.

2.1 NMR-Spektroskopie

Obwohl das erste erfolgreiche Kernresonanz-Experiment erst 1946 durchgeführt wurde, eta-

blierte sich die NMR bereits in den fünfziger Jahren zu einer der wichtigsten Methoden für die

Strukturaufklärung chemischer Verbindungen [Gün86]. Weiterentwicklungen der Aufnahme-

technik (z.B. Fourier-Transformations-Spektroskopie) und der Magnettechnik (supraleitende

Kryo-Magnete1) führten zu signifikanten Steigerungen der Auflösung, Empfindlichkeit und des

Probendurchsatzes und erweiterte die Anwendungsgebiete neben der Chemie auf die Physik,

Biologie, Pharmazie, Materialforschung oder die Verfolgung dynamischer Prozesse.

Während eines Kernspinresonanz-Experiments werden in einem statischen, homogenen Ma-

gnetfeld B0 Atomkerne mit Eigendrehimpuls P (z.B. 1H, 13C, 15N oder 17O) und deren Re-

1Hierbei wird die Magnetfeld-erzeugende Spule durch flüssiges Helium auf ca. -270◦C gekühlt, sodass sie
supraleitend wird und keinen elektrischen Widerstand erzeugt.

17
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sonanz auf hochfrequente Wellen untersucht. Der Eigendrehimpuls erzeugt ein proportionales

magnetisches Moment µ, mit

µ = γ · P,

wobei γ die vom Kern abhängige gyromagnetische Konstante beschreibt. Der Drehimpuls P

und das magnetische Moment µ sind gequantelte Größen, die diskrete Vorzugsrichtungen

relativ zur Richtung von B0 erhalten. Bei einem Protonenkern (1H-NMR) sind es genau zwei

Richtungen, sodass entlang B0 ein Doppelkegel entsteht, der die Rotationen der Kernspins mit

Larmorfrequenz ωL = γ ·B0 beschreibt. Die Boltzmann-Verteilung beschreibt die Verhältnisse

der beiden Vorzugsrichtungen, sodass eine makroskopische Nettomagnetisierung

M0 =
1

V

N∑

i=1

µi ≈
γ2~2B0ρ0

4kBT
6= 0

entsteht (N Anzahl der Protonenkerne, V Volumen der Probe, ~ reduziertes, plancksches

Wirkungsquantum (1.055 · 10−34 Ws2), kB Boltzmann-Konstante (1.38 · 10−23 Ws/K), T

Temperatur in Kelvin und ρ0 = N/V Spindichte).

Eine zu B0 orthogonale, elektromagnetische Welle mit Kreisfrequenz ω1 veranlasst ein Kippen

der makroskopischen Magnetisierung, wenn die Resonanzbedingung

ω1
!

= ωL = γ ·B0 (2.1)

erfüllt ist2. Während der Rückausrichtung (Relaxation) wird schließlich in einer Empfangs-

spule ein messbarer Strom erzeugt (FID, free induction decay).

Abhängig von der chemischen Umgebung eines Protons innerhalb seines Moleküls entsteht

durch die konkrete Elektronendichte eine lokale Abschirmung des externen Magnetfeldes B0,

sodass für das resultierende effektive Magnetfeld Beff = B0 − Blokal gilt. Daraus folgt nach

Einsetzen in Gleichung 2.1 eine veränderte Resonanzfrequenz mit ωeff = γ ·Beff. Dieser Effekt

ermöglicht nun eine Strukturbestimmung bzw. Strukturaufklärung, da durch die jeweilige

Resonanzfrequenz, Rückschlüsse auf das Molekül gewonnen werden können. Durch die heu-

te verwendete Puls-Fourier-Transformations-NMR wird anhand einer Messung das gesamte

Spektrum von Resonanzfrequenzen zu einem Kern aufgenommen. Dabei ist es üblich, die-

2Für ein statisches Magnetfeld mit B0 = 14.1 T folgt für die Detektion von Protonen (γ = 2.675·108 s−1T−1)
eine notwendige Frequenz f = ωL · (2π)−1 = 2.675 · 108 s−1T−1 · 14.1 T · (2π)−1 = 600 MHz. Es ist üblich,
NMR-Magnete bezüglich ihrer Protonenresonanzfrequenz zu charakterisieren; typische

”
Feldstärken“ liegen

heutzutage zwischen 300 MHz und 1000 MHz (in Vielfachen von 50 bzw. 100 MHz).
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se Unterschiede der Resonanzfrequenzen in chemischen Verschiebungen δ anzugeben. Die

chemische Verschiebung δeff beschreibt hierbei den Abstand der Resonanzfrequenz feff

(ωeff = 2πfeff) gegenüber einem willkürlich gewählten Standardsignal fref als dimensionslose

Zahl, da der Einfluss der verwendeten Feldstärke herausgenommen wird

δeff =
feff − fref

fref
.

Abbildung 2.1 zeigt das 1H-NMR-Spektrum von Kreatinin, eines wichtigen Metaboliten im

menschlichen Urin. Relativ zu der hier verwendeten Referenzsubstanz TSP (Trimethylsilyl-

2,2,3,3-tetradeuteropropionsäure) zeigt die CH3-Gruppe eine chemische Verschiebung von

δCH3 = 3.05 ppm und die CH2-Gruppe δCH2 = 4.06 ppm. Die Integral-Verhältnisse der Signale

verhalten sich außerdem wie 3:2 und repräsentieren die Anzahl der signal-erzeugenden Proto-

nen. Diese Eigenschaft gilt über Moleküle hinaus: Jedes Proton, unabhängig von Molekül oder

chemischer Umgebung erzeugt dieselbe Fläche im Spektrum. Diese quantitative Eigenschaft

der NMR ermöglicht die Bestimmung der Konzentrationen vieler Verbindungen aus einem

Spektrum heraus - eine Kalibration für jede einzelne Verbindung ist nicht notwendig. Dieses

−1012345678910
Chemische Verschiebung δ [ppm]

∫
CH3

= 3

δCH3
= 3.05

∫
CH2

= 2

δCH2
= 4.06
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Kreatinin

N

N
N

O

CH
3

CH
2

Abbildung 2.1 – 1H-NMR-Spektrum von Kreatinin. Aufgrund der unterschiedlichen che-
mischen Umgebungen haben die Signale der CH2- und CH3-Gruppe verschiedene chemische
Verschiebungen δ. Die Integrale der Resonanzen sind proportional zur Protonenanzahl.
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Vorgehen ist in Anhang B näher beschrieben.

Eine weitere Eigenschaft von NMR-Signalen ist die Spin-Spin-Kopplung. Dabei beein-

flussen die Spinzustände benachbarter Kerne die lokale Abschirmung. In Abhängigkeit der

möglichen Anzahlen von benachbarten Spinzuständen kommt es zu einer Aufspaltung des Si-

gnals. Für Protonenkerne wird für Spinsysteme erster Ordnung das Signal eines Kerns mit n

Nachbarn in n + 1 Signale aufgespalten. Dieser Effekt wird in Abbildung 2.2 anhand des

1H-NMR-Spektrums von Propionsäure aufgezeigt: Die Resonanz der CH3-Gruppe wird auf-

grund der benachbarten CH2-Gruppe in drei Signale aufgespalten (Triplett); die CH2-Gruppe

selbst zeigt dadurch ein Quartett. Dabei sind die jeweiligen Kopplungskonstanten J = 7.6 Hz

identisch, da es sich um benachbarte Spinsysteme handelt.

Bei der Messung eines komplexen Gemisches (z.B. Urin) entsteht das NMR-Spektrum durch

Überlagerung der Resonanzen der einzelnen Verbindungen. Durch die unterschiedlichen che-

mischen Verschiebungen und die jeweiligen Spin-Spin-Kopplungen ist ein Großteil der Signale

eindeutig identifizierbar. Abbildung 2.3 zeigt das 1H-NMR-Spektrum eines Neugeborenenur-

ins bei 600 MHz. Die Vergrößerung einzelner Bereiche zeigt die Vielzahl an Signalen und den

großen dynamischen Bereich des Experiments. Bei der Messung von wässrigen Lösungen wird

dabei durch spezielle Pulssequenzen das Signal des Wassers (bei ca. 4.8 ppm) unterdrückt.

11.21.41.61.822.2
Chemische Verschiebung δ [ppm]

Propionsäure

δCH3
= 1.06

Triplett

δCH2
= 2.18

Quartett
J=7.6Hz

J=7.6Hz

O

O

CH
3

CH
2

Abbildung 2.2 – Spin-Spin-Kopplung anhand des 1H-NMR-Spektrums von Propionsäure.
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11.21.41.6

Alanin

Milchsäure

Abbildung 2.3 – 1H-NMR-Spektrum eines Neugeborenenurins (600MHz).

2.2 Beschreibung der Neugeborenen-Studie

Der in dieser Arbeit verwendete Datensatz basiert auf der Messung von Urinen von 695 Neu-

geborenen, die im Zeitraum zwischen April 2005 und November 2006 im Universitätsklinikum

Greifswald zur Welt kamen. Dabei wurde für jedes Neugeborene einmalig zwischen dem er-

sten und dem achten Lebenstag Spontanurin aus der Windel gesammelt. Zum Zeitpunkt der

Probennahme waren alle 695 Neugeborenen im Rahmen der Routineanalytik als gesund dia-

gnostiziert. Die Eltern gaben dafür ihr schriftliches Einverständnis, und die Studie folgte den

Vorgaben der Deklaration von Helsinki [Org04] und wurde durch das Ethik-Komitee der Uni-

versität Greifswald freigegeben (Reg.Nr. für das Ethikvotum zum Neugeborenenurin III UV

14/05).

Bei der Probenpräparation wurden 675 µL Urin und 75 µL Phosphatpuffer gemischt, um den

pH-Wert zu stabilisieren (ca. pH=7.0). Der verwendete Puffer wurde in D2O präpariert3 und

enthielt TSP (Trimethylsilyl-2,2,3,3-tetradeuteropropionsäure) als Referenz für die chemische

Verschiebung (δTSP = 0). Die NMR-Messungen wurden an einem Bruker DRX-400 NMR-

Spektrometer (400 MHz) mit Durchflussprobenkopf durchgeführt4. Das NMR-Experiment

erfolgte bei einer Temperatur von 300 Kelvin und bestand aus einer Standard-Pulssequenz

für eindimensionale Protonen-NMR mit Vorsättigung des Wassersignals (NOESYPRESAT

3Dadurch wirkt der Puffer gleichzeitig als LOCK-Referenz, um Veränderungen des Magnetfeldes aufzeichnen
und entgegensteuern zu können.

4Die Präparationen und Messungen wurden vom Institut für Klinische Chemie und Laboratoriumsmedizin
der Universität Greifswald (Prof. Dr. Nauck, Dr. Alexander Krebs, Dr. Christina Wasner) durchgeführt.
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mit 25 Hz Vorsättigungsleistung, [BKE+07]). Dabei wurde die Pulslänge des nicht-selektiven

90◦-Pulses auf 9.4 µs festgelegt. Der aufgenommene spektrale Bereich betrug 20 ppm (-5 ppm

bis 15 ppm). Nach 4 Dummy-Scans wurden jeweils 32 Scans in einer Gesamt-Experimentzeit

von ca. 5 Minuten aufgenommen. Die resultierenden FIDs wurden mit der Software TopSpin

1.3 (Bruker BioSpin GmbH) prozessiert.

Mit den aufgenommenen NMR-Spektren können nun einerseits definierte Metabolite identi-

fiziert und quantifiziert werden (vgl. Kapitel 7.1 und Anhang B) und andererseits abstrakte

NMR-Variablen generiert werden (Bucketierung, vgl. Kapitel 7.2). In beiden Fällen können

Toleranzbereiche ermittelt und dadurch auffällige Konzentrationen bestimmt werden.

Exemplarisch seien an dieser Stelle die empirischen Häufigkeitsverteilungen für die Metabo-

lite Alanin, Bernsteinsäure, Cis-Aconitsäure und Citronensäure in Abbildung 2.4 dargestellt.
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Abbildung 2.4 – Verteilungen der Konzentrationen von Alanin, Bernsteinsäure, Cis-
Aconitsäure und Citronensäure der 695 Neugeborenenurine (vgl. Kapitel 7.1).
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Diese vier Verteilungen sind offensichtlich nicht normalverteilt, zeigen einen rechtsschiefen

Charakter und einen einzelnen Modus. Die Träger sind nach unten beschränkt (Konzentrati-

on
”
Null“) und nach oben offen. Eine genauere Analyse der Konzentrationen von Kreatinin

(vgl. Abbildung 2.5, links) offenbart unterdessen eine gewisse Struktur der Daten: Der dar-

gestellte Dichteschätzer [BA97] zeigt mehrere Wendepunkte in der Dichtefunktion. Mögliche

Ursachen hierfür können unterschiedliche Zustände in den betrachteten Metabolismen bezie-

hungsweise Abhängigkeiten zu Metaparametern wie zum Beispiel Alter oder Geschlecht sein.

Des Weiteren spielen in der Metabolomik auch die Verhältnisse zwischen einzelnen Metaboli-

ten eine entscheidende Rolle. Allerdings ist beispielsweise die Gegenüberstellung der direkten

Konzentrationen von alpha-D-Lactose und alpha-D-Galactose (vgl. Abbildung 2.5, rechts)

nur bedingt aussagekräftig. Die Anwendung des in dieser Arbeit vorgestellten Verfahrens

zeigt neue Einblicke in diesen Fällen auf (Kapitel 7).

Für die Detektion auch unbekannter Stoffwechselerkrankungen ist vor allem die ungezielte

Betrachtung des gesamten NMR-Profils notwendig. In Abbildung 2.6 sind sämtliche 695 NMR-

Spektren in drei verschiedenen spektralen Bereichen dargestellt. Ein Ergebnis dieser Arbeit

stellt die dazu korrespondierende, ausreißer-bereinigte Ansicht des Datensatzes dar (Kapitel

7.2.2, Abbildung 7.12) und die damit verbundene Bestimmung von Toleranzbereichen, die für

die zukünftige Bewertung von Spektren herangezogen werden können.
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Abbildung 2.5 – Empirische Häufigkeitsverteilung und resultierender Dichteschätzer der
Konzentrationen von Kreatinin (links). In der rechten Abbildung sind die Konzentrationen
von alpha-D-Lactose und alpha-D-Galactose gegeneinander aufgetragen. Die Darstellung der
jeweils transformierten Konzentration zeigt hier einen bedeutsamen Gewinn (Abbildung 7.5).
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Abbildung 2.6 – 1H-NMR-Spektren der 695 Neugeborenenurine (dargestellt ist der auszu-
wertende Bereich zwischen 0.5 ppm und 9.5 ppm – der Bereich zwischen 4.5 ppm und 6 ppm
wird aufgrund des Restwassersignals nicht betrachtet, vgl. Abschnitt 7.2; jedes Spektrum
ist in einer anderen Farbe dargestellt). Dieser Datensatz wird in dieser Arbeit als Referenz-
Datensatz für die Bestimmung von Toleranzbereichen für NMR-Profile verwendet.



Kapitel 3

Mathematische Grundlagen und

Problemstellung

Eine Bestimmung der Ausreißer ist oftmals der erste Schritt einer Datenanalyse. Bei der

Detektion von angeborenen Stoffwechselerkrankungen bei Neugeborenen steht die Ausreißer-

analyse sogar im Mittelpunkt: Mithilfe von gemessenen Daten von gesunden Neugeborenen

soll ein
”
Normalmodell“ oder

”
Normalprofil“ erstellt werden, mit dem weitere Messungen

abgeglichen und abweichende Fälle identifiziert werden können.

Liegen für eine gemessene Kenngröße keine biologischen Kenntnisse über deren Entstehung

oder Verteilung vor, so muss die Bestimmung eines Toleranzbereiches anhand empirischer

Daten einer Studie von (diagnostisch gesunden) Probanden erfolgen. Die resultierende, empi-

rische Verteilung der Kenngröße dient nun zur Bestimmung eines unteren und oberen Limits

für ihren
”
Normalbereich“. Handelt es sich bei der Kenngröße um Konzentrationen von z.B.

Stoffwechselprodukten, so kann man beobachten, dass die Annahme einer Normalverteilung

in der Regel nicht zulässig ist. Die natürliche untere Grenze
”
Null“ und ein nach oben offe-

ner Wertebereich bestärken die empirischen Erkenntnisse, dass solche Verteilungen oftmals

rechtsschief - ähnlich der Log-Normalverteilung - vorliegen. Im Einzelfall kann dann durch

visuelle Betrachtung und Bewertung der Messergebnisse die Definition eines Normalbereichs

erfolgen.

Betrachtet man jedoch mehrere Kenngrößen, so ist eine fundierte, mathematische Modellie-

rung und Bewertung, ohne personenabhängige Einflüsse, erforderlich. Die dadurch identifizier-

ten Ausreißer können dann manuell medizinisch bewertet werden. Beim 1H-NMR-Screening

von Urinen können anhand der aufgenommenen Protonenspektren über 1000 Kenngrößen

25
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ermittelt werden, die es zu analysieren gilt.

Eine solche Kenngröße kann als Zufallsvariable X mit einer zugrundeliegenden, unbekann-

ten Verteilungsfunktion FX und Dichte fX betrachtet werden, der durch eine Messserie eine

Stichprobe x = (x1, . . . , xn) ∈ Rn zugeordnet wird. Eine Möglichkeit der Verteilungsana-

lyse besteht darin, eine Transformation t : R → R zu finden, die die Zufallsvariable X in

eine abgeleitete Zufallsvariable Y = t(X) transformiert, welche normalverteilt ist mit Mittel-

wert µ und Standardabweichung σ: Y ∼ N(µ, σ2). Wird die Normalverteilungsannahme von

Y anhand der transformierten Stichprobe y = {t(xi)} nicht verworfen, so lässt sich durch

Kenntnis der Transformation t die ursprüngliche Dichtefunktion ermitteln. Der Umweg über

die Transformation zur Normalverteilung hat hier zwei Vorteile: zum einen existieren viele

statistische Hypothesentests zum Testen auf Normalverteilung, und zum anderen kann diese

transformierte Verteilung Y für weitere, z.B. multivariate, Analysenmethoden wie die Haupt-

Verteilung der
 gemessenen Konzentrationen

Dichtefunktion

Transformierte Verteilung

Dichtefunktion
 einer Normalverteilung

a)

b)

c) d)

Abbildung 3.1 – Transformation einer gemessenen Konzentrationsverteilung X. a) Bestim-
mung der optimalen Transformation zu einer Normalverteilung; b) Schätzen der Normalver-
teilungsparameter und testen, ob eine Normalverteilung vorliegen könnte; c) Bestimmung der
originalen Dichtefunktion von X und d) Weiterverarbeitung mit der transformierten Vertei-
lung, z.B. für multivariate Methoden (z.B. Hauptachsentransformation, PCA)
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achsentransformation (PCA) zur Detektion von multivariaten Ausreißern verwendet werden.

Diese Verfahren setzen oftmals eine Normalverteilung der Eingangsgrößen voraus, und nicht-

parametrische Methoden erreichen schnell ein hohes Maß an Komplexität. In Abbildung 3.1

wird dieses Vorgehen illustriert.

Die ermittelte Verteilung FX soll das Verhalten von
”
gesunden“ Probanden widerspiegeln.

Selbst bei einer als
”
unauffällig“ diagnostizierten und sorgfältig ausgewählten Referenzgrup-

pe wird es Beobachtungen der Stichprobe x geben, welche als Ausreißer zu klassifizieren sind.

Diese können analytischer Natur sein, z.B. durch fehlerhafte Probenentnahme, Präparation

oder Messung, oder von einem tatsächlichen atypischen Zustand dieser Kenngröße resultie-

ren. Ob diese Auffälligkeiten klinisch relevant sind, muss dann jeweils durch medizinisches

und biologisches Fachwissen untersucht werden. Das Vorhandensein von Ausreißern in den

Modelldaten erschwert die Datenanalyse - die Bestimmung einer Transformation bzw. der

Dichtefunktion muss robust erfolgen, sodass Ausreißer keinen Einfluss auf die Ergebnisse ha-

ben und auch innerhalb der Modelldaten detektiert werden können.

In Abbildung 3.2 sind Stichproben zweier rechtsschiefer Verteilungen und ihre jeweils Trans-

formierte dargestellt: Stichprobe a enthält 5% Ausreißer (bezüglich der ursprünglichen, ausrei-

F
X
(x)>0.999

5% Ausreißer

Verteilung X, Stichprobe a Transformierte Verteilung
(Normalverteilung)

F
X
(t(x))>0.999

F
Y
(x)>0.999

Verteilung Y, Stichprobe b Transformierte Verteilung
(Normalverteilung)

t(X)

t(Y)

Abbildung 3.2 – Robuste Bestimmung der Transformation und der Dichtefunktion: Die ge-
messenen Konzentrationsverteilungen können eine signifikante Anzahl von Ausreißern haben.
Stichprobe a (oben) zeigt 5% Ausreißer, die nach der Transformation in eine Normalverteilung
klar ersichtlich sind. Die empirische Verteilung der Stichprobe b (unten) ist der Verteilung
von a ähnlich, zeigt jedoch einen längeren rechten Flügel, und nach der Transformation sind
keine Ausreißer zu identifizeren.
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ßerfreien Verteilung FX gilt für diese Beobachtungen FX(ai) > 0.999), die in der transformier-

ten, normalverteilten Darstellung klar ersichtlich sind. Die Verteilung und Dichtefunktion von

Y ist der von X sehr ähnlich - jedoch zeigt die transformierte Darstellung keine (bzw. einen

natürlichen) Ausreißer der Stichprobe b, und der rechte Flügel der Verteilung ist signifikant

länger.

3.1 Was sind Ausreißer?

Da die Bestimmung von Ausreißern und die Bewertung von weiteren Messwerten diesbezüglich

die zentralen Anliegen des in dieser Arbeit vorgestellten Verfahrens sind, behandelt dieser

Abschnitt die Definition des Begriffs
”
Ausreißer“ und spezifiziert, welche Art von Ausreißern

im Folgenden betrachtet und detektiert werden sollen.

Ausreißer treten in der Statistik in vielen Kontexten auf, zum Beispiel in der (eindimensio-

nalen) Verteilungsanalyse, multivariaten Datenanalyse oder in Regressionsanalysen. In jedem

dieser Fälle sind Ausreißer Beobachtungen, die der Erwartung nicht entsprechen, wobei der

Begriff der Erwartung im jeweiligen Zusammenhang zu definieren ist. In dem in dieser Arbeit

betrachteten Fall der ein-dimensionalen Verteilungsanalyse einer Stichprobe x ∪ o, können

abweichende Beobachtungen o in die Kategorien Ausreißer, Extremwerte und die Verteilung

FX kontaminierende Beobachtungen unterteilt werden [BL94].

Kontaminierende Beobachtungen o unterliegen einer zu FX abweichenden Verteilungsfunktion

FO. Ihre Dichtefunktion fO überdeckt sich jedoch teilweise mit der von fX . Genauer gilt für

viele Beobachtungen oi von o zu einem gegebenen Signifikanzniveau α (z.B. α = 0.01):

α/2 < FX(oi) < (1− α/2).

Beispielhaft ist diese Überlagerung der Dichtefunktionen in Abbildung 3.3.a und 3.3.b illu-

striert. Die Beobachtungen
”
deformieren“ die empirische Dichtefunktion der Gesamtstichpro-

be x∪o, jedoch kann ohne zusätzliches Wissen keine eindeutige Trennung von x und o erfolgen,

da die Beobachtungen o nicht als extrem oder als Ausreißer vorliegen müssen. Als Extremwerte

werden Beobachtungen definiert, denen aufgrund von FX eine sehr geringe Wahrscheinlichkeit

zugeordnet wird, die allerdings ein zu definierendes Signifikanzniveau α noch überschreitet -

sie liegen am unteren bzw. oberen Rand der Verteilung von X (Abbildung 3.3.c)1. Es folgt

1Es wird implizit angenommen, dass die Dichtefunktion fX genau einen Modus xmod besitzt und mit
δ1 > δ2 > 0 stets f(xmod± δ1) < f(xmod± δ2) gilt (die Wahrscheinlichkeiten nehmen zu den Rändern hin ab).
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Abbildung 3.3 – Unterschiedliche Arten von abweichenden Beobachtungen (rot markiert).
a) und b) zeigen kontaminierende Beobachtungen o mit einer von fX abweichenden Dichte-
funktion fO. Die Beobachtungen in c) sind untere bzw. obere Extremwerte der Verteilung X
und Abbildung d) zeigt

”
echte“ Ausreißer.

somit für untere Extremwerte oi, dass FX(oi) > α/2 gilt und analog für obere Extremwerte

FX(oi) < (1− α/2).

Als Ausreißer werden schließlich Beobachtungen o definiert, deren zugeordnete Wahrschein-

lichkeit signifikant das Signifikanzniveau unterschreiten (Abbildung 3.3.d). Es folgt für untere

Ausreißer FX(oi)� α/2 bzw. für obere Ausreißer FX(oi)� (1− α/2).

Wie in Abbildung 3.3 zu erkennen, ist der Übergang zwischen den beschriebenen, auffälligen

Beobachtungen fließend. Handelt es sich bei der Stichprobe x um Messwerte, deren Ver-

teilungsfunktion FX nicht bekannt ist und geschätzt werden muss, entsteht vor allem eine

Grauzone bezüglich Extremwerte und Ausreißer. Darüber hinaus ist die Wahl des Signifi-

kanzniveaus α flexibel. Diese Arbeit fokussiert sich auf die Bestimmung der zuletzt definier-

ten, signifikanten Ausreißer. Dass in einigen Fällen Extremwerte als Ausreißer definiert oder
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Ausreißer noch als Extremwerte klassifiziert werden, ist bei begrenzter Stichprobengröße und

unbekannter, zu schätzender Verteilungsfunktion, unvermeidlich.

In den folgenden Abschnitten werden die Grundannahmen an die zu untersuchenden Vertei-

lungen vorgestellt und notwendige Bedingungen für Transformationsfamilien erläutert.

3.2 Annahmen für gültige Ausgangsverteilungen

Die in dieser Arbeit betrachteten Kenngrößen spiegeln die Konzentrationen von Stoffwech-

selprodukten (Metaboliten) wider. Zum einen können mithilfe eines 1H-NMR-Spektrums ein-

zelne Metabolite identifiziert und quantifiziert werden (vgl. Kapitel 7.1), und zum anderen

können Summenkonzentrationen von allen Protonen in definierten spektralen Bereichen des

Spektrums definiert werden (Bucketierung, vgl. Kapitel 7.2). Beide Möglichkeiten generieren

anhand einer Kohorte Konzentrationsverteilungen - im letzteren Fall können mehrere Hun-

dert Konzentrationen bzw. Kenngrößen aus dem Spektrum abgeleitet werden. Das in dieser

Arbeit vorgestellte Verfahren beschränkt sich jedoch nicht auf Kenngrößen aus der NMR -

die bestimmten Konzentrationen von Metaboliten könnten auch mit anderen Messverfahren

bestimmt worden sein. Dabei sind folgende drei Aspekte zu berücksichtigen:

1. Reale Konzentrationen haben eine natürliche untere Grenze - sie können nicht negativ

werden. Falls die tatsächliche Konzentration sich allerdings in der Nähe des Detektions-

limits der Messmethode befindet, können allerdings auch negative Messwerte entstehen,

wenn das Rauschen die Messung dominiert. Für den Umgang mit negativen Messwer-

ten gibt es mehrere Möglichkeiten, die ausführlich in Kapitel 4.2 diskutiert werden. Für

die Annahmen in diesem Kapitel wird von stets positiven Kenngrößen ausgegangen.

Außerdem kann ein nach oben offener Wertebereich angenommen werden.

2. Des Weiteren sollen nur kontinuierliche Verteilungen mit exakt einer globalen Aus-

prägung (Modus) betrachtet werden. Mehrere Maxima der Dichtefunktion zeugen von

verschiedenen Zuständen der Kenngröße oder von signifikant unterschiedlichen Gruppen

innerhalb der betrachteten Grundgesamtheit. Da in dieser Arbeit ein robustes Verfah-

ren zur Transformation in Normalverteilungen vorgestellt werden soll, fallen diese Art

von Verteilungen aus, da die Zieldichtefunktion (Normalverteilung) nur einen Modus be-

sitzt und somit die Transformation die Struktur der Daten signifikant verändern müsste.

Aus den gleichen Gründen wird die Existenz von mehr als zwei Wendepunkten ausge-
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schlossen. Wie im Ergebnisteil zu sehen, gibt es für fast alle erzeugten und betrachteten

Kenngrößen keine signifikanten Hinweise von Multimodalität. Selbst wenn es sich bei

der betrachteten Variable um eine Summe von mehreren Konzentrationen handelt, so

kann die resultierende Dichtefunktion unimodal sein. Zum Testen auf Unimodalität kann

beispielsweise der Dip-Test [HH85] verwendet werden.

3. Zuletzt wird angenommen, dass die Dichtefunktion stetig differenzierbar ist -
”
Sprünge“

oder
”
Knicke“ sind von natürlich erzeugten, unimodalen Verteilungen nicht zu erwarten.

Zusammengefasst werden folgende Annahmen an die zu untersuchende Kenngröße X und

ihrer Dichtefunktion f(x) gestellt:

1. Der Träger von f(x) ist die Menge der nicht-negativen reellen Zahlen, und es folgt

f(x) = 0 für x ≤ 0.

2. f(x) ist eine Dichtefunktion, d.h.

∫

R
f(x) dx = 1 und f(x) ≥ 0.

3. f(x) > 0 für x > 0

4. f(x) ist stetig differenzierbar.

5. f(x) ist unimodal, mit xmod wird der Modus bezeichnet.

6. f(x) besitzt genau zwei Wendepunkte xw1 und xw2 und es gilt xw1 < xmod < xw2

Vor allem die Eigenschaften des Definitionsbereiches (nach unten beschränkt, nach oben of-

fen) legen eine rechtsschiefe Verteilung nahe (es folgt xmod ≤ xmed, wobei xmed den Median

der Verteilung bezeichnet), was durch die gemessenen Konzentrationen und die durch die

NMR-Spektren generierten Variablen bestätigt wird (vgl. Abbildung 2.4). Analysen der Ver-

teilungen zeigen sogar, dass einige als log-normal angenommen werden können, oder genauer,

dass log(X) ∼ N(µ, σ2) von verschiedenen Hypothesentests zum Testen auf Normalvertei-

lung (die verwendeten Hypothesentests werden in Kapitel 5.1 vorgestellt) nicht abgelehnt

wird. Außerdem ist es im Bereich der Analyse von NMR-Daten und daraus abgeleiteten Kon-

zentrationen bereits üblich, Transformationen wie z.B. den Logarithmus zu verwenden, um

bessere Aussagen zu erhalten [KEA+03, PRVW04, PLGV07, vdBHW+06]. In Abbildung 3.4

ist eine typische, zu erwartende, rechtsschiefe und unimodale Dichtefunktion f(x) dargestellt.

Die Familie der beschreibbaren, bzw. durch eine Transformation erzeugbaren Dichtefunktio-

nen sollte Graphen
”
in dieser Art“ umfassen.
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Abbildung 3.4 – Beispiel einer Dichtefunktion f(X) einer gültigen, rechtsschiefen Vertei-
lung: Der Modus liegt links vom Median der Verteilung, es existieren genau zwei Wendepunkte
und die Dichte f(X) ist stetig differenzierbar.

Des Weiteren folgen einige der Kenngrößen nahezu einer Normalverteilung. Dies steht zwar

streng genommen im Widerspruch zur Positivität des Definitionsbereiches, jedoch liegen die

Mittelwerte und Standardabweichungen dieser Verteilungen in einer Art vor, dass Werte nahe

Null als extrem unwahrscheinlich gelten (z.B. µ > 0 und σ < µ/5).

Zusammengefasst sollte die Menge der beschreibbaren Dichtefunktionen die Normalverteilung

und die Log-Normalverteilung beinhalten und auf rechtsschiefe Verteilungen fokussiert sein.

3.3 Notwendige Kriterien für Transformationsfamilien

Aus den im letzten Abschnitt definierten Bedingungen für die Dichtefunktionen der Kenn-

größen lassen sich notwendige Bedingungen für Transformationsfamilien ableiten. Im Folgen-

den sei X eine Zufallsvariable, deren Verteilung diesen Bedingungen entspricht und tX(x) :

R→ R eine Transformationsfunktion, für die gilt Y = tX(X) mit Y ∼ N(µ, σ2) normalverteilt

mit Mittelwert µ und Standardabweichung σ.

Zunächst sollte diese Transformation die Struktur der Daten nicht zerstören. Mindestens

sollte für zwei Beobachtungen x1 und x2 von X mit x1 < x2 auch t(x1) < t(x2) gelten, was

eine streng steigende Monotonie von t(x) erzwingt. Des Weiteren sollte die Transformation

ebenfalls keine Wendepunkte außerhalb des Medians der Verteilung besitzen, da diese auch
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potentiell die Struktur der Daten verändert (Eliminierung von mehreren Modi) oder eine

Struktur generieren (z.B. Erzeugung von Modi). Ein Wendepunkt im Zentrum der Verteilung

(Median) kann verwendet werden, um beispielsweise die Wölbung (Kurtosis) der Verteilung

anzupassen (vgl. hierzu 3.3.2 und 4.4).

Für die Dichtefunktion fX(x) von X gilt

fX(µ,σ2)(x) = fN(µ,σ2)(tX(x)) · t′X(x)

wobei fN(µ,σ2)(x) die Dichtefunktion der Normalverteilung bezeichnet mit

fN(µ,σ2)(x) =
1

σ
√

2π
exp

(
−1

2

(
x− µ
σ

)2
)
.

Damit fX(x) stetig differenzierbar ist, muss demnach die Ableitung t′X(x) existieren und

wiederum stetig differenzierbar sein (d.h. dass t′′X(x) existiert und stetig ist).

Zusammengefasst müssen folgende notwendige Bedingungen für eine Transformation t(x) aus

einer Transformationsfamilie gelten:

• t(x) : D → R ist eine surjektive Abbildung auf die reellen Zahlen und es gilt D = R+

oder erweitert D = R.

• Die ersten zwei Ableitungen t′(x) und t′′(x) existieren und sind stetig.

• t(x) ist streng monoton steigend, d.h. t′(x) > 0.

• Da für X die Dichteverteilungen der Normalverteilung und Log-Normalverteilung Be-

standteil der erzeugbaren Dichtefunktionen sein sollen, müssen die Transformationen

t(x) = x und t(x) = log(x) Bestandteil der Transformationsfamilie sein.

Aus den ersten drei Bedingungen kann geschlossen werden, dass für das asymptotische Ver-

halten für t(x) folgendes gilt:

lim
x→∞

t(x) =∞ und lim
x→inf(D)

t(x) = −∞.

Des Weiteren kann O.B.d.A. angenommen werden, dass median(X) = 1 und t(1) = 0 gilt,

sodass sich für die normalverteilte, transformierte Zufallsvariable Y = t(X) ein Mittelwert

µ = 0 ergibt und somit Y ∼ N(0, σ2) folgt.
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In den folgenden Unterabschnitten werden einige publizierte Transformationsfamilien (bzw.

Dichtefamilien) vorgestellt, bevor im nächsten Kapitel die in dieser Arbeit verwendete Trans-

formationsfamilie hergeleitet wird.

3.3.1 Die Transformationsfamilie nach Box und Cox

Die wahrscheinlich bekannteste und meist verwendete Transformation für diese Aufgabe ist

die Transformation nach Box und Cox [BC64, CD69]. Auch hier ist der Fokus, eine Trans-

formationsfamilie zu definieren, welche schiefe Verteilungen in Normalverteilungen überführt,

und dass die Normalverteilung und Log-Normalverteilung Bestandteile dieser Familie sind.

Box und Cox definieren mit einem Parameter λ ∈ R den kontinuierlichen Übergang zwischen

linearer Transformation t(x) = x und logarithmischer Transformation t(x) = log(x) wie folgt:

bcλ(x) =





xλ − 1

λ
λ 6= 0, x > 0

log(x) λ = 0, x > 0

Ebenfalls in der gleichen Veröffentlichung wird eine Erweiterung dieser Transformation durch

eine Translation vorgeschlagen bcλ,m(x), um die Transformation auf negative Werte zu erwei-

tern:

bcλ,m(x) = bcλ(x+m)

Da diese Transformationsfamilie den im letzten Abschnitt definierten Bedingungen sehr nahe

kommt, dient sie auch als Ausgangspunkt für diese Arbeit und wird in Kapitel 4 genauer

untersucht und erweitert.

Diese Transformationsfamilie wird sehr häufig in Regressionsanalysen verwendet, wenn der

Zusammenhang zwischen Messwerten und Zielvariable nicht linear ist [Sak92].

Einige der im Folgenden vorgestellten Transformationen wurden entwickelt, um zwei grund-

sätzliche Probleme der ursprünglichen Box-Cox-Transformation zu kompensieren: Die endli-

chen Grenzwerte von bcλ(x) für λ < 0 für x → ∞ (und für 0 < λ < 1 für x → 0) sowie der

nicht-negative Definitionsbereich. Beide Probleme werden in Kapitel 4 genauer erläutert.

3.3.2 Die Transformationsfamilie nach John und Draper

Die durch die Transformationsfamilie nach John und Draper [JD80] erzeugbaren Transforma-

tionen modulusξ(x) sind symmetrisch zum Ursprung und können daher keine schiefen Ver-



KAPITEL 3. MATHEMATISCHE GRUNDLAGEN UND PROBLEMSTELLUNG 35

teilungen symmetrisieren. Vielmehr dienen sie zur Korrektur der Wölbung (Kurtosis) einer

Verteilung. John und Draper definierten

modulusξ(x) =





sign(x)
(|x|+ 1)ξ − 1

ξ
, ξ 6= 0

sign(x) log(|x|+ 1) , ξ = 0

Es zeigt sich, dass eine zusätzliche Transformation zur Korrektur der Kurtosis in der Praxis

sehr wertvoll ist. Auf die von John und Draper vorgeschlagene Transformation wird ebenfalls

in Kapitel 4 näher eingegangen.

3.3.3 Exponentielle Transformationsfamilie nach Manly

Manly [Man76] veröffentlichte eine exponentielle Transformationsfamilie

yλ(x) =





eλx − 1

λ
, λ 6= 0

x , λ = 0

,

welche in dieser Arbeit nicht näher untersucht wird, da eine Log-Normalverteilung offensicht-

lich nicht durch diese Familie transformierbar ist (die Funktion f(x) = log(x) ist durch diese

Familie nicht darstellbar).

3.3.4 Die Transformationsfamilie nach Yeo und Johnson

Ausgehend von der Box-Cox-Transformation formulierten Yeo und Johnson [YJ00] eine er-

weiterte Transformationsfamilie, die den Definitionsbereich auf negative Werte fortsetzt:

yλ(x) =





(x+ 1)λ − 1

λ
, λ 6= 0, x ≥ 0

log(x+ 1) , λ = 0, x ≥ 0

(1− x)2−λ − 1

λ− 2
, λ 6= 2, x < 0

− log(1− x) , λ = 2, x < 0

Auch diese Familie kann die Transformationsfunktion f(x) = log(x) nicht darstellen und

wurde daher nicht weiter untersucht.
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3.3.5 Dual-Power-Transformation nach Yang

Um die Konvergenzen der Box-Cox-Transformation zu eliminieren, schlug Yang [Yan06] eine

”
Dual-Power-Transformationsfamilie“, definiert durch

yλ(x) =





xλ − x−λ
2λ

, λ > 0

log(x) , λ = 0

vor. Durch die beiden Exponenten ist die Surjektivität der Funktionen auf R gesichert. Al-

lerdings besitzt diese Familie keine neutrale Transformation f(x) = x, sodass eine bereits

normalverteilte Verteilung nicht erhalten werden kann. Des Weiteren besitzt yλ(x) für |λ| > 1

einen Wendepunkt, der potentiell die Struktur der ursprünglichen Verteilung X verändert.

Die Grundidee mit dem zusätzlichen Summanden mit anderem Exponenten wird auch in

der in dieser Arbeit vorgestellten Transformationsfamilie verwendet, um die Surjektivität zu

sichern.

3.4 Vorteile der Bestimmung einer Transformation zur Nor-

malverteilung

In diesem Abschnitt soll begründet werden, warum für eine Bestimmung der Dichtefunktion

einer Zufallsvariable X der
”
Umweg“ über die Definition einer Transformationsfamilie tλ(x),

sodass Y = tλX (X) normalverteilt ist, einige Vorteile bietet.

Eine Alternative wäre eine parametrisierte Familie von Dichtefunktionen fθ(x), die an die

Verteilung von X angepasst wird (Schätzung des Parameters bzw. Parametertupels θ). Eine

solche Familie wird beispielsweise in [Sch01] vorgestellt: Ausgehend von den Dichtefunktionen

der Log-Normalverteilung und der Log-Laplaceverteilung wird die Dichte der verallgemeiner-

ten Log-Normalverteilung mit Parameter r definiert als

fΛg(x) =





1

2(rµ′r)
1/rΓ

(
1 + 1

r

)
x

exp

{
−| log(x)− µ|r

rµ′r

}
, x > 0

0 , sonst

wobei mit µ der Erwartungswert E[log(X)] und mit µ′r das r-te zentrale Absolutmoment

der Zufallsvariablen log(X) bezeichnet werden. Für die Parameterwahl r = 2 entspricht
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fΛg(x) der Dichtefunktion der Log-Normalverteilung und für die Wahl r = 1 die der Log-

Laplaceverteilung. Die Dichtefunktion der Log-Laplaceverteilung (r = 1) ist aufgrund der

Betragsfunktion nicht überall differenzierbar und die Dichtefunktion einer Normalverteilung

nicht darstellbar.

Für die Definition einer Familie von Dichtefunktionen, die die in Abschnitt 3.2 definierten Be-

dingungen erfüllt, ist ein naheliegender Ansatz, aus der Dichtefunktion der Normalverteilung

fN(µ,σ2)(x) =
1

σ
√

2π
exp

(
−1

2

(
x− µ
σ

)2
)

eine mögliche Verallgemeinerung

fθ(x) = Cθ · sθ(x) · exp
(
−rθ(x)2

)

abzuleiten, wobei Cθ den Korrekturterm zur Sicherung des Integrals

∫

R
fθ(x) dx = 1 darstellt.

Um eine gültige Dichtefunktion mit fθ(x) ≥ 0 zu generieren, muss ebenfalls sθ(x) ≥ 0 gelten.

Die Einschränkung der Definition einer Transformation t(x) besteht nun lediglich darin, dass

die Abhängigkeit zwischen sθ(x) und rθ(x) definiert wird, nämlich sθ(x) = r′θ(x).

Die Transformation in eine, potentiell normalverteilte, Zufallsvariable Y erlaubt nun jedoch

die Verwendung einer Vielzahl von statistischen Methoden auf Y , da die Normalverteilung

vermutlich die am besten studierte Verteilung darstellt. Vor allem kann eine Bewertung

der Transformation durch Hypothesentests auf Normalverteilung von Y durchgeführt wer-

den. Neben generellen Tests auf Gleichheit von Verteilungen (z.B. der Kolmogorov-Smirnov-

Test [Mas51] oder der χ2-Anpassungstest [Nik73]) wurden für die Normalverteilungen einige

weitere Tests entwickelt, z.B. auf Basis der ersten Momente der Verteilung (z.B. Test nach

Jarque-Bera [JB87] oder Test nach Shapiro-Wilk [SW65]). Einen Überblick über diese Tests

bietet das Kapitel 5.1. Durch diese Bewertung kann zudem zu einem gewissen Grade sicher-

gestellt werden, dass die gefundene Transformation und Dichtefunktion nicht durch Ausreißer

beeinflusst wurde, da signifikante Ausreißer eine Transformation zu einer Normalverteilung

verhindern. Durch eine robuste Bestimmung der Transformation kann dieser Einfluss einge-

schränkt werden.

Ist die Transformation einmal bestimmt, kann nun in der weiteren, beispielsweise multidimen-

sionalen, statistischen Analyse die normalverteilte Stichprobe y herangezogen werden. Um

die Struktur einer mehrdimensionalen Stichprobe visuell zu erfassen, können nur ausgewählte
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Normalverteilung, Y = log(X)Log−Normalverteilung X

Abbildung 3.5 – Ausreißeridentifikation im Mehrdimensionalen (hier zweidimensional): Oh-
ne Berücksichtigung der zugrundeliegenden Verteilungen werden oftmals falsche Ausreißer
identifiziert (linke Abbildung, rot-markierte Beobachtungen, X entspricht einer zweidimen-
sionalen Log-Normalverteilung). In der transformierten Perspektive (rechts, Y = log(X) ist
normalverteilt) ist diese Auswahl klar abwegig.

Projektionen dargestellt werden. Bereits die Gegenüberstellung von zwei Stichproben einer

log-normal-verteilten Zufallsvariablen führt zu nicht-ellipsoidalen Punktwolken, aus denen

eine Bestimmung der realen Ausreißer nur schwer zu bewerkstelligen ist und auch zu falsch

klassifizierten Ausreißern führen kann. In Abbildung 3.5 ist links eine zweidimensionale log-

normalverteilte Stichprobe x dargestellt. Die vermeintlichen, visuell identifizierten Ausreißer

(rot-markiert) sind in der normalverteilten Perspektive (rechts, y = log(x)) eine Untermenge

des äußeren Randes der Stichprobe, und man erkennt die fehlerhafte Interpretation.

Die Hauptkomponentenanalyse [VMB+98] wird häufig verwendet, um die Dimensionalität von

Variablen zu reduzieren, um dadurch deren Struktur studieren zu können oder um eine mul-

tidimensionale Ausreißeranalyse durchzuführen. Sind die Eingangsvariablen nicht normalver-

teilt, so führt die Berechnung oft zu falsch interpretierten, abgeleiteten Distanzmaßen wie der

Mahalanobis-Distanz oder der orthogonalen Distanz (verwendet in der SIMCA-Klassifikation,

Soft independent modelling by class analogy [VMB+98], vgl. Abschnitt 3.6). Eine, trotz ver-

letzter Normalverteilungsannahme, durchgeführte Ausreißeranalyse ist dadurch mindestens

nicht optimal, in der Regel sogar fehlerhaft. In Abbildung 3.6 wird diese Problematik illu-
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Abbildung 3.6 – Scores-Plot einer PCA: Die Stichprobe x umfasst 1000 Beobachtungen
einer 100-dimensionalen log-normalverteilten Zufallsvariable. Dargestellt sind die ersten zwei
Hauptachsen der

”
Scores“ der Hauptachsentransformation (PCA). Bei Verwendung der trans-

formierten Stichprobe y = log(x) (rechte Abbildung) ist die entstehende Verteilung wie erwar-
tet ellipsoidal (ohne auffällige Beobachtungen). Die Interpretation der PCA der ursprüngli-
chen, nicht-normalverteilten Stichprobe x (linke Abbildung) bezüglich einer Ausreißerbestim-
mung, führt schnell zu falschen Schlussfolgerungen.

striert: Die ursprüngliche Beobachtung x besteht aus einer Stichprobe vom Umfang 1000

einer 100-dimensionalen log-normalverteilten Zufallsvariablen. In der linken Abbildung sind

die ersten zwei Hauptachsen nach Anwendung der PCA dargestellt und einige Beobachtun-

gen würden als Ausreißer oder als atypisch bewertet werden. Wendet man die PCA auf die

transformierten Werte y = log(x) an (rechte Abbildung), so ist das Ergebnis wie erwartet

eine ellipsoidale Verteilung ohne auffällige Beobachtungen.

3.5 Vorteile der univariaten Datenanalyse

Betrachtet man die Ausreißer-Analyse von 1H-NMR generierten Datensätzen mit, je nach

Variablenerzeugung, typischerweise mehr als 1000 erzeugten Kenngrößen, so ist dies ein mul-

tivariates Problem - auch, weil die erzeugten Kenngrößen im Allgemeinen nicht statistisch un-

abhängig sind. Darüber hinaus ist jede einzelne Kenngröße potentiell nicht normalverteilt und

enthält Ausreißer. Eine univariate Datenanalyse ignoriert zunächst eventuelle Abhängigkei-

ten, da hier lediglich die (eindimensionalen) Marginalverteilungen jeder einzelnen Kenngröße

getrennt voneinander betrachtet werden.
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Es gibt eine Vielzahl von Methoden und Algorithmen, die sich Teilen dieser multivariater

Probleme annehmen - es zeigt sich jedoch, dass alle drei Aspekte (hohe Dimensionalität,

Nicht-Normalverteilung der Eingangsdaten und Kontamination durch Ausreißer) nur schwer

gleichzeitig beherrschbar sind. Als Beispiele für mehrdimensionale, robuste Methoden seien

hier die Verfahren
”
Robust Projection Pursuit PCA“,

”
MCD und MVE“,

”
Stahel-Donoho

Outlyingness“, multivariate M -Schätzer oder
”
Least Trimmed Squares subspace estimators“

genannt [CRG05,Hub85,HRV02,RD99,Mar76,Doh82,Sta81,DKHW07,GK72]. Eine multiva-

riate Adaption der Box-Cox-Transformation ist in [AGW71] vorgestellt.

Das in dieser Arbeit vorgestellte Verfahren ist auf die univariate Datenanalyse fokussiert, da

zum einen viele Aussagen und Ausreißer-Bestimmungen schon auf dieser Ebene vorgenommen

werden können und zum anderen diese Vorarbeit das Arbeiten mit multivariaten Methoden

signifikant erleichtert bzw. deren Anwendung überhaupt erst ermöglicht, wenn man einen uni-

variat aufgereinigten und auf Normalverteilung transformierten Datensatz hierfür verwendet.

Des Weiteren sind Schlussfolgerungen auf Basis der univariaten Analyse leichter vorzuneh-

men, da die Herkunft jeder einzelnen Variable bekannt ist und eine gewisse Bedeutung hat

(z.B. chemische Verschiebung im 1H-NMR Spektrum und daraus ableitbare Zuordnung zu

Stoffwechselprodukten).

3.6 Verteilungsmaße multivariater Daten

Wie im letzten Abschnitt beschrieben, bieten die dort aufgeführten, robusten multivariaten

Methoden zur Detektion von Ausreißern keine vollständige Lösung zur robusten Detektion von

Ausreißern für die Art der hier vorliegenden Daten: nicht-normalverteilt, hohe Dimensionalität

und bestehende Korrelationen mit unbekannter Anzahl von latenten Faktoren. Dennoch soll

in dieser Arbeit im Anschluss an die univariate Analyse eine multivariate Analyse erfolgen,

da diese aufgrund der gemeinsamen Bewertung von Variablen deutlich sensitivere Aussagen

ermöglichen kann. Die Idee ist hierbei, die vorgestellte univariate Analyse auf Distanzmaße

der mehrdimensionalen Analyse anzuwenden.

Die Mahalanobisdistanz ist ein oft-verwendetes Distanzmaß zur Bewertung multidimensiona-

ler Stichproben [VMB+98, Pom08, MMAAT11]. Für Beobachtungen x1, . . . , xn ∈ Rm ist die

Mahalanobisdistanz Txi allgemein definiert als

T 2
xi = (xi − µ̂)′ · S−1 · (xi − µ̂),
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wobei µ̂ ∈ Rm und S ∈ Rm×m Realisierungen von Mittelwert und Kovarianzmatrix dar-

stellen. Im Folgenden seien die Beobachtungen x = (x1, . . . , xn) multivariat normalverteilt

x ∼ N(µ,Σ). Es gilt in Abhängigkeit der Realisierungen von µ̂ und S für die Verteilungen der

quadrierten Mahalanobisdistanz T 2 [MMAAT11]:

1. Für µ̂ = µ und S = Σ ist T 2 die Summe von quadrierten, normalverteilten Zufallsvaria-

blen und somit χ2-verteilt mit m Freiheitsgraden. In diesem Fall ist die zugrundeliegende

Verteilung der Stichprobe x bekannt, was bei gemessenen Konzentrationen nicht zutrifft.

2. Für µ̂ = 1
n

∑
xi und S = cov(x) folgt für die Verteilung von T 2

T 2
xi ·

n

(n− 1)2
∼ Beta

(
m

2
,
n−m− 1

2

)
. (3.1)

In diesem Fall werden die Verteilungsparameter µ̂ und S aus der gleichen Grundgesamt-

heit x geschätzt.

3. Für µ̂ = 1
n

∑
yi und S = cov(y), wobei y ∈ Rny×m eine unabhängige Stichprobe der

gleichen Verteilung bezeichnet, folgt für die Verteilung von T 2

T 2
xi ·

n · (ny −m)

(ny + 1) · (ny − 1) ·m ∼ F (m,ny −m). (3.2)

Dieser Fall tritt ein, wenn weitere, unabhängige Messungen xi bezüglich eines Modells

y ausgewertet werden.

Da bei dem hier beschriebenen Verfahren die Anwendung auf zukünftige Beobachtungen im

Mittelpunkt steht, ist die Unterscheidung dieser drei Fälle und letztendlich der dritte Fall

von wesentlicher Bedeutung. Es müssen Toleranzbereiche erzeugt werden, die auf unabhängi-

ge Datensätze anwendbar sind. Um dies zu gewährleisten, wird die Methode der Kreuzvali-

dierung verwendet [HTF09]: Die Beobachtungen der Datenmatrix x werden in k möglichst

gleichgroße, disjunkte Teilmengen U1, . . . , Uk unterteilt. Nun werden in k Schritten die Beob-

achtungen in Modelldaten M und Testdaten T wie folgt aufgeteilt: In Schritt i gilt T = Ui

und M =
⋃
j /∈i Uj . Anhand der Modelldaten M werden Mittelwert µ̂ und Kovarianzmatrix

S = cov(xM ) bestimmt. Für die Bestimmung der Mahalanobisdistanzen der jeweiligen Test-

daten werden nun diese unabhängigen Schätzungen verwendet. Nach k Schritten existiert für

jede Beobachtung eine Mahalanobisdistanz, bei deren Berechnung die jeweilige Beobachtung

nicht Teil der Schätzung der Parameter µ̂ und S war. Die daraus resultierende Verteilung
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kann für die Bestimmung von Toleranzbereichen für zukünftige, unabhängige Beobachtungen

verwendet werden.

In der Chemometrie ist es üblich, nur einen Teilraum bezüglich der Mahalanobisdistanz zu

bewerten [VMB+98,DKHW07,Pom08]. Typischerweise wird mittels der Hauptkomponenten-

analyse (PCA, principal component analysis) ein Modellraum der Dimension p < m (bzw.

p < n falls n < m) bezüglich der geordneten Hauptkomponenten ausgewählt und auf die-

sem die Mahalanobisdistanzen berechnet. Auf den übrigen, orthogonalen Komponenten wird

mittels euklidischer Distanz der Abstand zum Modellraum ODxi berechnet. Genauer sei

x = (x1, . . . , xn) ∈ Rn×m eine multivariate Stichprobe mit m < n, ti ∈ Rm die geordneten, be-

rechneten Hauptkomponentenwerte von xi ∈ Rm und sj der Eigenwert zu Hauptkomponente

j. Dann folgt für die Mahalanobisdistanzen Txi,p der ersten p Dimensionen

T 2
xi,p =

p∑

j=1

t2i,j
sj

und für die orthogonalen Distanzen

OD2
xi,p =

m∑

j=p+1

t2i,j .

Anhand dieser zwei Distanzmaße und der Anwendung der in dieser Arbeit beschriebenen

Transformationsfamilie werden in Abschnitt 7.4 multidimensionale Toleranzbereiche für die

bucketierten NMR-Daten erzeugt, um dadurch die Sensitivität (bzw. Teststärke) der Ausrei-

ßerdetektion zu erhöhen.



Kapitel 4

Definition der

Transformationsfamilie

In diesem Kapitel wird die verwendete Transformationsfamilie hergeleitet und ihre analyti-

schen Eigenschaften untersucht. Im folgenden Kapitel 5 wird ein Verfahren zur robusten Be-

stimmung der optimalen Transformation aus dieser Transformationsfamilie vorgestellt. Das

Ziel dabei ist die Entwicklung eines praktikablen Verfahrens, welches weitestgehend auf be-

reits vorhandene Funktionalität der mathematischen Entwicklungsumgebung MatLab [The10]

aufsetzt. Aufgrund der Komplexität einiger verwendeter Funktionen können manche Beweise

nicht analytisch durchgeführt werden, sodass die Argumentation pragmatisch fortgesetzt wird

und beispielsweise Sachverhalte durch numerische Überprüfungen abgefragt werden.

Box und Cox [BC64] schlugen eine Familie von Transformationen bcλ(x) vor, um eine Stich-

probe yλ = bcλ(x) ohne Schiefe (skewness) zur erzeugen. Sie definierten für x > 0 und λ ∈ R:

bcλ(x) =





xλ − 1

λ
λ 6= 0, x > 0

log(x) λ = 0, x > 0

(4.1)

Für λ = 0 folgt bcλ(x) = log(x), und für λ = 1 gilt bcλ(x) = x. In Abbildung 4.1 werden für

ausgewählte Parameter λ die Transformationsfunktionen bcλ(x) dargestellt. Klassischerweise

wird der optimale Parameter λopt zu einer Stichprobe x = (x1, . . . , xn) durch einen Maximum-

Likelihood-Schätzer bestimmt [BC64]:

λopt = max

{
(−n/2) · log(σ̂2) + (λ− 1) ·

n∑

i=1

log(xi)

}

43
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Abbildung 4.1 – Die Transformationsfamilie bcλ(x) nach Box-Cox für verschiedene Para-
meter λ.

wobei σ̂2 die unkorrigierte Stichprobenvarianz von yλ = bcλ(x) bezeichnet.

Die Box-Cox-Transformation nach Gleichung 4.1 ist eine sehr gute Basis für die finale Trans-

formation, zeigt in der Praxis jedoch folgende Probleme:

1. Die Transformation ist nur für Werte x > 0 definiert - in der Praxis können allerdings

auch negative Messpunkte vorkommen, wenn das Rauschen des Messinstrumentes die

wahren Konzentrationen dominiert.

2. Für λ 6= 0 ist bcλ(x) : R+ −→ R keine surjektive Funktion auf die reellen Zahlen R, was

eine Normalverteilung von Yλ streng genommen ausschließt.

3. Für 0 < λ < 1 kann die Dichtefunktion von X (wenn Yλ normalverteilt ist) in Abhängig-

keit von λ und σ neben einem Maximum auch ein Minimum besitzen, was einer uni-

modalen Verteilung einer Konzentration widerspricht. Eine Herleitung hierzu wird in

Abschnitt 4.1.2 gegeben und in Abbildung 4.2 illustriert.

4. Es zeigt sich in der Praxis, dass diese Familie nicht mächtig genug ist, da lediglich die

Schiefe der Verteilung
”
repariert“ werden kann. Eine weitere Transformation ist nötig,

falls die Kurtosis von Yλ signifikant von 3 abweicht.

5. Die Schätzung durch die klassische Maximum-Likelihood-Methode ist nicht robust und
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kann somit nicht auf Daten mit Ausreißern angewendet werden. Robuste Verfahren

für die Bestimmung des Box-Cox-Transformationsparameters λ werden beispielsweise

in [Car80,Car82,BD81] beschrieben.

Die folgenden Unterkapitel beschäftigen sich detailliert mit der Beschreibung und den in dieser

Arbeit verwendeten Lösungen dieser Probleme.

4.1 Analytische Eigenschaften der Transformationsfamilie von

Box und Cox

Die durch Gleichung 4.1 definierte Funktionenschar erzeugt stetig differenzierbare Funktionen,

da

bc′λ(x) = xλ−1.

Die Verschiebung und Normierung für den Fall λ 6= 0 stellt sicher, dass die Funktionenschar

kontinuierlich im Parameter λ ist und dass für alle λ gilt:

bcλ(1) = 0.

Für die Wahl λ = 1 folgt bc1(x) = x − 1, und falls die transformierte Zufallsvariable Y1 ∼
N(µ, σ2) normalverteilt mit Erwartungswert µ und Standardabweichung σ ist, so gilt bereits

X ∼ N(µ + 1, σ2). Analog folgt für λ = 0 und Y0 ∼ N(µ, σ2), dass X ∼ LN(µ, σ2) log-

normalverteilt ist. Diese Transformationsfamilie ist demnach eine einfache Art, um einen

kontinuierlichen Übergang von Normalverteilung zu Log-Normalverteilung abzubilden.

Eine notwendige Bedingung für eine gültige Transformation zu einer Normalverteilung, ist

die Surjektivität der Transformationsfunktion auf R, da der Definitionsbereich einer normal-

verteilten Zufallsvariable ebenfalls R ist.

Dies ist für die Familie bcλ(x) nicht gegeben, da die Funktionen monoton steigend sind und

für λ < 0 gilt:

lim
x→∞

xλ − 1

λ
= lim

x→∞

(
1

λ
· xλ − 1

λ

)
= − 1

λ
. (4.2)

Ebenfalls gilt für λ > 0

lim
x→0

xλ − 1

λ
= − 1

λ
. (4.3)
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Diese Konvergenzen werden in der im Abschnitt 4.2 vorgestellten erweiterten Box-Cox-Trans-

formation eliminiert.

4.1.1 Analytische Eigenschaften der Dichtefunktionen

Untersucht werden die analytischen Eigenschaften der Dichtefunktionen von Verteilungen,

die nach Anwendung einer Transformation aus der Transformationsfamilie von Box und Cox

normalverteilt sind.

Die Dichteverteilung einer Normalverteilung mit Mittelwert µ und Standardabweichung σ

definiert sich zu

fN(µ,σ2)(x) =
1

σ
√

2π
exp

(
−1

2

(
x− µ
σ

)2
)
. (4.4)

Eine Zufallsvariable X, welche durch Anwendung einer Transformation Yλ = bcλ(X) normal-

verteilt ist mit Yλ ∼ N(µ, σ2), hat die Dichtefunktion fX(λ,µ,σ)(x) = fN(µ,σ2)(bcλ(x)) · bc′λ(x)

und es ergibt sich für λ 6= 0

fX(λ,µ,σ)(x) =
1

σ
√

2π
exp


−

1

2




xλ − 1

λ
− µ

σ




2
 · x

λ (4.5)

O.B.d.A. sei der Median von X gleich 1 (Umskalierung durch X1 = X/median(X)), und es

folgt für den Mittelwert der transformierten Variable µ = 0, aufgrund von bcλ(1) = 0. Daher

wird im Folgenden µ nicht mehr als variabel angenommen.

Der Fall λ = 0 führt zu einer Log-Normalverteilung von X. Die Dichtefunktion besitzt hier

genau einen Modus mit xmod = eµ−σ
2
, und für die zwei Wendepunkte xw1 und xw2 gilt

xw1/w2
= exp

(
−3σ2

2
±
√

1

4
σ4 + σ2

)
.

Im Fall λ = 1 ist die Verteilung X bereits normalverteilt mit X ∼ N(1, σ2). Die Dichtefunktion

hat genau einen Modus mit xmod = 1 und zwei Wendepunkte mit xw1/w2
= 1± σ.

Um die analytischen Eigenschaften wie Extremwerte und Wendestellen für den Fall λ /∈ {0, 1}
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zu untersuchen, werden die ersten zwei Ableitungen betrachtet. Diese ergeben sich zu

f ′X(λ,0,σ)(x) =
xλ−2

(
x2λ − xλ − λ2 σ2 + λσ2

)
exp

(
−1/2 · ((λσ)−1(xλ − 1))2

)
√

2
√
π λσ3

(4.6)

f ′′X(λ,0,σ)(x) =
xλ−3 q(x, λ, σ) exp

(
−1/2 · ((λσ)−1(xλ − 1))2

)
√

2
√
π λ2 σ5

(4.7)

mit

q(x, λ, σ) = x4λ − 2x3λ − 4λ2 σ2 x2λ + 3λσ2 x2λ+

x2λ + 3λ2 σ2 xλ − 3λσ2 xλ + λ4 σ4 − 3λ3 σ4 + 2λ2 σ4.

Nach der Variablentransformation z := xλ und Zusammenfassen der Terme folgt

p(z) = q(xλ, λ, σ) = z4 − 2 z3 +
((

3λ− 4λ2
)
σ2 + 1

)
z2+

(
3λ2 − 3λ

)
σ2 z +

(
λ4 − 3λ3 + 2λ2

)
σ4

4.1.2 Extrempunkte der Dichtefunktionen

Zur Bestimmung der möglichen Extrempunkte (Maxima als auch Minima) müssen die Null-

stellen von (4.6) betrachtet werden:

x2λ − xλ − λ2 σ2 + λσ2 = 0

Nach einer Variablentransformation z := xλ erhält man das Polynom

n(z) = z2 − z − λ2 σ2 + λσ2 = 0,

und die Nullstellen xi ergeben sich aus xi = z
1/λ
i für zi > 0.

Für die Nullstellen von n(z) gilt

z1,2 =
1

2
±
√

1

4
+ λ2 σ2 − λσ2. (4.8)

Für den Fall λ < 0 ergibt sich exakt eine positive Nullstelle, da (λ2 σ2−λσ2) > 0, und es gilt

x1 = z
1/λ
1 =

(
1

2
+

√
1

4
+ λ2 σ2 − λσ2

)1/λ

. (4.9)
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Für λ > 1 folgt ebenfalls (λ2 σ2 − λσ2) = λσ2(λ − 1) > 0, und somit existiert genau ein

Maximum für fX(λ>1,0,σ)(x) nach Gleichung 4.9.

Für 0 < λ < 1 folgt (λ2 σ2−λσ2) ≤ 0, und es entstehen in Abhängigkeit von σ und λ entweder

kein, ein (doppelter) oder zwei Extrempunkt(e). Mit Ausnahme des einen (doppelten) Modus

liegt in diesem Fall demnach eine Verletzung der in Kapitel 3.2 geforderten Bedingungen der

Dichtefunktion vor (in Abbildung 4.2 ist der Fall von zwei Extrempunkten für die Parame-

terwahl λ = 0.75, σ = 1 und µ = 0 illustriert). Durch die in Abschnitt 4.2 vorgestellten

Erweiterungen dieser Transformationsfamilie werden diese Verletzungen behoben.

4.1.3 Wendepunkte der Dichtefunktionen

Zur Analyse der Wendepunkte von fX(λ,0,σ)(x) müssen die (positiven) Nullstellen von p(z)

bestimmt werden. p(z) ist ein Polynom vierter Ordnung, und es folgt eine gerade Anzahl an

reellen Nullstellen (Nullstellen nach ihrer Vielfachheit gezählt). Weiterhin gilt nach Betrach-

tung des Leitkoeffizienten

lim
|z|→∞

p(z) = +∞. (4.10)

Für λ < 0 ist der konstante Term
(
λ4 − 3λ3 + 2λ2

)
σ4 stets positiv, und es folgt p(0) > 0.

Ebenfalls gilt für den Faktor des linearen Terms
(
3λ2 − 3λ

)
σ2 > 0 und es folgt, dass die

0 1 2 3 4 5

Maximum (x
1
 ≈ 0.68)

Minimum
(x

2
 ≈ 0.16) fN (µ=0,σ=1)(bcλ=0.75(x)) · bc′λ=0.75(x)

Abbildung 4.2 – Darstellung der Dichtefunktion von fN(µ=0,σ=1)(bcλ=0.75(x)) ·bc′λ=0.75(x):
Nach Gleichung 4.8 besitzt die Dichtefunktion für 0 < λ < 1 zwei Extrempunkte.
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Koeffizienten von p(z) entweder zwei oder drei Vorzeichenwechsel aufweisen. Nach der Vorzei-

chenregel von Descartes zeigt p(z) demnach maximal drei positive Nullstellen. Hätte p(z) drei

positive Nullstellen, so müsste es genau eine negative Nullstelle besitzen. Dies steht im Wider-

spruch zu p(0) > 0 und Gleichung 4.10, sodass dieser Fall ausgeschlossen werden kann. Eben-

falls kann der Fall, dass keine Nullstellen existieren, ausgeschlossen werden, da fX(λ,0,σ)(x)

ein Maximum xmod besitzt und limx→∞ fX(λ,0,σ)(x) = 0 und somit die Ableitung f ′X(λ,0,σ)(x)

ein Minimum besitzen muss. Somit folgt für den Fall λ < 0, dass die Dichtefunktion zwei

positive Wendepunkte xw1 und xw2 besitzt, mit xw1 < xmod < xw2 .

Für 0 < λ < 1 existieren aufgrund der zwei positiven Extrempunkte auch mindestens zwei

positive Wendepunkte. Durch die in Abschnitt 4.2 vorgestellten Erweiterungen werden diese

degenerierten Dichtefunktionen jedoch korrigiert.

4.2 Erweiterungen der Box-Cox Transformation

In diesem Kapitel werden die verwendeten Erweiterungen der Box-Cox-Transformation vor-

gestellt, um die auf Seite 44 aufgelisteten Probleme zu lösen.

Konzentrationen sind naturgemäß stets positiv - in der analytischen Praxis kann es jedoch

vorkommen, dass Messungen negative Werte annehmen, wenn die realen Konzentrationen in

der Nähe oder unterhalb des Detektionslimits liegen und das Rauschen der Messmethode die

Messung dominiert. Es bestehen mehrere Möglichkeiten zum Umgang mit diesem Problem:

1. Umverteilung der negativen Werte auf den Wert
”
Null“: Diese Strategie erzeugt eine

degenerierte Dichtefunktion mit einem Häufungspunkt, und eine Transformation zu

einer Normalverteilung wäre nicht mehr möglich.

2. Streichen von negativen Werten: Auch diese Strategie wird eine degenerierte Dichte-

funktion, die bei x = 0 ein abruptes linksseitiges Ende aufweist, erzeugen. Außerdem

möchte man in der Regel mit den (transformierten) Daten weiterarbeiten, die dann für

einige Beobachtungen nicht existieren würden.

3. Nicht-deterministische Umverteilung in positive Werte: Eine nicht-deterministische Um-

verteilung zerstört mögliche Korrelationen zwischen Variablen, die beim späteren mul-

tidimensionalen Arbeiten unter Umständen eine wichtige Rolle spielen.

4. Translation des Definitionsbereiches durch Xm = X + m,m > 0: Bei der Translation
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ist die Wahl eines geeigneten m ein Problem, da man, ausgehend von einem Modell,

auch weitere Daten transformieren möchte und somit Verfahren wie m = min(Y ) + ε

ausscheiden (der Parameter m könnte zu klein gewählt sein).

Die in dieser Arbeit vorgeschlagene Lösung beruht auf einer stetig differenzierbaren, linkssei-

tigen Fortsetzung der Transformationsfunktionen durch ein Polynom zweiten Grades. Durch

diese Wahl ist garantiert, dass die Dichtefunktion fX(λ,0,σ)(x) ebenfalls stetig differenzierbar

ist, was als eine notwendige Bedingung für die Dichtefunktionen definiert wurde (vgl. hier-

zu Abschnitt 3.3). Hierzu sei die erste erweiterte Transformationsfamilie bc1λ,δ(x) definiert

durch

bc1λ,δ(x) =





bcλ(x) , x > δ

lλ,δ(x) , x ≤ δ
, (4.11)

wobei δ die Position der linksseitigen Fortsetzung beschreibt. Für die Wahl von δ muss gelten:

0 < xmin < δ < xmod

wobei xmod den Modus (Maximum) der Dichtefunktion fX(λ,0,σ)(x) bezeichnet und xmin das

Minimum (existiert nur für den Fall 0 < λ < 1). Somit ist durch diese Fortsetzung auch das

Problem der degenerierten Dichtefunktion mit zwei Extremwerten für diesen Fall gelöst.

Für die Ableitungen von bcλ(x) gilt

bc′λ(x) =xλ−1 (4.12)

bc′′λ(x) = (λ− 1) · xλ−2. (4.13)

Für die Wahl der Koeffizienten der polynomiellen Fortsetzung lλ,δ(x) mit

lλ,δ(x) = a · x2 + b · x+ c

muss demzufolge gelten

a =
(λ− 1) · δλ−2

2

b = δλ−1 − 2 · a · δ

c = bcλ(δ)− a · δ2 − b · δ.
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Durch die linksseitige Fortsetzung ist ebenfalls das Konvergenzproblem aus Gleichung 4.3

behoben.

Für λ < 1 folgt, dass a negativ ist und lλ,δ(x) ein konkaves Polynom beschreibt, welches sein

Maximum xmax bei

xmax = δ − δ

λ− 1
> δ

besitzt, da (λ− 1) < 0. Für λ = 1 folgt l1,δ(x) = x− 1.

Für λ > 1 wäre a positiv und eine Fortsetzung nach dieser Art nicht sinnvoll, da die re-

sultierende Transformation nicht mehr streng monoton steigend wäre. In diesem Fall (der

bei den betrachteten experimentellen Daten sehr selten auftritt) wird lediglich eine lineare

Fortsetzung lλ,δ(x) verwendet.

In Abbildung 4.3 werden für λ = 0 die Fälle δ ∈ {0.2, 0.5, 0.75} die resultierenden Transfor-

mationen bc10,δ(x) veranschaulicht.

Elimination der rechtsseitigen Konvergenz

Wie bereits in Gleichung 4.2 gezeigt, besitzt die Box-Cox-Transformation für λ < 0 für x→∞
den endlichen Grenzwert −1/λ, was dazu führt, dass die transformierte Zufallsvariable Yλ

0 0.5 1 1.5 2 2.5 3 3.5 4
−4

−3

−2

−1

0

1

2

3

x

y 
=

 b
c1

λ,
δ(x

)

 

 

δ = 0.2

δ = 0.5

δ = 0.75

Abbildung 4.3 – Visualisierung der linksseitigen, stetig-differenzierbaren Erweiterung lλ,δ.
Dargestellt sind die Transformationsfunktionen bc1λ,δ(x) für λ = 0 und δ ∈ {0.2, 0.5, 0.75}.
Der Definitionsbereich erweitert sich dadurch um die negativen reellen Zahlen.
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keine Werte größer −1/λ annehmen kann. Hier könnte man ebenfalls die ursprüngliche Funk-

tionenschar bcλ(x) rechtsseitig erweitern (z.B. durch log(x)) - jedoch würde die Wahl der

Nahtstelle das Verhalten der Transformation für den rechten Flügel signifikant beeinflussen,

und man würde dadurch die rechten Ausreißer indirekt
”
definieren“. Die empirische Dichte-

funktion ist im Falle einer rechtsschiefen Verteilung (z.B. Log-Normalverteilung) gerade für

den rechten Flügel schlecht beschrieben, sodass eine Wahl der Transformation anhand des

Flügels sehr unsicher ist. Idealerweise wird die Transformation vom Zentrum der Stichprobe

bestimmt - ohne Freiheitsgrade für die äußeren Bereiche. Eine solche Erweiterung sollte die

Transformationsfamilie für λ > 0 nicht beeinflussen.

Die in dieser Arbeit vorgeschlagene Erweiterung eliminiert die rechtsseitige Konvergenz für

λ < 0 durch die Mittelung der ursprünglichen Funktion bcλ<0(x) und der logarithmischen

Funktion bc0(x) = log(x). Die daraus resultierende, erweiterte Transformation bc2λ,δ(x) de-

finiert sich zu

bc2λ,δ(x) =





xλ − 1

λ
λ > 0, x > δ

log(x) λ = 0, x > δ

1

2

(
xλ − 1

λ
+ log(x)

)
λ < 0, x > δ

lλ,δ(x) x ≤ δ

, (4.14)

wobei die linksseitige Erweiterung lλ,δ(x) entsprechend angepasst wird, sodass diese Fortset-

zung weiterhin stetig differenzierbar bleibt. Eine Verallgemeinerung dieser Erweiterung wird

in Anhang A beschrieben.

Diese Mittelwertbildung für λ < 0 garantiert nun die Nicht-Konvergenz

lim
x→∞

bc2λ,δ(x) =∞,

da für x→∞ der Summand log(x) dominiert.

In Abbildung 4.4 wird die Transformationsfamilie bc2λ,δ(x) für verschiedene Krümmungsgra-

de λ dargestellt. Abbildung 4.5 zeigt die resultierenden Dichtefunktionen

fbc2λ,δ,σ(x) =
1

σ
√

2π
exp

(
−1

2

(
bc2λ,δ(x)

σ

)2
)
· bc2′λ,δ(x)

für X, wenn bc2λ,δ(X) normalverteilt mit Standardabweichung σ und Mittelwert µ = 0 ist.
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Abbildung 4.4 – Die Transformationsfamilie bc2λ,δ(x) für verschiedene Krümmungsgrade
λ ∈ {−1, 0, 0.5, 1, 1.5} und konstantem δ = 0.2.

Abbildung 4.5 – Resultierende Dichtefunktionen fbc2λ,δ=0.05,σ(x) für die Zufallsvariable
X, wenn Yλ,δ,σ = bc2λ,δ(X) normalverteilt ist mit Standardabweichung σ und Mittelwert
µ = 0. Wegen der Übersichtlichkeit der Darstellung wurde die Standardabweichung σ in
Abhängigkeit von λ gewählt mit σ = 3−λ.
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4.3 Eigenschaften der erweiterten Transformationsfamilie

Es wurde bereits gezeigt, dass bc2λ,δ(x) streng monoton steigend ist und die reellen Zahlen

R bijektiv abbildet. Es gilt für λ < 1

• bc2λ,δ(x) ist streng monton steigend

• bc2λ,δ(1) = 0

• bc2′λ,δ(x) > 0 ist streng monoton fallend

• bc2′′λ,δ(x) < 0 ist monoton steigend und für x ≤ δ konstant, da l′′λ,δ(x) = 2 · a.

Im Folgenden werden die Eigenschaften der erzeugbaren Dichtefunktionen fbc2λ,δ,σ(x) unter-

sucht - es gilt

fbc2λ,δ,σ(x) = fN(0,σ2)(bc2λ,δ(x)) · bc2′λ,δ(x)

und somit für deren Ableitungen

fbc2′λ,δ,σ(x) = fN(0,σ2)(bc2λ,δ(x)) · rλ,δ(x)

mit

rλ,δ(x) = bc2′′λ,δ(x)− 1

σ2
bc2λ,δ(x) · bc2′λ,δ(x)2. (4.15)

Für x > 1 haben die Dichtefunktionen keine Extrempunkte, da

rλ,δ(x) = bc2′′λ,δ(x)
︸ ︷︷ ︸

<0

− 1

σ2
bc2λ,δ(x)︸ ︷︷ ︸
>0 für x>1

· bc2′λ,δ(x)2

︸ ︷︷ ︸
>0

< 0.

Dies entspricht auch dem Verständnis, dass es sich für λ < 1 um eine rechtsschiefe Verteilung

handelt und der Median bei x = 1 definiert ist. Für das Maximum (bzw. Modus) xmod der

Dichtefunktion gilt somit xmod < 1.

Des Weiteren existieren keine Extrempunkte für x < δ, da 0 < xmin < δ < xmax gewählt

ist (falls xmin für 0 < λ < 1 existiert), und somit für die Ableitung von fbc2λ,δ,σ(x) gilt

fbc2′λ,δ,σ(δ) > 0 und die Transformationserweiterung lλ,δ(x) keine zwei Extrempunkte gene-

rieren kann: Da lλ,δ(x) ein Polynom zweiter Ordnung ist, ist die zweite Ableitung l′′λ,δ(x) = 2·a
konstant, und für rλ,δ(x) aus Gleichung 4.15 folgt

rλ,δ(x) = 2 · a− 1

σ2
lλ,δ(x) · l′λ,δ(x)2, x < δ. (4.16)
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Sei nun x1 eine Lösung für

rλ,δ(x1) = 0 ⇒ 2 · a =
1

σ2
lλ,δ(x1) · l′λ,δ(x1)2

und x2 eine weitere Lösung mit x2 > x1, dann folgt ein Widerspruch durch

|2 · a| = 1

σ2
|lλ,δ(x2)|︸ ︷︷ ︸
<|lλ,δ(x1)|

· l′λ,δ(x2)2

︸ ︷︷ ︸
<l′λ,δ(x1)2

<
1

σ2
|lλ,δ(x1)| · l′λ,δ(x1)2 = |2 · a|,

da |lλ,δ(x)| und l′λ,δ(x) streng monoton fallend sind (für x < δ < 1).

Es bleibt zu zeigen, dass die erweiterte Dichtefamilie fbc2λ,δ,σ(x) für δ < x < 1 keine zwei Ex-

trempunkte aufweist und insgesamt nicht mehr als zwei Wendepunkte besitzt. Aufgrund der

Konvergenzeigenschaften für |x| → ∞ besitzt fbc2λ,δ,σ(x) mindestens ein Maximum. Würde

mehr als ein Extrempunkt existieren, wären es mindestens drei (davon ein Minimum). Es

gestaltet sich als schwierig, diese Eigenschaften analytisch aufgrund der Komplexität der

Transformationsfamilie bc2λ,δ(x) zu beweisen. Daher wird in dieser Arbeit ein pragmati-

scher, numerischer Ansatz zum eventuellen Abfangen solcher unerwünschten Eigenschaften

gewählt: Nach jeder Bestimmung einer Dichtefunktion fbc2λ,δ,σ(x) werden die Extrem- und

Wendepunkte numerisch abgefragt und die Transformation gegebenenfalls abgelehnt, wenn

die notwendigen Bedingungen aus Abschnitt 3.2 nicht erfüllt sind. Analog gilt dies für links-

schiefe Verteilungen (λ > 1), deren Eigenschaften hier nicht genauer analytisch untersucht

wurden, da diese Verteilungen nur selten unter den tatsächlichen Messwerten zu beobachten

waren.

4.4 Zusätzliche Transformation zur Korrektur der Kurtosis

Power-Transformationen wie die Box-Cox-Transformation korrigieren in erster Linie die Schie-

fe der Verteilung, nicht aber deren Steilheit bzw. Wölbung (Kurtosis). Die Wölbung ist de-

finiert als der Quotient des vierten zentralen Moments µ4(X) zur vierten Potenz der Stan-

dardabweichung σ(X)

kurtosis(X) =
µ4(X)

σ(X)4
,

mit µ4(X) = E
(
(X − µ)4

)
. Für Normalverteilungsstichproben X gilt im Mittel kurtosis(X) =

3. In Abbildung 4.6 sind Verteilungen mit unterschiedlichen Wölbungen dargestellt. Die Praxis
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zeigt, dass Verteilungen mit unterschiedlicher Wölbung in der Realität vorkommen. John und

Draper [JD80] schlugen hierfür die Familie der Modulus-Transformationen vor:

modulusξ(x) =





sign(x)
(|x|+ 1)ξ − 1

ξ
, ξ 6= 0

sign(x) log(|x|+ 1) , ξ = 0

. (4.17)

Für ξ = 1 ist die Modulus-Transformation die Identitätsfunktion, für ξ > 1 werden steilere

Verteilungen und für ξ < 1 flachere Verteilungen angepasst.

Die Ableitung dieser Transformationsfamilie ist an der Stelle x = 0 für ξ 6= 1 nicht stetig

differenzierbar. Es gilt

lim
x>0,x→0

modulus′′ξ (x) = + (ξ − 1)

lim
x<0,x→0

modulus′′ξ (x) = − (ξ − 1),

und es folgt, dass die generierte Dichtefunktion

fX(ξ,µ,σ2)(x) = fN(µ,σ2)(modulusξ(x)) ·modulus′ξ(x)

an der Stelle x = 0 nicht differenzierbar ist. Des Weiteren bilden die Funktionen für ξ < 0

die reellen Zahlen nicht surjektiv ab, und für ξ < 1 besitzt die erzeugte Dichtefunktion zwei

Modi. In Abbildung 4.7 sind für zwei Wahlen von ξ die Nicht-Differenzierbarkeit und mögliche

−2 0 2

Standardnormalverteilung
Kurtosis(X) = 3

−2 0 2

Kurtosis(X) = 2.2

−2 0 2

Kurtosis(X) = 4.5

Abbildung 4.6 – Histogramme von 105 Simulationen und ihre Dichtefunktionen mit unter-
schiedlichen Wölbungen (Kurtosis): Die linke Abbildung zeigt eine Standardnormalverteilung
mit kurtosis(X) = 3. Die mittlere Verteilung ist flachgipflig mit kurtosis(X) = 2.2 < 3 und
die rechte Verteilung ist steilgipflig mit kurtosis(X) = 4.5 > 3. Alle drei Verteilungen haben
eine Standardabweichung von σ(X) = 1.
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Multimodalität der Dichtefunktionen fX(ξ,µ,σ2)(x) visualisiert.

Um diese Probleme zu umgehen, wird in dieser Arbeit eine neue Familie zur Korrektur der

Kurtosis vorgeschlagen. Als Grundlage dient die logistische Funktion g(x), die punktsymme-

trisch zum Ursprung definiert wird:

g(x) =

(
1

1 + e−x
− 1

2

)
=

1

2
· (1− e−x)

(1 + e−x)
.

Damit die Funktion surjektiv auf die reellen Zahlen abbildet, wird ein linearer Term addiert,

und ein Gewichtsfaktor ξ definiert den Grad der Wölbung. Die Transformationsfamilie kξ(x)

wird definiert durch

kξ(x) =





(
1

1 + e−x
− 1

2

)
· ξ + x

1 + ξ
, ξ ≥ 0

k−1
−ξ(x) , ξ < 0

, (4.18)

wobei k−1
ξ (x) die Umkehrfunktion von kξ(x) definiert, sodass k−1

ξ (kξ(x)) = x gilt.

Diese Transformationsfamilie kξ(x) hat folgende Eigenschaften:

1. Punktsymmetrie zum Ursprung

2. Bijektivität auf den reellen Zahlen

3. Streng monoton steigend

−3 −2 −1 0 1 2 3

fX(ξ=1/2,µ=0,σ=1)

−3 −2 −1 0 1 2 3

fX(ξ=3/2,µ=0,σ=1)

Abbildung 4.7 – Histogramme von 105 Simulationen zu den Dichtefunktionen fX(ξ,µ,σ2)(x)
der Modulus-Transformationen für ξ = 1/2 und ξ = 3/2 (µ = 0, σ = 1). Die Nicht-
Differenzierbarkeit im Punkt x = 0 und die Ausprägung zweier Modi für ξ = 1/2 sind
deutlich zu erkennen.
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Aus der Bijektivität und der strengen Monotonie folgt die Stetigkeit von kξ(x). Es ist hinrei-

chend, diese Eigenschaften für ξ > 0 zu zeigen, da die Umkehrfunktionen (für ξ < 0) dann

dieselben Eigenschaften zeigen werden.

Um die Punktsymmetrie von kξ(x) zu zeigen, ist es hinreichend, die Punktsymmetrie von

g(x) zu zeigen. Es gilt

g(−x) =
1

2
· (1− e−(−x))

(1 + e−(−x))
· e
−x

e−x
=

1

2
· (e−x − 1)

(e−x + 1)
= −1

2
· (1− e−x)

(1 + e−x)
= −g(x).

Ebenfalls für die strenge Monotonie ist die Betrachtung von g(x) hinreichend. Es gilt

g′(x) =
e−x

(1 + e−x)2 > 0 , ∀x ∈ R

Die Bijektivität folgt durch die strenge Monotonie und die Erweiterung durch den linearen

Term, sodass

lim
|x|→∞

|kξ(x)| =∞

gilt.

In Abbildung 4.8 werden die Transformationsfunktionen kξ(x) für ausgewählte Parameter ξ
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Abbildung 4.8 – Transformationsfamilie kξ(x) zur Korrektur der Wölbung (Kurtosis) für
ausgewählte Parameter ξ ∈ {−2,−1, 0, 1, 2}.
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dargestellt. Die in Abbildung 4.6 dargestellten Dichteverteilungen sind durch die Transfor-

mationen kξ(x) mit ξ = 0 (linke Verteilung, Normalverteilung), ξ = 30 (mittlere Verteilung)

und ξ = −5 (rechte Verteilung) generiert.

4.5 Kombinierte Transformationsfamilie

Die in dieser Arbeit verwendete Transformationsfamilie bckλ,δ,ξ(x) ergibt sich nun aus der

Verkettung der Transformation zur Korrektur der Schiefe bc2λ,δ(x) aus Gleichung 4.14 und

der Transformation zur Korrektur der Kurtosis kξ(x) aus Gleichung 4.18

bckλ,δ,ξ(x) = kξ (bc2λ,δ(x)) (4.19)

mit den erzeugbaren Dichtefunktionen (nach Kettenregel)

fbckλ,δ,ξ,σ(x) = fN(0,σ2)

(
kξ (bc2λ,δ(x))

)
· k′ξ (bc2λ,δ(x)) · bc2′λ,δ(x). (4.20)

Sei X eine Zufallsvariable und Y = bckλ,δ,ξ(X) ihre transformierte Zufallsvariable mit Y ∼
N(0, σ2), dann gelten folgende Eigenschaften:

• Für λ = 1 und ξ = 0 gilt bckλ,δ,ξ(x) = x − 1, und es folgt X = Y + 1 und somit

X ∼ N(1, σ2) bereits normalverteilt.

• Für λ = 0, ξ = 0 und δ hinreichend klein folgt bckλ,δ,ξ(x) = log(x) und somit X ∼
LN(0, σ2) log-normalverteilt.

In Abbildung 4.9 sind kombinierte Dichtefunktionen von fbckλ,δ,ξ,σ(x) dargestellt. Ausgehend

von einer Log-Normalverteilung mit σ = 0.5 wurde der Wölbungsparameter ξ variiert.

Durch die Verkettung beider Transformationen müssen wiederum die Eigenschaften der resul-

tierenden Dichtefunktionen fbckλ,δ,ξ,σ(x) in Abhängigkeit der nun vier Parameter λ, δ, ξ und

σ analysiert werden. Die Wahl λ = −10, σ = 1 und ξ = 10 erzeugt schon beispielsweise eine

Dichtefunktion mit zwei Modi, was die in Kapitel 3.2 definierten Annahmen verletzt. Den-

noch generiert die Kombination beider Transformationsfamilien einen signifikanten Mehrwert,

da für einen großen Parameterraum diese Eigenschaften nicht verletzt werden und die Men-

ge der transformierbaren Verteilungen größer wird. Nicht-gültige Dichtefunktionen werden,

wie bereits beschrieben, durch numerische Analyse ihrer Eigenschaften (Extremwerte, Anzahl

Wendepunkte) ausgeschlossen bzw. dokumentiert.
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Abbildung 4.9 – Verteilungsdichten von fbckλ,δ,ξ,σ(x) ausgehend von λ = 0 und σ = 0.5
(Log-Normalverteilung mit Standardabweichung σ = 0.5) und variierendem Wölbungspara-
meter ξ ∈ {−1, 0, 1}.

Im folgenden Kapitel wird ein robustes Verfahren zur Bestimmung der Parameter λ, δ und ξ

vorgestellt und Möglichkeiten zur Bewertung der Transformation aufgezeigt.



Kapitel 5

Robuste Bestimmung der optimalen

Transformation

In diesem Kapitel wird ein Verfahren angegeben, welches zu einer gegebenen Stichprobe x

für die im letzten Kapitel vorgestellte Transformationsfamilie bckλ,δ,ξ(x) die Parameter λ, δ

und ξ robust und optimal bestimmt. Dafür wird zunächst anhand von Stichproben ohne

Ausreißern die Zielfunktion definiert und ein Algorithmus für deren Optimierung angegeben.

In Abschnitt 5.4 wird dieses Verfahren schließlich robust erweitert, sodass Ausreißer, im Sinne

von (extremen) Ausreißern nach Abschnitt 3.1, keinen Einfluss auf das Ergebnis haben.

Zunächst sei für eine Stichprobe x (ohne Ausreißer) eine Transformation bckλ,δ,ξ(x) gültig,

wenn für die transformierte Stichprobe y = bckλ,δ,ξ(x) die Hypothese der Normalverteilung

y ∼ N(µ, σ2) mit geschätztem Mittelwert µ und Standardabweichung σ nicht verworfen

werden kann und optimal, wenn die verwendete Teststatistik optimal (minimal bzw. maxi-

mal, je nach Art des Tests) ist. Dabei spielt natürlich die Wahl des Hypothesentests eine

entscheidende Rolle. Im folgenden Abschnitt werden vier verschiedene Hypothesentests auf

Normalverteilung vorgestellt und die finale Wahl der Optimierungsfunktion begründet.

5.1 Normalverteilungstests

Da das Ziel eine Transformation zur Normalverteilung ist, liegt eine Bewertung der Vertei-

lung der transformierten Stichprobe y nahe: wenn die Hypothese der Normalverteilung für y

verworfen wird, können im Folgenden keine (Ausreißer-)Analysen auf Grundlage einer Nor-

malverteilung angewendet werden. Gerade für den Abgleich auf Normalverteilung wurden eine

61
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Vielzahl von Hypothesentests entwickelt. Im Folgenden sei für einen Test auf Normalverteilung

die Nullhypothese H0 : Eine Stichprobe x unterliegt einer Normalverteilung und die Gegen-

hypothese H1 : eine Normalverteilung von x kann zu einem Signifikanzniveau α abgelehnt

werden, wobei α ein zu definierendes Ablehnungsniveau (z.B. α = 0.01 oder α = 0.05) be-

schreibt, gegen das der resultierende p-Wert des Tests verglichen wird. Der ermittelte p-Wert

beschreibt hierbei die Wahrscheinlichkeit, dass eine Stichprobe xN einer Normalverteilung

gleicher Größe die gleiche Prüfgröße wie die getestete Stichprobe x aufweist. Diese Prüfgröße

(bzw. der abgeleitete p-Wert) kann zudem als Zielfunktion für die Optimierung verwendet

werden.

Eine Bestätigung der Nullhypothese ist zwar kein Beweis für eine Normalverteilung - es ist

jedoch ein adäquates Mittel zur Bewertung. Die Ablehnung ist wesentlich stärker, da nun

klare Indizien vorliegen, dass x (mit einer gewissen Wahrscheinlichkeit) nicht einer Normal-

verteilung folgt.

5.1.1 Der Test nach Kolmogorov-Smirnov

Mit dem Test nach Kolmogorov-Smirnov [Mas51] kann für eine Stichprobe einer Zufallsvaria-

blen geprüft werden, ob sie einer hypothetischen Wahrscheinlichkeitsverteilung folgt. Dabei

kann die zu testende Wahrscheinlichkeitsverteilung beliebig sein. Es sei S(x) die empirische

kumulative Dichteverteilung der Stichprobe x und Φ(x) die zu testende Verteilung nach der

Nullhypothese, dann wird für diesen Test die Prüfgröße

KSx = sup
x
{|S(x)− Φ(x)|} (5.1)

berechnet, woraus sich die Wahrscheinlichkeit p zur Ablehnung der Nullhypothese ableitet.

Die in dieser Arbeit verwendete Implementierung des Tests ist Bestandteil der statistischen

Toolbox von MatLab [The10] (Funktion: kstest, Revision 1.5.2.9).

5.1.2 Der Test nach Lilliefors

Eine Spezialisierung des Tests nach Kolmogorov-Smirnov für Normalverteilungen mit un-

bekanntem Mittelwert und unbekannter Standardabweichung stellt der Test nach Lilliefors

dar [Lil67]. Die verwendete Prüfgröße ist mit der aus Gleichung 5.1 identisch, die Ableitung

der p-Werte wird anhand von Vergleichstabellen (ermittelt durch Monte-Carlo-Simulationen)
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durchgeführt.

Die in dieser Arbeit verwendete Implementierung des Tests ist Bestandteil der statistischen

Toolbox von MatLab [The10] (Funktion: lillietest, Revision 1.4.2.5). Die tabellierten p-

Werte liegen bei dieser Implementierung lediglich von p = 0.001 bis p = 0.5 vor, weswegen

in dieser Arbeit nur der Kolmogorov-Smirnov-Test aus dieser Familie verwendet wird (vgl.

hierzu 5.1.6).

5.1.3 Der χ2-Anpassungstest

Der χ2-Anpassungstest kann ebenfalls auf eine beliebige, hypothetische Verteilungsfunktion

angewendet werden. Im Gegensatz zum Test nach Kolmogorov-Smirnov, beruht dieser nicht

auf der Analyse der kumulativen Verteilungsfunktion, sondern auf der empirischen Dichte der

Stichprobe x. Hierzu werden die n Beobachtungen der Stichprobe x in m disjunkte Klassen

C1, . . . , Cm eingeteilt (beispielsweise m äquidistante Klassen über den Wertebereich von x

verteilt). Nun seien mit nj die Anzahl der Beobachtungen in Klasse Cj und mit ej = pj · n
die zu erwartende Häufigkeit für Klasse Cj bezeichnet (pj wird auf Grundlage der erwarteten

Dichteverteilung, z.B. Normalverteilung, berechnet) - dann ist die Prüfgröße für diesen Test

definiert als

χ2 =
m∑

j=1

(nj − ej)2

ej
. (5.2)

Die Idee ist, dass zu große Abweichungen gegenüber der erwarteten Dichteverteilung die

Nullhypothese verwerfen. Für ausreichend große Stichproben ist χ2 annähernd χ2-verteilt

mit m − 1 Freiheitsgraden. Die genaue Wahl der Klassen ist hierbei für hinreichend große

Stichproben prinzipiell nicht von großer Bedeutung. Für die Verwendung in dieser Arbeit (vor

allem in den Simulationstests für kleinere Stichproben in Kapitel 6) beeinflusst die konkrete

Wahl jedoch die Ergebnisse, da die Prüfgröße als Optimierungsfunktion verwendet werden

soll (vgl. 5.1.6), und durch die Klasseneinteilung unstetige Zielfunktionen entstehen.

Die in dieser Arbeit verwendete Implementierung des Tests ist Bestandteil der statistischen

Toolbox von MatLab [The10] (Funktion: chi2gof, Revision 1.1.6.11). Die Klasseneinteilung

erfolgt hierbei in zehn äquidistante Klassen, die genau den Wertebereich der Stichprobe x

abdecken.
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5.1.4 Der Test nach Jarque-Bera

Der Normalitätstest nach Jarque-Bera [JB87] ist eine rein momentenbasierte Methode. Es

sei im Folgenden mit s(x) die Schiefe (Skewness, drittes zentrale Moment) und mit k(x) die

Wölbung (Kurtosis, viertes zentrale Moment) der Stichprobe x bezeichnet, und n sei die

Stichprobengröße von x. Dann ergibt sich für die Prüfgröße nach Jarque-Bera

JBx =
n

6
·
(
s2(x) +

(k(x)− 3)2

4

)
. (5.3)

Für eine hinreichend große Stichprobe einer Normalverteilung konvergiert s(x) gegen 0 und

k(x) gegen 3, sodass die Prüfgröße JBx gegen 0 konvergiert (für steigende Stichprobengrößen,

n → ∞). Für große Stichproben (n > 2000) ist JBX asymptotisch χ2-verteilt mit zwei

Freiheitsgraden. Für kleinere Stichproben werden tabellierte Vergleichswerte verwendet. Die in

dieser Arbeit verwendete Implementierung des Tests ist Bestandteil der statistischen Toolbox

von MatLab [The10] (Funktion: jbtest, Revision 1.4.2.6). Die tabellierten p-Werte liegen bei

dieser Implementierung lediglich von p = 0.001 bis p = 0.5 vor.

5.1.5 Der Test nach Shapiro-Wilk

Der Test nach Shapiro-Wilk [SW65] ist ein reiner Test zum Prüfen auf Normalverteilung.

Hierbei werden zwei Schätzer der Standardabweichung gegeneinander vergleichen - ist die

Abweichung zu groß, wird die Annahme einer Normalverteilung abgelehnt. Die zu ermittelnde

Prüfgröße ergibt sich zu

SWX =
b2(x)

(n− 1)σ2(x)
, (5.4)

wobei der zweite Standardabweichungsschätzer b(x) auf einer gewichteten Berechnung bezüg-

lich der theoretischen Dichtefunktion der Normalverteilung beruht (Details hierzu können

z.B. aus [SW65,Roy95] entnommen werden).

Die in dieser Arbeit verwendete Implementierung des Tests ist entnommen aus dem MatLab

Central File-Exchange (Funktion swtest, [Sai07]).

5.1.6 Definition der Zielfunktion für die Optimierung

Für eine Bewertung der transformierten Verteilung y = bckλ,δ,ξ(x) können die Ergebnisse

sämtlicher Normalverteilungstests herangezogen werden: Wird die Nullhypothese auch nur

von einem Test zu einem definierten Signifikanzniveau abgelehnt, so gibt es hinreichende
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Zweifel an der erfolgreichen Transformation. Das Minimum der p-Werte aller betrachteten

Normalverteilungstests kann also als guter Indikator für die Anpassungsgüte verwendet wer-

den:

ppH0 = min{pKS , pSW , pJB, pχ2}. (5.5)

Selbstverständlich kann diese Anpassungsgüte durch andere, hier nicht beschriebene Norma-

litätstests, erweitert werden. Da der Wert ppH0 auch bei Stichproben aus Normalverteilungen

nicht mehr gleichverteilt auf [0, 1] ist, kann er nicht als p-Wert bezeichnet werden. Der Test mit

ppH0 bezüglich eines Signifikanzniveaus α hat jedoch eine höhere Teststärke als die einzelnen

Tests: Die Wahrscheinlichkeit, dass eine nicht-normalverteilte Verteilung als Normalverteilung

akzeptiert wird, ist nun am geringsten. Das in dieser Arbeit vorgestellte Verfahren bewertet

die transformierte Verteilung mit dieser verallgemeinerten Anpassungsgüte. Eine Transfor-

mation y von x ist gültig, wenn ppH0 > 0.01 gilt. Erst dann werden beispielsweise Ausreißer

aufgrund einer Normalverteilungsbetrachtung von y ermittelt. Wären die ermittelten p-Werte

der einzelnen Normalverteilungstests für Stichproben von Normalverteilungen unabhängig, so

ergäbe sich ein Gesamtablehnungsniveau von

α = 1− (1− 0.01)4 ≈ 0.04,

beziehungsweise bei Verwendung der Bonferroni-Korrektur α = 0.04 [Abd07]. Da allerdings

mit einer gewissen Abhängigkeit zwischen den Testergebnissen zu rechnen ist, wird die reale

Ablehnung zwischen 1% und 4% liegen.

Als Zielfunktion für eine Optimierung sollte eine Funktion verwendet werden, die eine hohe

Teststärke besitzt, ein scharfes Optimum bietet und differenzierbar ist, damit eine (evtl. gra-

dientenbasierte) Optimumsuche möglichst nicht durch Nebenminima (bzw. -maxima) gestört

wird. Anhand von anwendungsspezifischen Simulationen lassen sich die Teststärken und Ei-

genschaften der Prüfgrößen der einzelnen Tests ermitteln. Ausgehend von einer Stichprobe

einer Log-Normalverteilung mit n = 1000 Beobachtungen zeigt Abbildung 5.1 das Verhal-

ten der vier betrachteten Normalitätstests für y bei Anwendung der Transformation y =

bckλ,δ=0.01,ξ=0(x). Dargestellt ist jeweils der p-Wert für H0 – das Optimum ist somit das Ma-

ximum der Zielfunktion. Da für λ = 0 für die Transformationsfamilie bckλ=0,δ=0.01,ξ=0(x) ≈
log(x) gilt (für hinreichend kleines δ), ist auch hier mit einem Maximum zu rechnen. Abwei-

chungen hiervon resultieren aus der verwendeten konkreten Stichprobe. Dieser Test an einer
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Abbildung 5.1 – Darstellung der p-Werte der vier verwendeten Normalverteilungstests für
eine Stichprobe x einer log-normalverteilten Zufallsvariablen (mit n = 1000) und der Trans-
formation y = bckλ,δ=0.01,ξ=0(x) für variables λ (λ = 0 wäre das theoretische Optimum,
Abweichungen hiervon beruhen auf der Wahl der Stichprobe).

einzelnen Stichprobe zeigt, dass die Optima von Shapiro-Wilk, Jarque-Bera und dem χ2-Test

stärker ausgeprägt sind (Ablehnung der Nullhypothese H0 für |λ| > 0.12) als das Optimum

vom Test nach Kolmogorov-Smirnov (Annahme der Hullhypothese H0 für λ ∈ (−0.28, 0.14)

zu einem Signifikanzniveau von α = 0.05). Des Weiteren ist für die Funktion der p-Werte

des χ2-Tests zu sehen, dass die adaptive Klassenwahl eine nicht differenzierbare Zielfunktion

liefert. Daher kann der Test in dieser Form nicht zur Optimierung verwendet werden. Die Stu-

fenform der Prüfgröße nach Jarque-Bera ist Resultat der tabellierten p-Werte der verwendeten

Implementierung, was die Verwendung als Optimierungsfunktion ebenfalls ausschließt.

Um nicht von der Wahl einer konkreten Stichprobe in die Irre geführt zu werden, wurde eine
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ähnliche Simulation auch an 1000 solcher Stichproben durchgeführt. Abbildung 5.2 zeigt für

die vier Tests jeweils die prozentuale Annahme der Nullhypothese zu einem Signifikanzniveau

α = 0.05. Es sind zwei Transformationsscharen dargestellt: Die linke Abbildung zeigt die

Transformation y = bckλ,δ=0.01,ξ=0(x) für variables λ und die rechte Abbildung die Transfor-

mation y = bckλ=0,δ=0.01,ξ(x) für variables ξ. Auch hier ist festzustellen, dass die Teststärken

von Shapiro-Wilk und Jarque-Bera höher sind als die von Kolmogorov-Smirnov und dem

χ2-Test (sie verhalten sich sogar nahezu identisch).

Aufgrund dieser Betrachtungen wurde final die Prüfgröße des Tests nach Shapiro-Wilk für

eine Optimierung ausgewählt, da sie mit die höchste Teststärke zeigt und daher zu erwarten

ist, dass eine nicht abgelehnte Nullhypothese auch von den anderen Tests mit hoher Wahr-

scheinlichkeit bestätigt wird. Des Weiteren wird der Test nach Shapiro-Wilk auch in anderen

Veröffentlichungen aufgrund seiner hohen Teststärke empfohlen [Ste74,RW11]. Aus pragma-

tischen Gründen verhindern die tabellierten p-Werte der verwendeten Implementierung des

Jarque-Bera-Tests die Auswahl dieses Tests für die Optimierung - für eine finale Bewertung

wird dieser Test allerdings weiterhin angewendet.

Die konkrete Wahl für die Optimierungsfunktion O(y) ist

O(yλ,δ,ξ) = − log(pSW (yλ,δ,ξ)), (5.6)

sodass eine Minimumsuche das gewünschte Optimum bestimmt. Der Logarithmus sichert hier-
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Abbildung 5.2 – Simulationen der vier Hypothesentests auf 1000 log-normalverteilten Stich-
proben x der Größe n = 1000: Die Bewertung erfolgt auf die transformierte Stichprobe
y = bckλ,δ=0.01,ξ(x). Dargestellt sind die Häufigkeiten der akzeptierten Nullhypothese H0

zum Signifikanzniveau α = 0.05. Die Teststärken des Shapiro-Wilk- und Jarque-Bera-Tests
sind signifikant höher als die des Kolmogorov-Smirnov- oder χ2-Tests.
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bei die Konvergenz des verwendeten numerischen Optimierungsalgorithmus (vgl. Abschnitt

5.2), da bei ungünstigen Startwerten die p-Werte oftmals kleiner als 10−30 sind und dadurch

die Minimierungsrichtung nicht korrekt ermittelt wird.

5.2 Optimierung für ausreißerlose Daten

Es sei zunächst der Fall ohne Kontamination durch Ausreißer betrachtet. Nach Definition der

Zielfunktion in Gleichung 5.6 muss nun ein Verfahren definiert werden, welches die Parame-

ter λ, δ und ξ so bestimmt, dass O(yλ,δ,ξ) minimal wird. Ein analytisches Verfahren scheidet

aufgrund der Komplexität von bckλ,δ,ξ (Gleichung 4.19) und O(yλ,δ,ξ) aus. Stattdessen liegt

die Wahl einer nicht-linearen, multidimensionalen numerischen Minimierungsmethode nahe.

Im Standardfunktionsumfang von MatLab [The10] ist die Funktion fminsearch enthalten,

welche auf Basis des Algorithmus von Nelder-Mead [LRWW98] eine Minimumsuche für mul-

tidimensionale, nicht-lineare und nicht-beschränkte Optimierungsprobleme bereithält.

Die Wertebereiche für die Parameter λ, δ und ξ lassen sich jedoch beschränken. Wie in den

Ergebnissen für reale Daten in Kapitel 7 abzulesen ist, können folgende, konservative Be-

schränkungen für die Parameter λ und ξ vorgenommen werden

−10 < λ < 3

−10 < ξ < 10.

Nach Definition von δ gilt mindestens 0 < δ < 1, da die linksseitige polynomielle Fortsetzung

Algorithmus 1: GetOptimumTransformation(x)

procedure GetOValue(x;λ, δ, ξ)
y ← bckλ,δ,ξ(x)
p← swtest(y)
O ← − log(p)
return (O)

main
[Oopt, λopt, δopt, ξopt]← fMinSearchBnd(GetOValue(x;λ, δ, ξ), [λ, δ, ξ])
return (λopt, δopt, ξopt)

Abbildung 5.3 – Algorithmus zur Bestimmung der optimalen Transformation für Stichpro-
ben ohne Kontamination durch Ausreißer
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lediglich einen kleinen Teil der Daten betreffen sollte und der Median der Verteilung X auf 1

normiert ist.

Durch die beschriebene Beschränkung der Wertebereiche der drei Parameter kann nun ein mo-

difizierter Algorithmus verwendet werden. Die in dieser Arbeit verwendete Implementierung

fminsearchbnd [Pur07] erweitert die vorgestellte nicht-beschränkte Version. Als Eingangs-

größe in die Optimierung geht die Stichprobe x, und die Parameter λ, δ und ξ werden nach

Gleichung 5.6 so bestimmt, dass O(yλ,δ,ξ = bckλ,δ,ξ(x)) minimal ist (Algorithmus 1).

5.3 Latente Freiheitsgrade

Für eine optimale Interpretation der Transformationsparameter λ, δ, ξ und der Standardab-

weichung σ sollten diese Parameter möglichst voneinander unabhängig sein und sich nicht ge-

genseitig beeinflussen oder aufheben. Allerdings liegt eine solche Beeinflussung der Parameter

untereinander zwischen der Standardabweichung σ und dem Kurtosis-Korrektur-Parameter

ξ vor. Ausgehend von einer Stichprobe x (mit n = 5000) einer Normalverteilung zeigt Ab-

bildung 5.4 diesen Einfluss anhand dreier abgeleiteter Stichproben xi = σi · x (mit σ1 = 1,

σ2 = 2 und σ3 = 0.5) und der Wirkung der Kurtosis-Transformation yξ,i = kξ(xi): Ausgehend

von der Identitätsfunktion für ξ = 0, die die Kurtosis von x nicht verändert (für Normal-

verteilungen gilt für hinreichend große Stichproben kurtosis(x) = 3), ist der Zusammenhang
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Abbildung 5.4 – Einfluss der Standardabweichung einer Stichprobe x auf die Wirkung der
Kurtosis-Transformation kξ(x): xi = σi ·x sind abgeleitete Stichproben einer normalverteilten
Stichprobe x mit n = 5000. Die Wirkung der Transformation yξ,i = kξ(xi) ist abhängig von
der Standardabweichung σ(xi) von xi (hier anhand der Kurtosis von yξ,i dargestellt).
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Algorithmus 2: GetOptimumTransformation2(x)

procedure GetOValue2(x;λ, δ, ξ)
y1 ← bc2λ,δ(x)
σ ← stddev(y1)
y2 ← y1/σ
y3 ← kξ(y2)
p← swtest(y3)
O ← − log(p)
return (O)

main
[Oopt, λopt, δopt, ξopt]← fMinSearchBnd(GetOValue2(x;λ, δ, ξ), [λ, δ, ξ])
return (λopt, δopt, ξopt)

Abbildung 5.5 – Erweiterter Optimierungsalgorithmus durch Zerlegung der allgemeinen
Transformation y = bckλ,δ,ξ(x) in drei Schritte.

zwischen ξ und kurtosis(yξ,i = kξ(xi)) abhängig von der Standardabweichung σi. Dies er-

schwert die Interpretation des von der Optimierung bestimmten Parameters ξ. Aus diesem

Grund wird die ursprüngliche, verkettete Transformation y = bckλ,δ,ξ(x) in drei Teile zerlegt:

Im ersten Schritt wird lediglich die Schiefe korrigiert y1 = bc2λ,δ(x) (Transformationsfamilie

aus Gleichung 4.14). Nun wird der Einfluss der Standardabweichung herausgenommen, in-

dem diese auf σ(y2) = 1 normiert wird: y2 = y1/σ(y1). Im letzten Schritt wird schließlich

die Kurtosis-Korrektur-Transformation y3 = kξ(y2) angewendet. Diese Modifikationen des

Optimierungsalgorithmus sind im Algorithmus 2 zusammengefasst.

Abschließend sei noch gezeigt, dass die Parameter λ und ξ unabhängige Effekte bei der Trans-

formation zeigen. In Abbildung 5.6 sind die Zielfunktionen (p-Werte des Shapiro-Wilk-Tests)

für zwei ausgewählte Stichproben x einer Log-Normalverteilung und ihrer Transformierten

y = bckλ,δ=0.01,ξ(x) dargestellt. Die Form der Zielfunktion lässt auf keinen Zusammenhang

beider Parameter schließen. Dass die finalen optimalen Parameter λ und ξ nicht identisch

Null sind, liegt an der konkreten Wahl der Stichprobe (n = 1000).

5.4 Robuste Optimierung

Der im letzten Kapitel vorgestellte Algorithmus zur Optimierung der Transformationsparame-

ter arbeitet offensichtlich nicht robust: Durch die Wahl einer Zielfunktion, die auf Schätzungen

von Standardabweichungen und Momenten beruht, beeinflussen Beobachtungen, die signifi-
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Abbildung 5.6 – Unabhängigkeit der Einflüsse der Parameter λ und ξ. Dargestellt sind die p-
Werte des Tests nach Shapiro-Wilk von y = bckλ,δ=0.01,ξ(x) für zwei ausgewählte Stichproben
x einer Log-Normalverteilung (n = 1000). Die Struktur der resultierenden Zielfunktion lässt
auf unabhängige Effekte beider Parameter schließen.

kant von der Basisverteilung abweichen, das Ergebnis erheblich. Ausgehend von Algorithmus

2 gäbe es zwei Möglichkeiten der robusten Erweiterung: (1) Neudesign der Zielfunktion, und

(2) Vorbearbeitung der Eingangsdaten.

Ein Neudesign der Zielfunktion beziehungsweise eines robusten Hypothesentests ist zum einen

sehr zeitaufwändig und nicht-trivial, und zum anderen nimmt man sich dadurch die Möglich-

keit, die Zielfunktion auszutauschen. Dies stellt allerdings einen erheblichen Vorteil des ver-

wendeten Algorithmus dar. Die Unabhängigkeit des Algorithmus und der Transformations-

familie bezüglich der verwendeten Zielfunktion erlaubt den flexiblen Austausch durch eine

Zielfunktion mit höherer Teststärke oder beispielsweise die Kombination verschiedener Test-

funktionen.

Daher wird in dieser Arbeit ein Verfahren zur Vorbearbeitung der Eingangsdaten verwen-

det. Ein in der robusten Statistik übliches Verfahren für eindimensionale robuste Schätzer ist

die Gewichtung der Eingangsdaten [HR09, BL94], bei der Beobachtungen am Rand der Ver-

teilung ein kleineres Gewicht zugeordnet wird. Etablierte Techniken sind das Trimmen, die

Winsorisierung oder andere Wahlen von Gewichtungsfunktionen, wie sie beispielsweise in M -

Schätzern angewendet werden. Bei der Winsorisierung werden extremen Beobachtungen (in

Abhängigkeit der Percentile) konstante Werte zugeordnet (üblich für Lageparameter wie dem

winsorisierten Mittelwert). Da die verwendete Zielfunktion die Verteilung der Daten analy-

siert, können kontinuierliche Gewichtungen oder eine Winsorisierung nicht verwendet werden,
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da diese signifikant Parameter wie Standardabweichung oder Momente beeinflussen würden.

Beim Trimmen wird eine binäre Gewichtungsfunktion tra,b(x) : R −→ {0, 1} auf die Daten

angewendet: Daten innerhalb eines definierten Intervalls [a, b] werden mit
”
1“ gewichtet, Da-

ten außerhalb mit
”
0“. Dies garantiert das Bestehen der originalen Daten im getrimmten

Intervall [a, b]:

tria,b(x) :=





1 , x ∈ [a, b]

0 , sonst

Das Trimmen entspricht somit der Herausnahme von extremen Beobachtungen bzw. von

Ausreißern. Diese Auswahl wird durch die folgende Mengen-Operation tra,b(x) beschrieben:

tra,b(x) := {xi ∈ x : tria,b(xi) = 1} ⊆ x.

Das zu definierende Intervall [a, b] ist a-priori nicht bekannt und kann auch nicht durch heuri-

stische Annahmen definiert werden, da zum einen die Verteilung der Stichprobe x zu diesem

Zeitpunkt noch nicht bekannt ist und zum anderen auch nicht die Anzahl oder Position ihrer

Ausreißer. Es bleibt die Integration dieser Parameter in die Optimierungsroutine: Zusätzlich

zu den zu bestimmenden Parametern λ, δ und ξ wird ein Intervall [a, b] gesucht, sodass die

Zielfunktion auf den getrimmten, transformierten Daten bckλ,δ,ξ(tra,b(x)) optimal wird. Diese

dynamische Wahl erlaubt die Anwendung des Algorithmus auf ausreißerbehaftete sowie auf

ausreißerlose Stichproben, da im letzteren Fall die Intervallgrenzen die Wertebereich der ge-

samten Stichprobe x abdecken können. Außerdem gehen durch diese Methode keine weiteren

Annahmen in die Bestimmung der optimalen Transformation mit ein.

Für die Wahl der zu optimierenden Bereiche für a und b sind die Quantile der Stichprobe x eine

geeignete Wahl. Ausreißer innerhalb der beobachteten, eindimensionalen Stichprobe x sind in

den unteren Quantilen und/oder den oberen Quantilen von x zu finden. Es seien ql ∈ [0, 0.5]

und qu ∈ [0.5, 1] die unteren bzw. oberen Quantil-Definitionen und Fx die Verteilungsfunktion

der Stichprobe x, so definiert sich das ql-Quantil Qql und qu-Quantil Qqu zu

Qql := inf{x ∈ R : Fx(x) ≥ ql}

Qqu := inf{x ∈ R : Fx(x) ≥ qu}.

Die Intervallgrenzen a und b können nun zu a := Qql und b := Qqu konkretisiert werden,
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sodass die Wahl der Grenzen auf die Wahl der Quantile ql und qu vereinfacht wird.

Für eine erfolgreiche Optimierung muss der Einfluss dieser zwei zusätzlichen Parameter auf

die Zielfunktion untersucht werden. Bei Hypothesentests und insbesondere bei Tests auf Nor-

malverteilung geht die Größe der Stichprobe n mit in die Prüfgröße ein (vgl. die vorgestellten

Hypothesentests in Kapitel 5.1). Das dynamische Trimmen der Stichprobe kommt einer dy-

namischen Selektion der Stichprobe x gleich, was die Stichprobengröße in jeder Iteration der

Optimierung verändern und zu einer nicht stetigen Zielfunktion führen würde. Aus diesem

Grund muss die Wahl der Trimmungsparameter nach außen gezogen werden: Für diskrete

Wahlen der Quantile ql und qu wird die im letzten Kapitel beschriebene Optimierung für die

getrimmte Stichprobe trQql ,Qqu (x) durchgeführt und unter diesen das optimale Ergebnis er-

mittelt. Definiert man beispielsweise ql = 0, 0.005, 0.01, . . . , 0.1 und qu = 0.9, 0.905, . . . , 1, so

wird die Optimierung 11 · 11 = 121-Mal ausgeführt. Die konkrete Wahl der Schritte und der

oberen bzw. unteren Grenzen der Quantilsbereiche definiert die Laufzeit und den Bruchpunkt

ε des Algorithmus.

Der Bruchpunkt ε einer robusten Methode beschreibt den maximal möglichen Anteil an

atypischen Daten, der das Ergebnis noch nicht signifikant beeinflusst bzw. verfälscht und

stellt somit ein Maß für die Robustheit dar. Die Struktur der atypischen Werte ist dabei

irrelevant. Da die hier vorgestellte robuste Methode die Verteilung einer Stichprobe bewer-

tet, muss jedoch für die Definition des Bruchpunktes die Art der Abweichung eingeschränkt

werden. Kontaminierende Beobachtungen (nach Definition in Abschnitt 3.1) im Inneren der

Verteilung können durch diese Methode nicht identifiziert werden und verfälschen daher di-

rekt das Ergebnis. Daher wird für die Definition des Bruchpunktes im Folgenden von der

Anzahl signifikanter (unterer bzw. oberer) Ausreißer ausgegangen (vgl. Definition in Kapi-

tel 3.1). Für eine Wahl mit max(ql) = 0.1 und min(qu) = 0.9 folgt daher ein Bruchpunkt

ε = min{0.1, (1− 0.9) = 0.1} = 0.1 (=10%). In Algorithmus 3 wird die beschriebene robuste

Erweiterung vorgestellt.

Ist die optimale Transformation der (möglicherweise getrimmten) Stichprobe tr(x) gefunden

und die resultierende transformierte (getrimmte) Stichprobe tr(y) nach Bewertung der vier

Normalverteilungstests normalverteilt, so können nun anhand von y und ihrer Verteilungs-

funktion die finalen Ausreißer von x (und y) bezüglich eines definierten Signifikanzniveaus

bestimmt werden.

Das allgemeine Verfahren, eine Transformation der Stichprobe x zu einer normalverteilten
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Algorithmus 3: GetOptimumTransformation3(x)

procedure GetOValue3(x;λ, δ, ξ)
y1 ← bc2λ,δ(x)
σ ← stddev(y1)
y2 ← y1/σ
y3 ← kξ(y2)
p← swtest(y3)
O ← − log(p)
return (O)

main
for each ql and qu

do [Oql,qu , λql,qu , δql,qu , ξql,qu ]←
fMinSearchBnd(GetOValue3(trQql ,Qqu (x);λ, δ, ξ), [λ, δ, ξ])

qlopt , quopt ← min(Oql,qu)
return (λqlopt ,quopt , δqlopt ,quopt , ξqlopt ,quopt )

Abbildung 5.7 – Robuster Optimierungsalgorithmus: Neben den Transformationsparame-
tern λ, δ und ξ wird nun auch das optimale Trimmungs-Intervall [Qql , Qqu ] bestimmt, sodass
die getrimmte, transformierte Stichprobe normalverteilt ist.

Stichprobe y zu bestimmen, sichert nun die robuste Bewertung der resultierenden Dichte-

funktion von x. Ohne den Normalverteilungstest könnte lediglich ein Fit einer optimalen

Dichtefunktion bestimmt werden, und eventuelle Ausreißer innerhalb der Stichprobe x könn-

ten nicht sicher identifiziert werden.

5.5 Das Ausreißer-Paradoxon

Der beschriebene Algorithmus 3 bestimmt im Erfolgsfall die Parameter λ, δ und ξ für eine

optimale Transformation bckλ,δ,ξ(x), sodass eine getrimmte Teilmenge tra,b(x) ⊆ x der Stich-

probe x normalverteilt ist. Durch die Trimmung werden Beobachtungen t ⊂ x am unteren

oder oberen Rand von x herausgenommen, die eine Normalverteilung der transformierten

Stichprobe y = bckλ,δ,ξ(x) verhindern. Nach dieser Betrachtung könnten daher diese Beob-

achtungen als Ausreißer definiert werden.

Andererseits war das Ziel der Transformation, die entstehende Normalverteilung zur Bestim-

mung der Ausreißer zu verwenden. Zu einem gegebenen aber beliebigen Signifikanzniveau

α ist nach dieser Methode eine Beobachtung xi genau dann ein Ausreißer, wenn für deren
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Abbildung 5.8 – Entstehende Diskrepanz zwischen der Menge der durch die Trimmung
herausgenommen Beobachtungen t und den, durch ein Signifikanzniveau α, definierten Aus-
reißern oα. In Abbildung b) ist t keine Teilmenge von oα, und die ausreißer-freie Stichprobe
x \ oα ist nicht (mehr) normalverteilt.

Transformierte yi gilt

FN(0,σ2)(yi) < α oder FN(0,σ2)(yi) > (1− α). (5.7)

Die Menge der auf diese Art klassifizierten Ausreißer wird mit oα ⊂ x bezeichnet.

Hier entsteht nun das Dilemma, dass, je nach Wahl des Signifikanzniveaus α, die durch diese

Art identifizierten Ausreißer oα nicht mit der durch die Trimmung herausgenommenen Teil-

menge t übereinstimmen müssen. Dies führt vor allem dann zu einem Widerspruch, wenn das

Signifikanzniveau sehr klein gewählt wird1 und dadurch eine Teilmenge von t nicht als Ausrei-

ßer klassifiziert wird (t 6⊂ oα). In diesem Fall ist nun die ausreißer-freie Stichprobe x\oα nicht

mehr normalverteilt und die Bestimmung der Ausreißer nach Gleichung 5.7 genau genommen

nicht zulässig. Dieses Dilemma ist eng mit den auftretenden Problemen bei der Definition

des Begriffs Ausreißer (Kapitel 3.1) verknüpft, da hier eine Grauzone zwischen Extremwer-

ten, kontaminierenden Beobachtungen und Ausreißern entsteht. Die beiden Teilmengen t und

oα gehören mindestens zu den Extremwerten, können aber auch Teile von kontaminierenden

Beobachtungen sein (Abbildung 5.8).

Soll das zu definierende Signifikanzniveau α weiterhin frei wählbar sein, ist für diese Problema-

tik kein Ausweg in Sicht; es bleibt ein pragmatischer Umgang: Wird durch den beschriebenen

1Dies ist beispielsweise notwendig, wenn aufgrund der gleichzeitigen Betrachtung von mehreren Variablen
eine Šidák-Korrektur αS = 1 − (1 − α)1/m verwendet wird (Definition in Kapitel 7, m Anzahl der Variablen
[Abd07])
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Algorithmus eine getrimmte Stichprobe tra,b(x) ⊆ x gefunden mit

bckλ,δ,ξ(tra,b(x)) ∼ N(0, σ2),

so wird die Stichprobe x als
”
prinzipiell normalverteilt“ betrachtet. Höchstens extreme Beob-

achtungen am Rand der Verteilung widersprechen der Normalverteilungsannahme. Die Aus-

reißer oα ⊂ x werden nach Gleichung 5.7 bestimmt.

5.6 Zusammenfassung der robusten Optimierungsstrategie

Die in diesem Kapitel vorgestellte Strategie zur robusten und optimalen Bestimmung der

Parameter λ, δ und ξ für die Transformation y = bckλ,δ,ξ(x) einer Stichprobe x (sodass die

transformierte Stichprobe y einer Normalverteilung folgt) kann in folgenden Punkten zusam-

mengefasst werden:

• Eine Transformation yλ̂,δ̂,ξ̂ = bckλ̂,δ̂,ξ̂(x) wird als optimal definiert, wenn der p-Wert des

Shapiro-Wilk-Tests der transformierten Stichprobe yλ̂,δ̂,ξ̂ maximal ist. Aus numerischen

Gründen wird als Zielfunktion der negative Logarithmus dieses p-Wertes verwendet.

• Es wird die numerische Optimierungsfunktion fminsearch verwendet, welche das Mi-

nimum der Zielfunktion innerhalb des Parameterraums (λ, δ, ξ) bestimmt.

• Diese Optimierung wird auf eine definierte Auswahl von getrimmten Teilstichproben

tra,b(x) von x angewendet. Das Parametertupel (λ̂, δ̂, ξ̂), welches über sämtliche Trim-

mungen den maximalen p-Wert liefert, definiert die finale, robuste und optimale Trans-

formation.

• Sollte auch für dieses Parametertupel einer der Normalverteilungstests (Shapiro-Wilk,

Jarque-Bera, χ2, Kolmogorov-Smirnov) die Nullhypothese einer Normalverteilung ab-

lehnen (α = 0.01), so ist die bestimmte Transformation nicht gültig: Die Stichprobe

x wird als nicht-transformierbar betrachtet und weitergehende Ausreißerbestimmungen

sind nicht zulässig und werden nicht durchgeführt.

• Nach erfolgreicher Transformation werden nun die Ausreißer der Stichprobe x anhand

der Verteilungsfunktion der Normalverteilung von y definiert. Darüber hinaus kann die

resultierende, analytische Verteilungsfunktion von x zurückgerechnet werden.
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Diese Vorgehensweise bietet folgende Vorteile (beziehungsweise Eigenschaften):

• Die Zielfunktion kann unabhängig vom Algorithmus ausgetauscht werden — zum Bei-

spiel durch einen Normalverteilungstest mit höherer Teststärke.

• Die Transformationsfamilie kann unabhängig vom Algorithmus ausgetauscht werden.

So wären auch Familien denkbar, die zum Beispiel mehrere Modi oder andere Arten

von Verteilungsfunktionen abdecken.

• Durch Erhöhung der Anzahl der betrachteten Trimmungen können auch Stichproben

mit vielen (extremen) Ausreißern (z.B. 15%, 20%) transformiert werden.

• Durch die Verwendung von Normalverteilungstests ist automatisch ein Maß für die Güte

der Transformation gegeben (im Gegensatz zum einfachen Fitten der Verteilungsfunk-

tion).

• Der Test auf Gültigkeit kann beliebig erweitert werden (Hinzunahme von weiteren Nor-

malverteilungstests).

Im folgenden Kapitel wird die Anwendbarkeit dieses Verfahrens an simulierten Stichproben

von Zufallsvariablen mit und ohne Ausreißern untersucht, bevor in Kapitel 7 die Anwendung

und die Ergebnisse an realen NMR-Daten vorgestellt werden.
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Kapitel 6

Simulationstests

In diesem Kapitel wird die Anwendbarkeit des im letzten Kapitel vorgestellten Verfahrens an-

hand von simulierten Stichproben mit bekannter Verteilung analysiert. Da der Fokus haupt-

sächlich auf rechtsschiefe Verteilungen gelegt ist, dient als Ausgangsverteilung der hier be-

trachteten Stichproben die Log-Normalverteilung. Folgende Aspekte sollen dabei untersucht

werden:

• Korrekte Bestimmung der Transformationsparameter für Stichproben mit definierten

Verteilungen (z.B. Standard-Log-Normalverteilung)

• Einfluss der Stichprobengröße auf die resultierenden Streuungen der Transformations-

parameter

• Ermittlung und Bewertung der Unsicherheiten der empirischen, äußeren Verteilungs-

quantile, welche bei der parallelen Betrachtung von mehreren Variablen zum Einsatz

kommen

• Robustheit des Verfahrens im Falle von existierenden Ausreißern

Die Analyse dieser Aspekte anhand der folgenden Simulationsergebnisse ermöglicht darüber

hinaus eine bessere Einschätzung der Ergebnisse an realen Daten, bei denen die zugrundelie-

genden Verteilungen und Anzahlen von Ausreißern nicht bekannt sind.

6.1 Simulation an Log-Normalverteilungen

Zunächst soll anhand von Stichproben von Log-Normalverteilungen überprüft werden, ob das

vorgestellte Verfahren in der Lage ist, diese korrekt zu transformieren. Im Folgenden sei x eine

79
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log-normalverteilte Stichprobe der Größe n = 1000. Die theoretisch korrekte Transformation

y = bckλ,δ,ξ(x) zu einer Normalverteilung erfolgt in diesem Fall mit den Parametern λ = 0,

ξ = 0 und δ hinreichend klein, da bckλ=0,δ,ξ=0(x) = log(x) für x ≥ δ. Die Ergebnisse des

Algorithmus 3 an 1000 solcher Stichproben x werden in Abbildung 6.1 zusammengefasst: Im

QQ-Plot werden die Quantile der transformierten, getrimmten Stichproben tr(y) gegenüber

den theoretischen Quantilen einer Normalverteilung dargestellt. Um die Streuung der theore-

tischen Quantile bei dieser Stichprobengröße zu erfassen, sind anhand von 1000 Stichproben

einer Normalverteilung mit gleicher Stichprobengröße die resultierenden 99% einhüllenden
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Abbildung 6.1 – Ergebnis des Verfahrens an 1000 Stichproben x einer Log-Normalverteilung
mit Stichprobengröße n = 1000. Dargestellt sind die einhüllenden 99% der QQ-Plots der
getrimmten transformierten Stichproben tr(y) (links oben) sowie Box-Plots der bestimm-
ten Parameter λ und ξ (rechts oben). Darüber hinaus werden die minimalen p-Werte
min{pSW , pχ2 , pKS} als Histogramm im Vergleich mit Simulationen an Normalverteilungs-
stichproben derselben Stichprobengröße gezeigt (links unten) und die ermittelten Ausreißer
oα zu einem Signifikanzniveau α = 0.01 bezüglich der realen Ausreißer zu diesem Signifikanz-
niveau verglichen (rechts unten).
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Quantile dargestellt (grüner Bereich). Die Quantile der transformierten Stichproben sind

ebenfalls als 99%-Einhüllende zusammengefasst und liegen innerhalb der Simulationsquan-

tile. Dies spiegelt sich ebenfalls im Histogramm der resultierenden p-Werte wider. Hier ist

die Verteilung der minimalen p-Werte min{pSW , pχ2 , pKS} (vgl. Abschnitt 5.1.6) der drei

Normalverteilungstests bezüglich der getrimmten Transformierten tr(y) dargestellt (die Tests

von Jarque-Bera und Lilliefors werden aufgrund ihrer tabellierten p-Werte mit max(p) = 0.5

nicht berücksichtigt). Sämtliche Tests zeigen die Annahme der Nullhypothese H0 (Normal-

verteilung liegt vor) zu einem Signifikanzniveau α = 0.05. Die Box-Plots der Parameter λ

und ξ zeigen hierbei die für diese Stichprobengröße resultierenden Streuungen. Das Histo-

gramm der Anzahl der identifizierten Ausreißer oα (mit α = 0.01) zeigt, wie erwartet, eine

Verteilung mit Mittelwert 1%. Um deren Streuung zu interpretieren, ist ebenfalls die Vertei-

lung der realen Ausreißer (Beobachtungen xi der Stichproben mit FLN(0,1)(xi) < α/2 oder

FLN(0,1)(xi) > (1− α/2)) zu diesem Signifikanzniveau dargestellt (schwarze Kurve). Die Ver-

teilung und Streuung der detektierten Ausreißer oα decken sich prinzipiell mit der Erwartung

durch die Simulation – es kommt jedoch zu einer leicht erhöhten Anzahl an Werten über 1.5%,

was auf die Trimmungen zurückzuführen ist: Für diese Stichproben wäre keine Trimmung kor-

rekt, aber die Optimierung auf den Test nach Shapiro-Wilk führt zu Trimmungen und somit

potentiell zum
”
Zusammenziehen“ der empirischen Verteilungsdichte. In Abbildung 6.2 sind
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Abbildung 6.2 – Histogramm der verwendeten, kombinierten Trimmungen ql + (1− qu) für
die optimalen Transformationen
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die resultierenden, kombinierten Trimmungen ql + (1 − qu) als Histogramm dargestellt. Für

54% der analysierten Stichproben wurde vom Algorithmus das Optimum für die Wahl kei-

ner Trimmung gefunden (ql = 0 und qu=1). Die Wahl ql = 0.002 oder qu = 0.998 führte

in 23% der Fälle zum Optimum, was für n = 1000 einer Herausnahme von zwei extremen

Beobachtungen entspricht. Trimmungen von mehr als 1% wurden vom Algorithmus nur in

2.4% aller Transformationen als optimal erkannt. Trotzdem lässt sich zusammenfassen, dass

die Log-Normalverteilungen korrekt transformiert wurden sind.

6.1.1 Einfluss der Stichprobengröße

Die im letzten Abschnitt vorgestellten Simulationsergebnisse basieren auf einer Stichproben-

größe von n = 1000. Im Folgenden soll nun der Einfluss der Stichprobengröße n auf die zu

erwartenden Streuungen der Transformationsparameter λ, ξ und δ untersucht werden. Hierzu

wird der Algorithmus 3 auf jeweils 500 log-normalverteilten Stichproben mit Stichproben-

größen n von 50, 100, 200, 300, 500, 750, 1000, 2000, 3000, 5000 und 10000 angewendet.
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−0.5
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Abbildung 6.3 – Einfluss der Stichprobengröße n auf die Streuungen der Transformati-
onsparameter λ und ξ für log-normalverteilte Stichproben. Die Box-Plots zeigen die Wer-
tebereiche der ermittelten, optimalen Parameter für jeweils 500 Stichproben der Größe
n ∈ {50, 100, 200, 300, 500, 750, 1000, 2000, 3000, 5000, 10000}.
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Abbildung 6.4 – Maße für die Streuungen der Transformationsparameter λ und ξ in
Abhängigkeit der Stichprobengröße n: In dieser doppelt-logarithmischen Darstellung zeigen
die Standardabweichung (std), der Median der absoluten Abweichungen (mad) und der In-
terquartilsabstand (iqr) ihre Proportionalität zu 1/

√
n.

In Abbildung 6.3 sind die Verteilungen der berechneten optimalen Transformationsparame-

ter λ und ξ durch Box-Plots dargestellt (für log-normalverteilte Zufallsvariablen liegen die

theoretischen Parameter bei λ = 0 und ξ = 0). Jede einzelne Transformation war für die

jeweilige Stichprobe erfolgreich, d.h. die transformierte Stichprobe wurde von den vier ver-

wendeten Normalverteilungstests als normalverteilt akzeptiert. Die dargestellten Streuungen

reflektieren die Unsicherheit der Transformation aufgrund der real vorliegenden Stichprobe

der Größe n. Wie zu erwarten, verringern sich die Varianzen mit zunehmender Stichproben-

größe. Für die genauere Betrachtung dieses Zusammenhangs sind in Abbildung 6.4 jeweils drei

Streuungsmaße doppelt-logarithmisch zur Stichprobengröße n aufgetragen. Es zeigt sich, dass

die Standardabweichung (std), der Median der absoluten Abweichungen1 (mad) und der In-

1Es wird der zur Standardabweichung von Normalverteilungen korrigierte Median der absoluten Abwei-
chungen verwendet (Faktor 1.4826)
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terquartilsabstand (iqr) proportional zu 1/
√
n sind, was im Einklang mit der asymptotischen

Streuung von Maximum-Likelihood-Schätzern steht [MW90]. Für den Transformationspara-

meter λ zeigt sich dennoch ein gewisser Schnitt ab Stichprobengröße n = 300 (ab hier zeigen

die extremen Parameterkonstellationen einen signifikant kleineren Wertebereich).

In Tabelle 6.1 sind die Ergebnisse dieser Simulationsreihe weiter aufgeschlüsselt. Für die

Parameter λ, ξ und δ sind jeweils die empirischen 2.5%- und 97.5%-Quantile angegeben

(Q2.5 und Q97.5). Ebenfalls sind für die verwendeten Trimmungsquantile qu und ql die 95%-

Konfidenzbereiche dargestellt (hier existiert jeweils die untere Grenze qu = 0 beziehungsweise

ql = 0). Bei kleineren Stichproben führen noch oftmals signifikante Trimmungen zu opti-

malen Transformationsparametern (z.B. qu = 0.06 für n = 100). Mit Q99(X) = F−1
X (0.99)

ist das ermittelte 99%-Quantil der geschätzten Zufallsvariable X aus der Stichprobe x be-

schrieben. Für eine Standard-Log-Normalverteilung gilt FLN(10.24) = 0.99, was dem hier

optimalen Ergebnis entsprechen würde. Auch hier zeigt sich eine signifikante Veränderung bei

n = 300: Für n = 200 wurde ein unteres 2.5%-Quantil von 4.4 ermittelt, was einem tatsächli-

chen Quantil FLN(4.4) = 0.93 entspricht; die ermittelten 6.3 für n = 300 entsprechen bereits

FLN(6.3) = 0.97.

λ ξ δ qu ql Q99(X)

n Q2.5 Q97.5 Q2.5 Q97.5 Q2.5 Q97.5 Q95 Q95 Q2.5 Q97.5

50 -0.82 0.35 -6.1 7.4 0.01 0.25 0.040 0.040 3.8 20.1

100 -0.62 0.32 -4.9 2.2 0.01 0.24 0.060 0.060 3.8 15.7

200 -0.57 0.21 -3.4 1.7 0.01 0.21 0.050 0.060 4.4 14.9

300 -0.28 0.14 -2.3 1.9 0.01 0.17 0.017 0.020 6.3 13.6

500 -0.21 0.10 -1.8 1.3 0.01 0.16 0.013 0.013 6.9 12.6

750 -0.17 0.09 -1.6 1.3 0.01 0.16 0.007 0.010 7.3 12.3

1000 -0.13 0.06 -1.2 0.9 0.01 0.14 0.005 0.005 7.8 12.3

1500 -0.11 0.05 -0.9 0.9 0.01 0.14 0.003 0.003 8.2 11.7

2000 -0.08 0.04 -0.9 0.8 0.01 0.13 0.002 0.002 8.5 11.6

3000 -0.07 0.03 -0.6 0.7 0.01 0.13 0.002 0.002 8.9 11.3

5000 -0.05 0.03 -0.5 0.7 0.01 0.13 0.002 0.000 9.2 11.1

10000 -0.04 0.02 -0.4 0.5 0.01 0.10 0.000 0.000 9.5 10.9

theoretisch 0 0 0 0 ε ε 0 0 10.2 10.2

Tabelle 6.1 – 95%-Konfidenzbereiche der optimalen Transformations-Parameter λ, ξ, δ, qu
und ql, ermittelt anhand von jeweils 500 Stichproben der Größe n.
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Eine Beurteilung der Güte der Transformation kann nicht nur anhand der Bewertung der

ermittelten Transformationsparameter λ, ξ oder δ erfolgen, da letztendlich nur die Parame-

terwahl λ = ξ = 0 und δ = ε (hinreichend klein) die korrekte Transformation darstellt: Nur

diese Wahl transformiert die zugrundeliegende, standard-log-normalverteilte Zufallsvariable

X in eine normalverteilte Zufallsvariable Y und unabhängige Stichproben aus der gleichen

Verteilung würden für davon abweichende Parameter ab einer gewissen Stichprobengröße

nach ihrer Transformation von Normalverteilungstests abgelehnt werden. Eine Beurteilung

der Transformation sollte für die Zwecke dieser Arbeit jedoch vor allem aufgrund der durch

sie definierten Ausreißer beziehungsweise der durch sie ermittelten Verteilungsquantile F−1
X

geschehen. Hierfür werden die durch die Simulation ermittelten Verteilungsquantile mit den

durch die Standard-Log-Normalverteilung definierten realen Quantilen verglichen. Der durch

die Simulation ermittelte 95%-Konfidenzbereich des Q99(X)-Quantils ist in Tabelle 6.1 und

in Abbildung 6.5 dargestellt. Dieser liegt beispielsweise für n = 1000 zwischen 7.8 und 12.3,

was den realen Quantilen FLN(7.8) = 0.980 und FLN(12.3) = 0.994 entspricht. Der dadurch

resultierende, prozentuale Fehler bei einer Ausreißer-Bewertung zu diesem Signifikanzniveau

liegt daher bei maximal 1% (aus Sicht der Stichprobe x, für 95% der Transformationen). Die
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Abbildung 6.5 – 95%-Konfidenzbereiche für die durch Simulation errechneten 99%-
Verteilungsquantile in Abhängigkeit der Stichprobengröße n. Die konkreten Werte für
Q99(X) = F−1X (0.99) sind auf der rechten y-Achse aufgetragen; die linke y-Achse zeigt die
dazu korrespondierenden Quantile einer Standard-Log-Normalverteilung. Die roten und blau-
en Markierungen zeigen die oberen bzw. unteren 95%-Grenzen bezüglich der Schätzung der
asymptotischen Varianzen σ2

qn,p=0.99
des 99%-Quantils (vgl. Gleichung 6.1).
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Auswirkungen auf potentielle Ausreißer können ohne Kenntnis derer Verteilung nicht näher

spezifiziert werden.

Des Weiteren sind in Abbildung 6.5 die 95%-Konfidenzbereiche bezüglich der Schätzung der

asymptotischen Varianz σ2
qn,p=0.99

des 99%-Quantils einer Stichprobe der Größe n dargestellt

(rote und blaue Markierungen). Die Schätzung des p-Quantils einer Verteilung mit Dichte

f durch das empirische p-Quantil einer Stichprobe ist normalverteilt mit Mittelwert F−1(p)

und Varianz σ2
qn,p und es gilt [Was06]

σ2
qn,p =

p · (1− p)
n · f2(F−1(p))

. (6.1)

Der dazu korrespondierende 95%-Konfidenzbereich lässt sich demnach durch

(
F−1(p)− 1.96 · σqn,p , F−1(p) + 1.96 · σqn,p

)

angeben. Nach Abbildung 6.5 ist der durch die Simulation ermittelte Konfidenzbereich mit

diesem theoretischen Konfidenzbereich bei einer Stichprobengröße n ≥ 200 nahezu deckungs-

gleich, was darauf schließen lässt, dass durch die Transformation keine signifikante, zusätzliche

Streuung bei der Quantilsbestimmung erzeugt wird. Die unteren, theoretischen Grenzen für

die Stichprobengrößen n = 50 und n = 100 ergeben sich zu -0.35 (negativ!) und 2.7 (ent-

spricht dem 84%-Quantil der Log-Normalverteilung) – bei diesen Stichprobengrößen scheint

die Schätzung nach Gleichung 6.1 für das empirische 99%-Quantil nicht adäquat zu sein, da

die Stichproben es nicht hinreichend gut beschreiben.
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6.1.2 Unsicherheit der empirischen, äußeren Verteilungsquantile

Bei der Betrachtung von nur einer Kenngröße (Variable) sind typische Wahlen des kritischen

Levels α zur Definition von Ausreißern α = 0.05 oder α = 0.01, d.h. dass beispielsweise

die Ablehnung von 5% (bzw. 1%)
”
guter“ Daten akzeptiert wird. Werden jedoch mehrere

Variablen gleichzeitig betrachtet (bei der statistischen Analyse von 1H-NMR Daten oftmals

Hunderte), so müssen diese Grenzen für jede einzelne Variable angepasst werden, sodass die

Betrachtung aller Variablen insgesamt einer definierten Ablehnungsrate α folgt.

Bei der Betrachtung von m statistisch unabhängigen Zufallsvariablen X1, . . . , Xm muss das

einzelne Signifikanzniveau αS für die Betrachtung von Xi durch die Šidák-Korrektur

αS = 1− (1− α)1/m (6.2)

ermittelt werden [Abd07]. Existieren statistische Abhängigkeiten in Form von positiven oder

negativen Korrelationen, so ist für das korrekte Signifikanzniveau αA

αS ≤ αA ≤ α.

zu erwarten, da die Wahrscheinlichkeit für unabhängige Extremwerte bei vorhandenen Korre-

lationen abnimmt. Im Falle einer vollständigen statistischen Unabhängigkeit der Zufallsvaria-

blen Xi werden die Toleranzbereiche der Einzelvariablen am weitesten nach außen geschoben.

Für m = 100 gilt für ein Gesamtniveau von α = 0.01 bereits αS ≈ 0.0001 und somit für eine

beidseitige Betrachtung (untere und obere Ausreißer) jeweils αS2 = αS/2 ≈ 0.00005. Doch

gerade für diese äußeren Quantile sind die Unsicherheiten durch die Bestimmung anhand von

Stichproben am größten. Bei typischen Stichprobengrößen zwischen 100 und 10000 sind in

diesen äußeren Bereichen (fast) keine Daten zu erwarten.

Um die Unsicherheiten bei der Bestimmung dieser äußeren Quantile abschätzen zu können,

wird die Simulationsreihe aus dem vorherigen Abschnitt daraufhin untersucht. Für die Stich-

probengröße n = 1000 zeigt Abbildung 6.6 die Verteilung der ermittelten 99.995%-Quantile

Q99.995(X) der 500 Simulationen. Dieses Signifikanzniveau kommt dann zum Einsatz, wenn bei

einer Betrachtung von m = 100 Variablen ein Gesamt-Signifikanzniveau α = 0.01 angesetzt

wird (αS = 1−(1−α)1/m ≈ 0.0001) und dann beidseitig für die Ausreißerbestimmung verwen-

det wird (αlinks = hrechts = 0.005). Die dargestellten 95%-, 99.5%- und 99.99%-Linien zeigen

die jeweils Šidák-korrigierten Verteilungsquantile einer Standard-Log-Normalverteilung. 95%
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Abbildung 6.6 – Simulation der Unsicherheit bei der Bestimmung der äußeren, rechts-
seitigen Quantile: Für die Stichprobengröße n = 1000 sind die ermittelten 99.995%-Quantile
Q99.995(X) dargestellt (500 Simulationen). Dies entspricht einer Šidák-Korrektur für m = 100
statistisch unabhängige Variablen für ein Gesamt-Signifikanzniveau α = 0.01 bei beidseitiger
Betrachtung (αlinks = αrechts = 0.005).

der ermittelten Quantile zeigen hier Werte zwischen 93.6% und 99.96% (ein Vergleich mit

der asymptotischen Varianz von Quantilen nach Gleichung 6.1 wurde aufgrund der Diskre-

panz zwischen der Stichprobengröße n = 1000 und des betrachteten 99.995%-Quantils nicht

durchgeführt, vgl. Abbildung 6.5 bei Stichprobengröße n ≤ 100).

Diese Verteilung kann nun dazu verwendet werden, um die Auswirkungen auf die Gesamt-

betrachtung aller m = 100 Variablen zu untersuchen. Anhand einer Monte-Carlo-Simulation

werden nun jeweils 100 zufällige Q99.995(X)-Quantile der Simulationen gezogen. Jedes dieser

Quantile Qi definiert das obere Ausreißer-Limit für seine Variable i. Das empirische, rechts-

seitige Gesamt-Signifikanzniveau α̂ ergibt sich durch die Multiplikation über alle i zu

α̂ =

100∏

i=1

FLN(Qi). (6.3)

In Abbildung 6.7 ist die Verteilung von α̂ auf Grundlage der Monte-Carlo-Simulation (500-

maliges Ziehen von 100 zufälligen Q99.995(X)-Quantilen2) dargestellt. Da eine Unterschätzung

des Quantils (z.B. reale 95% statt 99.5%) sich stärker auswirkt als eine Überschätzung, liegt

2Diese Monte-Carlo-Simulation mit jeweils 500-maligen Ziehen aus einer Grundgesamtheit von 500 Simula-
tionsergebnissen entspricht einem

”
Ziehen mit Zurücklegen“. Dadurch sind die jeweiligen Einzelschritte nicht

statistisch unabhängig. Eine entsprechende Simulation mit jeweils unabhängigen Stichproben ist aufgrund des
zeitlichen Aufwandes nicht möglich. Die prinzipielle Aussage über α̂ ist davon allerdings nicht betroffen.
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Gesamt−Quantil für m=100 (Monte−Carlo−Simulation)

Abbildung 6.7 – Verteilung von α̂ (Monte-Carlo-Simulation): Das angestrebte rechtsseitige
Signifikanzniveau α = 0.005 = 0.01/2 wird in der Regel unterschätzt.

der Schwerpunkt auch signifikant unterhalb der angestrebten 99.5%. Im Mittel liegt das em-

pirische 99.5%-Quantil nach dieser Simulation für n = 1000 und m = 100 bei realen 98.6%

(95% zwischen 98.4% und 98.9%). Es werden demnach systematisch etwas zu viele Ausreißer

generiert.

Ein ähnlicher Effekt ist bei der Bestimmung der linken Quantile zu verzeichnen. In Tabelle

6.2 sind die Ergebnisse für die linken und rechten Quantile und für verschiedene Dimensiona-

litäten m zusammengefasst. Das Gesamt-Signifikanzniveau ergibt sich aus der Multiplikation

der linken und der rechten Niveaus. Für den Fall m = 1000 wird das angestrebte Gesamt-

Signifikanzniveau von 99% (α = 0.01) um 3.5 Prozentpunkte unterschritten.

Diese Effekte sind prinzipiell unabhängig von der verwendeten Transformationsfamilie oder

der verwendeten Optimierungsmethode3. Sobald die zu bestimmenden Quantile auch von ei-

ner signifikanten Anzahl der Schätzungen unterschätzt werden, wirken diese zu kleinen Wer-

te durch die Produktbildung verstärkend zu einer Unterschätzung des Gesamt-Signifikanz-

niveaus. Auch für die Schätzungen anderer Verteilungen sind diese Effekte zu erwarten und

werden vermutlich in Abhängigkeit der Transformationsparameter λ, ξ und δ stehen. Da aller-

3Allein die Schätzung des Mittelwertes und der Standardabweichung bei Normalverteilung zeigt ein ähn-
liches Verhalten: Man nehme m = 1000 standard-normalverteilte Stichproben der Größe n = 100 und
schätze µ und σ durch die empirischen Werte. Mit diesen Schätzungen und der Normalverteilungsannah-
me bestimmt man die Šidák-korrigierten 99%-Quantile (F−1

N(µi,σi)
(αS) mit αS = 0.991/1000, α = 0.01).

Das dadurch real bestimmte Signifikanzniveau erhält man durch Multiplikation der entsprechenden Quan-
tile bezüglich einer Standard-Normalverteilung α̂ =

∏
FN(0,1)(F

−1
N(µi,σi)

(αS)). Das Ergebnis dieser Simulation

liegt bei α̂ = 97.5% ± 0.001% � 99%.
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α̂ rechtsseitig 1− α̂ linksseitig α̂ Gesamt

m Q2.5 Q50 Q97.5 Q2.5 Q50 Q97.5 Q2.5 Q50 Q97.5

10 98.7 99.2 99.5 98.8 99.3 99.6 97.9 98.5 98.9

25 98.6 99.0 99.3 98.7 99.2 99.6 97.6 98.2 98.7

50 98.5 98.8 99.1 98.7 99.1 99.5 97.4 98.0 98.4

100 98.3 98.6 98.9 98.5 99.0 99.3 97.1 97.6 98.1

250 98.0 98.3 98.6 98.3 98.7 99.0 96.6 97.0 97.4

500 97.7 98.0 98.2 98.0 98.4 98.7 96.0 96.4 96.7

1000 97.2 97.5 97.7 97.5 97.9 98.3 95.0 95.5 95.9

1500 96.9 97.2 97.4 97.3 97.6 97.9 94.5 94.9 95.3

Tabelle 6.2 – Quantile für α̂ für n = 1000 für verschiedene Anzahlen an Variablen m (Monte-
Carlo-Simulation mit 500 Wiederholungen). Das angestrebte Gesamt-Signifikanzniveau war
α = 0.01 bzw. 99% (beidseitig 0.005 bzw. 99.5%).

dings bei realen Daten die wahre zugrundeliegende Verteilung nicht bekannt ist, gestaltet sich

eine konkrete Abschätzung als schwierig. Außerdem kann man es sich kaum zeitlich erlauben,

für die Analyse von Hunderten von Variablen für jede einzelne eine solche Fehlerabschätzung

durchzuführen. Ein dazu gegenläufiger Effekt ist die statistische Abhängigkeit der Variablen:

Durch die defensive Šidák-Korrektur wird eine vollständige statistische Unabhängigkeit der

Variablen angenommen, die in der Realität oftmals nicht gegeben ist: Beispielsweise treten

bei bucketierten NMR-Daten (vgl. Kapitel 7) meist positive Korrelationen auf, welche zu

einer Unterbestimmung der realen Ausreißer führen, da die Toleranzbereiche durch die Šidák-

Korrektur zu weit gefasst sind. Eine Kompensation beider Effekte wird in dieser Arbeit nicht

weiter verfolgt. Die Simulationsergebnisse in Tabelle 6.2 zeigen dabei die maximal zu erwar-

teten Fehler.

6.1.3 Simulierte Ausreißer

Nach der Simulation an log-normalverteilten Daten wird in diesem Abschnitt das vorgestellte

Verfahren auf seine Robustheit überprüft. Ausgehend von log-normalverteilten Stichproben

wird ein Ausreißermodell untersucht. Der Fokus liegt dabei auf der Detektion von rechtssei-

tigen (oberen) Ausreißern, da diese in der Realität den größten Anteil ausmachen.

Die für diese Simulation verwendeten Daten sind Stichproben x der Größe n von einer

Standard-Log-Normalverteilung (mit µ = 0 und σ = 1). Ein Teil no dieser Stichprobe wird

nun durch eine Stichprobe o eines Ausreißermodells ersetzt; die Anzahl der dadurch definier-



KAPITEL 6. SIMULATIONSTESTS 91

ten Ausreißer ergibt sich somit zu po =
no
n

. Als zugrundeliegende Ausreißerverteilung wird

hierbei eine Gleichverteilung G(a1, a2) verwendet, wobei die Intervallgrenzen a1 und a2 durch

die 99.9%- und 99.999%-Quantile der Standard-Log-Normalverteilung definiert werden:

a1 := F−1
LN(0.999) ≈ 22 und a2 := F−1

LN(0.99999) ≈ 71. (6.4)

Diese Wahl entspricht in etwa den Beobachtungen an realen Daten (vgl. Kapitel 7). In Abbil-

dung 6.8 wird anhand eines Histogramms einer Log-Normalverteilung dieser Ausreißerbereich

dargestellt.

In Abbildung 6.9 sind die Simulationsergebnisse für po = 5% dargestellt. Die Simulation

erfolgte entsprechend der Simulation ohne Ausreißer aus Abschnitt 6.1 (1000 Stichproben,

n = 1000). Es zeigt sich, dass für alle Stichproben eine Transformation zu einer Normalver-

teilung gefunden werden konnte (min{pSW , pχ2 , pKS} > 0.05 für alle 1000 Simulationen). Die

Anzahl der zu einem Signifikanzniveau von α = 0.01 (αrechts = αlinks = 0.005) bestimmten

Ausreißer entspricht der Erwartung: 5% der Beobachtungen der Stichproben wurden aus dem

Ausreißermodell generiert und zu einem Signifikanzniveau von α = 0.01 werden auch 1% der

log-normalverteilten Beobachtungen als Ausreißer erwartet. Dies entspricht einer zu erwar-

tenden Gesamtausreißerquote von (1 − 0.95 · 0.99) = 0.0595. Die verwendeten, kombinierten

Trimmungsquantile ql+(1−qu) sind in Abbildung 6.10 dargestellt: 95% liegen zwischen 0.046
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Abbildung 6.8 – Verwendetes Ausreißermodell: Eine Stichprobe x einer Log-Normal-
verteilung wird durch Stichproben einer Gleichverteilung G(a1, a2) kontaminiert. Die Inter-
vallgrenzen [a1, a2] werden in Gleichung 6.4 definiert.
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Abbildung 6.9 – Ergebnisse bezüglich 1000 Stichproben x mit n = 1000 und po = 5%
Ausreißern (durch das gewählte Signifikanzniveau α = 0.01 (beidseitig, αrechts = αlinks =
0.005) entstehen knapp 6% Ausreißer).

und 0.058, wobei für 99% der unteren Trimmungsquantile ql < 0.012 gilt.

Die Verteilungen der geschätzten Parameter λ und ξ sind zwar auf den ersten Blick mit den

Verteilungen der Simulationen ohne Ausreißer aus Abschnitt 6.1 (Abbildung 6.1) vergleich-

bar; ein Test auf Verteilungsgleichheit durch den Zwei-Stichproben-Kolmogorov-Smirnov-Test

(MatLab-Funktion kstest2, [Con80]) liefert jedoch für die Verteilungen von λ einen p-Wert

von p = 0.011 und für ξ einen p-Wert p = 0.005, was auf unterschiedliche Verteilungen

hindeutet. Dies ist auf obere Trimmungen qu > 0.95, bei denen nicht alle Ausreißer für die

Verteilungsbestimmung ausgeschlossen wurden, zurückzuführen, da dieser Fall in der Simu-

lation ohne Ausreißer nicht auftreten kann. Es lässt sich dennoch zusammenfassen, dass die

Ergebnisse dieser Simulation mit 5% Ausreißern den Erwartungen an das Verfahren entspre-

chen.
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Abbildung 6.10 – Histogramm der verwendeten, kombinierten Trimmungen ql + (1 − qu)
für die optimalen Transformationen (n = 1000, po = 5%)

Der Einfluss der Stichprobengröße n und der Ausreißerquote po wird anhand einer weiteren

Simulationsstudie untersucht. Für 7 verschiedene Stichprobengrößen

n ∈ {50, 100, 200, 300, 500, 750, 1000}

und 7 verschiedene Wahlen von

po ∈ {1%, 2%, 3%, 5%, 7.5%, 10%, 12.5%}

werden jeweils 100 Stichproben erzeugt und die optimale Transformation bestimmt. Sämt-

liche 7 · 7 · 100 = 4900 Transformationen führen zu einer Normalverteilung (der minimale

p-Wert ppH0 aller Transformationen liegt bei 0.11). In Tabelle 6.3 sind die Ergebnisse die-

ser Simulation anhand der ermittelten Anzahlen an Ausreißern zusammengefasst: Zu jeder

Stichprobengröße n und Ausreißerquote po sind die 95%-Konfidenzbereiche der resultieren-

den Ausreißer zu einem Signifikanzniveau von α = 0.01 dargestellt. Die unterste Zeile zeigt

jeweils den theoretischen Wert mth der Ausreißer in diesen Stichproben. Dieser ergibt sich zu

mth = 1−(1−po) ·0.99 (po definierte Ausreißer und dazu unabhängige 1% Ausreißer aufgrund

der Wahl von α = 0.01). Die Ergebnisse zeigen, dass die reale (theoretische) Anzahl an Aus-

reißern mth jeweils innerhalb der 95%-Konfidenzbereiche liegt, sodass die Transformationen
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po

n 1% 2% 3% 5% 7.5% 10% 12.5%

50 0.0 - 6.0 0.0 - 6.0 0.0 - 8.0 0.0 - 10.0 0.0 - 12.0 0.0 - 14.0 2.0 - 16.0

100 1.0 - 6.0 2.0 - 8.0 1.0 - 7.0 3.0 - 10.0 3.0 - 12.0 3.0 - 15.0 9.0 - 17.0

200 1.0 - 5.5 2.0 - 6.5 2.0 - 8.0 4.5 - 9.0 4.5 - 11.5 10.0 - 14.5 11.5 - 17.0

300 1.3 - 5.0 1.3 - 5.0 2.7 - 6.3 4.7 - 8.3 7.3 - 11.3 10.0 - 13.7 12.7 - 16.0

500 1.4 - 4.8 2.4 - 4.4 3.2 - 5.8 5.2 - 8.6 8.0 - 10.6 10.2 - 12.6 12.8 - 16.2

750 1.5 - 4.1 2.5 - 4.4 3.6 - 6.3 5.6 - 8.0 7.7 - 10.0 10.4 - 12.8 12.8 - 15.6

1000 1.5 - 3.0 2.4 - 3.7 3.4 - 5.2 5.4 - 6.8 8.0 - 9.4 10.4 - 12.0 13.0 - 14.3

mth 2.0 3.0 4.0 5.9 8.4 10.9 13.4

Tabelle 6.3 – 95%-Konfidenzbereiche der Anzahlen der detektierten Ausreißer zu einem
Signifikanzniveau α = 0.01 in Abhängigkeit der Stichprobengröße n und der Ausreißerquo-
te po innerhalb der jeweils 100 betrachteten Stichproben. Der theoretische Mittelwert mth

berechnet sich aus mth = 1− (1− po) · 0.99.

als erfolgreich bewertet werden können. Die Größe dieser 95%-Bereiche ist signifikant von der

Größe der Stichproben abhängig.

6.2 Simulation an weiteren Verteilungen

Nach den Simulationen an Log-Normalverteilungen wird in diesem Abschnitt das Verhalten

des Algorithmus 3 an weiteren Verteilungen untersucht. Die durch die verwendete Transfor-

mationsfamilie bckλ,δ,ξ(x) (Gleichung 4.19) transformierbaren Dichtefunktionen sind in Glei-

chung 4.20 angegeben. Diese bilden die Grundlage für folgende Simulationsreihe: Es werden

für die Parameter σ = 0.5, ξ = 0, δ = 0.05 und variables λ ∈ [−3, 1] (in 0.25-Schritten) jeweils

100 Stichproben der Größe n = 1000 mit folgender Dichtefunktion generiert

fbckλ,δ=0.05,ξ=0,σ=0.5(x) = fN(0,σ2)

(
kξ (bc2λ,δ(x))

)
· k′ξ (bc2λ,δ(x)) · bc2′λ,δ(x),

indem auf normalverteilte Stichproben x ∼ N(0, σ = 0.5) die inverse Transformationsfunktion

bck−1(x) angewendet wird. Für diese Stichproben wird nun die optimale Transformation be-

stimmt und der resultierende, empirische Parameter λ̂ mit dem jeweils definierten Parameter

λ verglichen. Dieser Test spiegelt die Wiedererkennung der Transformationsfunktion wider.

In Abbildung 6.11 sind diese Vergleiche anhand von Boxplots für sämtliche 17 Wahlen von λ

dargestellt. Es zeigt sich, dass das jeweilige λ bis auf eine von λ abhängige Streuung richtig

ermittelt wurde. Dass für kleinere λ (z.B. λ < −2) die Streuungen signifikant größer sind als
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Abbildung 6.11 – Wiedererkennung der Transformationsfamilie: Für generierte Stichproben
mit Dichtefunktion fbckλ,δ=0.05,ξ=0,σ=0.5(x) sind jeweils die ermittelten, empirischen Werte

λ̂ dargestellt (jeweils 100 Stichproben der Größe n = 1000).

für größere λ, liegt vermutlich an der stärkeren Rechtsschiefe der Verteilung und dem dadurch

schlechter beschriebenen rechten Flügel.

Die in diesem Kapitel aufgeführten Simulationen zeigen, dass sich die Transformationsfamilie

und der verwendete Algorithmus zur Bestimmung der optimalen Parameter wie gewünscht

verhalten. Darüber hinaus wurden Konfidenzbereiche für die zu erwarteten Streuungen der

Parameter angegeben. Im folgenden Kapitel wird nun dieses Verfahren auf die realen Da-

ten der Neugeborenen-Studie angewendet, um hier automatisch und mathematisch plausibel

Ausreißer zu detektieren und Toleranzbereiche der NMR-Profile anzugeben.
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Kapitel 7

Ergebnisse

Nachdem in den letzten Kapiteln die mathematischen Methoden aufgezeigt und anhand von

Simulationen überprüft wurden, soll nun in diesem Kapitel deren Anwendung auf reale Daten

vorgestellt werden. Das Ziel ist eine mathematisch plausible Beschreibung der Verteilungen

von metabonomischen Kennzahlen und einer daraus resultierenden Detektion von Ausreißern.

Das in dieser Arbeit angestrebte konkrete Anliegen ist dabei die Detektion von angeborenen

Stoffwechselerkrankungen von Neugeborenen anhand von 1H-NMR Spektren der Urine in den

ersten Lebenstagen. Als Basis hierfür dient die in Kapitel 2 beschriebene Datenbasis von 1H-

NMR Spektren von Urinen von gesunden Neugeborenen. Eine darauf aufbauende mathema-

tische Methode soll für weitere Spektren entscheiden, ob diese zum Modell passen oder stati-

stische Auffälligkeiten in Form von atypischen Signalen und/oder Metabolit-Konzentrationen

zeigen. Liegen solche vor, so müssen diese nicht zwangsläufig von einer angeborenen Stoffwech-

selerkrankung hervorgerufen sein - eine weitere spektroskopische und medizinische Beurteilung

ist notwendig, um mögliche Gründe und Ursachen festzustellen. Die in dieser Arbeit vorge-

stellte mathematische Methode dient lediglich der Fokussierung auf mögliche Verdachtsfälle,

für die nun die Kosten und der Zeitaufwand für weitere Untersuchungen gebündelt werden

können.

Im ersten Abschnitt dieses Ergebnisteils wird zunächst die Anwendung auf ausgewählte, quan-

tifizierte Metabolite vorgestellt. In Kapitel 7.2 werden dann schließlich die vorgestellten ma-

thematischen Methoden auf die gesamten NMR-Spektren angewendet und anhand von künst-

lichen Spiking-Studien deren Leistungen aufgezeigt. In Kapitel 7.4 werden schließlich mögliche

Einsatzgebiete bei einer anschließenden multidimensionalen Ausreißeranalyse aufgezeigt.

97
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7.1 Quantifikation spezieller Verbindungen

Zunächst sollen mit Hilfe der Transformationsfamilie und der beschriebenen Verteilungsanaly-

se Referenzbereiche für Metabolit-Konzentrationen ermittelt werden. Die Quantifikation von

aussagekräftigen Metaboliten ist das derzeit übliche Verfahren zur klinischen Bewertung des

Gesundheitszustandes bei der Untersuchung von Körperflüssigkeiten. Der Vergleich der ermit-

telten Werte zu bekannten Referenzbereichen zeigt mögliche Risiken oder sogar Erkrankungen

auf.

Die Quantitativität der 1H-NMR Spektren ermöglicht die simultane Identifikation und Quan-

tifikation einer Vielzahl von Metaboliten anhand nur einer (schnellen) Messung. Im Rahmen

dieser Arbeit wurde eine Bibliothek mit MatLab-Funktionen zur Identifikation und Quanti-

fikation von Metaboliten aus den Urinspektren der 695 Neugeborenen entwickelt. Eine Be-

schreibung der mathematischen Methoden hierfür wird in Anhang B gegeben.

Folgende 22 Metabolite konnten in allen 695 Urinspektren identifiziert und quantifiziert wer-

den: Kreatinin, 1-methyl-Nicotinamid, 2-Oxoglutarsäure, 3-amino-Isobuttersäure, 4-hydroxy-

Hippur-säure, alpha-D-Galactose, alpha-D-Lactose, Essigsäure, Alanin, Betain, cis-Aconit-

säure, Citronensäure, Kreatin, Dimethylamin, Ameisensäure, Fumarsäure, Hippursäure,

Milchsäure, Maleinsäure, Pseudouridin, Bernsteinsäure und Trimethylamin. Die Zuordnung

der Signale erfolgte mit Hilfe der Referenzdatenbank für Metabolite BBIOREFCODE [Bru07].

Tabelle 7.1 zeigt eine Übersicht über diese ausgewählten Metabolite und der verwendeten Re-

sonanzen und Methoden zur Quantifikation. Bei den Methoden S (Singulett), D (Dublett) und

T (Triplett) wurde das Dekonvolutionsverfahren (Anhang B) zur Bestimmung der Signalfläche

verwendet. Bei Methode I (Spektrale Integration) wurde die Fläche durch einfache Integra-

tion des relevanten spektralen Bereiches bestimmt, da keine Signalüberlagerungen vorlagen.

Zur Vereinfachung werden in den folgenden Tabellen und Abbildungen die hier aufgeführten

Abkürzungen verwendet. Als zusätzlichen Parameter wird die durch die Jaffé-Methode [Lar72]

konventionell-bestimmte Kreatinin-Konzentration (CREAJ) hinzugenommen. Die durch die

NMR und Jaffé-Methode ermittelten Kreatinin-Konzentrationen sind in hohem Maße ver-

gleichbar (Korrelationskoeffizient R = 0.99, siehe Anhang B).

Die Ergebnisse der Quantifikation sind in Tabelle 7.2 zusammengefasst. Die Konzentratio-

nen von Kreatinin (NMR und Jaffé) sind jeweils in [µmol/L] angegeben. Bei der Analy-

se von Spontanurin ist es üblich, die Konzentrationen weiterer Verbindungen relativ zur

Kreatinin-Konzentration anzugeben [mmol/molKreatinin], da dadurch ein zur Analyse von
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Metabolit Abkürzung #P δ [ppm] 1H Methode

Kreatinin, Jaffe CREAJ

Kreatinin CREA 3 3.058 -CH3 T

1-Methyl-Nicotinamid 1MN 1 9.275 =CH I

2-Oxoglutarsäure 2OGA 2 2.992 -CH2 T

3-Amino-Isobuttersäure 3AIBA 3 1.198 -CH3 D

4-Hydroxy-Hippursäure 4HHA 2 6.985 2x-(Ph-H) I

Alpha-D-Galactose ADGAL 1 5.280 -CH D

Alpha-D-Lactose ADLAC 1 5.238 -CH D

Essigsäure ACETA 3 1.925 -CH3 S

Alanin ALA 3 1.485 -CH3 D

Betain BETA 9 3.270 3xCH3 S

Cis-aconitsäure CACA 1 5.773 -CH I

Citronensäure CITA 2 2.670 H4A+H2A AB

Kreatin CRE 3 3.037 -CH3 T

Dimethylamin DMA 6 2.725 2xCH3 S

Ameisensäure FORA 1 8.460 H-COOH S

Fumarsäure FUMA 2 6.525 -CH=CH- I

Hippursäure HIPP 2 7.840 2x-(Ph-H) I

Milchsäure LACA 3 1.335 -CH3 D

Maleinsäure MALEA 2 6.040 -CH=CH- I

Pseudouridin PSUR 1 7.680 =CH- S

Bernsteinsäure SUCA 4 2.407 -CH2-CH2- S

Trimethylamin TMA 9 2.930 3xCH3 S

Tabelle 7.1 – Identifizierte und quantifizierte Metabolite. #P: Anzahl der beteiligten Proto-
nen; δ: chemische Verschiebung (1H, in [ppm]) der verwendeten Signalgruppe; Methode: S =
Singulett, D = Dublett, T = Triplett, I = Spektrale Integration, AB = AB-Spinsystem [Fri06]
(hier wird nur eine Hälfte des Signals ausgewertet, welches im Falle der Citronensäure als Du-
blett mit besonderen Intensitätsverteilungen betrachtet werden kann)

24h-Sammelurin äquivalentes Ergebnis erzeugt wird [PNB05]. Die Betrachtung der hier dar-

gestellten Parameter Mittelwert x̄, Median Q50 und der Quantile Q10 und Q90 lässt bereits

auf rechtsschiefe Verteilungen schließen: Es gilt stets x̄ ≥ Q50 und (Q90−Q50) ≥ (Q50−Q10).

Des Weiteren zeigen die Werte der Skewness (Sk) stets positive Werte. Da die Skewness

durch etwaige Ausreißer leicht beeinflusst werden kann, ist außerdem noch die octile skewness

Skoct [Hin76], definiert durch

Skoct =
(Q87.5 −Q50)− (Q50 −Q12.5)

Q87.5 −Q12.5
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angegeben. Dieser Parameter ist ein robustes Maß für die Schiefe einer Verteilung und liefert

Werte zwischen -1 (maximal linksschief) und 1 (maximal rechtsschief). Simulationen zeigen,

dass für normalverteilte Stichproben der Größe n = 695, Werte zwischen -0.08 und 0.08 zu

erwarten sind (für 95% der Stichproben). Lediglich die Parameter CACA, DMA und PSUR

zeigen Werte in diesem Bereich. Log-normalverteilte Stichproben (x ∼ LN(0, 1)) zeigen Wer-

te zwischen 0.44 und 0.58. Die Rechtsschiefheit der meisten Verteilungen wird durch die

Betrachtung der empirischen Dichteverteilungen bestätigt (Abbildung 7.1).

Metabolit Einheit x̄ Sk SkOct Q10 Q50 Q90 STD

CREAJ µmol/L 6586 0.9 0.33 1900 5460 12900 4377

CREA µmol/L 6557 1.0 0.35 2068 5392 12872 4275

1MN mmol/molKreatinin 46 1.5 0.23 24 42 73 21

2OGA mmol/molKreatinin 77 2.6 0.33 26 64 148 56

3AIBA mmol/molKreatinin 111 14.5 0.55 24 68 230 179

4HHA mmol/molKreatinin 67 2.7 0.27 39 60 101 30

ADGAL mmol/molKreatinin 88 7.3 0.55 5.0 42 188 179

ADLAC mmol/molKreatinin 597 10.6 0.35 268 492 981 534

ACETA mmol/molKreatinin 147 10.0 0.76 12.5 35 249 508

ALA mmol/molKreatinin 75 4.2 0.33 40 63 113 47

BETA mmol/molKreatinin 387 1.1 0.14 216 367 588 153

CACA mmol/molKreatinin 64 0.6 0.04 46 63 82 14.7

CITA mmol/molKreatinin 273 1.6 0.31 85 231 547 188

CRE mmol/molKreatinin 213 1.1 0.56 46 143 513 187

DMA mmol/molKreatinin 102 0.3 0.00 75 102 130 22

FORA mmol/molKreatinin 82 4.4 0.50 15.0 53 181 98

FUMA mmol/molKreatinin 11.5 2.0 0.33 3.9 9.5 21 8.0

HIPP mmol/molKreatinin 52 2.7 0.21 28 48 78 24

LACA mmol/molKreatinin 248 13.4 0.57 67 119 331 804

MALEA mmol/molKreatinin 35 5.1 0.46 11.6 25 66 35

PSUR mmol/molKreatinin 122 0.6 0.07 101 120 143 19.0

SUCA mmol/molKreatinin 56 11.4 0.48 14.5 35 98 109

TMA mmol/molKreatinin 40 2.4 0.29 20 36 65 22

Tabelle 7.2 – Quantifizierte Metabolite: Konzentrationsangaben in mmol/molKreatinin, Kon-
zentrationen von Kreatinin (Jaffé und NMR) in µmol/L. Sk = Skewness; Skoct = octile
Skewness, Qh beschreibt das h-Quantil (Q50 entspricht dem Median); STD = Standardab-
weichung.
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CREAJ CREA 1MN 2OGA 

3AIBA 4HHA ADGAL ADLAC 

ACETA ALA BETA CACA 

CITA CRE DMA FORA 

FUMA HIPP LACA MALEA 

PSUR SUCA TMA 

Abbildung 7.1 – Empirische Dichteverteilungen der 22 ermittelten Konzentrationen und
der Kreatinin-Konzentration nach Jaffé (CREAJ).

Im Folgenden wird die Anwendung des Algorithmus 3 auf diese Konzentrationsdaten unter-

sucht. Tabelle 7.3 gibt einen Überblick über die optimalen Transformationsparameter λ, ξ und

δ und die resultierenden p-Werte der drei anschließenden Wahrscheinlichkeitstests pSW, pKS

und pχ2 . Für die Parameter Kreatinin (CREA), Kreatinin-Jaffé (CREAJ) und Kreatin können

keine Transformationsfunktionen gefunden werden, die den Bedingungen aus Abschnitt 3.3
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genügen. Auf diese Verteilungen wird im Folgenden noch weiter eingegangen. Die übrigen 20

Konzentrationen werden erfolgreich mit den angegebenen Parametern in eine Normalvertei-

lung transformiert.

Die Spalten F−1(0.5) und F−1(99.5) repräsentieren die Verteilungsquantile zu 0.5% und

99.5%, welche nun als Toleranzbereiche (99%) für die einzelnen Parameter verwendet wer-

den könnten. Im Gegensatz zu den entsprechenden empirischen Quantilen, sind diese nun

robust ermittelt und basieren letztendlich auf der Analyse einer Normalverteilung. Für die

nicht-transformierbaren Konzentrationen können keine Referenzbereiche angegeben werden.

Metabolit λ ξ δ pSW pKS pχ2 F−1(0.5) F−1(99.5)

CREAJ - - - - - - - -

CREA - - - - - - - -

1MN 0.03 1.58 0.489 1.00 1.00 0.93 12.2 135

2OGA 0.03 -1.68 0.359 0.34 0.71 0.78 13.2 266

3AIBA -0.23 -2.21 0.293 0.96 0.97 0.94 11.5 632

4HHA -0.61 2.10 0.576 0.98 0.98 1.00 24 205

ADGAL 0.11 -2.45 0.078 0.02 0.43 0.50 0.5 529

ADLAC -0.69 -0.16 0.490 0.99 0.98 0.91 172 2310

ACETA -0.93 1.54 0.282 0.47 0.78 0.53 5.9 4878

ALA -1.18 2.96 0.555 0.71 0.90 0.82 26 330

BETA 0.15 0.91 0.488 0.57 0.94 0.84 115 953

CACA 0.35 2.41 0.662 0.95 0.98 0.75 31 110

CITA 0.23 -0.67 0.251 0.45 0.95 0.95 21 1004

CRE - - - - - - - -

DMA 0.82 -0.02 0.655 0.94 0.93 0.96 50 157

FORA 0.02 -0.42 0.179 0.61 1.00 0.88 3.4 577

FUMA 0.09 -0.74 0.331 0.88 0.92 0.94 1.5 43

HIPP -0.15 -0.90 0.530 0.67 0.87 0.59 19.0 124

LACA -1.78 5.79 0.488 0.94 0.94 0.99 42 3274

MALEA -0.55 -1.44 0.414 0.97 0.98 0.97 7.0 170

PSUR 0.22 5.07 0.791 0.98 0.99 0.89 77 180

SUCA -0.33 0.29 0.317 0.54 0.88 0.52 6.5 324

TMA -0.24 1.43 0.464 0.90 0.93 0.92 10.5 142

Tabelle 7.3 – Ergebnisse der Transformation auf die Metaboliten-Tabelle: Die optimalen
Parameter λ, ξ und δ führen zu einer Verteilung, die von den drei Normalverteilungstests mit
den angegebenen p-Werten bewertet werden.
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Eine Ausreißer-Analyse der 20 transformierbaren Konzentrationen zu einem Ablehnungsni-

veau α = 0.01 (Šidák-korrigiert αS = 1 − (1 − α)1/20 ≈ 0.0005) identifiziert 26 signifikante

Ausreißer. Ein nochmaliges Anwenden auf die ausreißer-bereinigten Daten führt zu drei wei-

teren Ausreißern, was für das gewählte Ablehnungsniveau von α = 0.01 einer Konvergenz des

Verfahrens entspricht.

In Abbildung 7.2 ist das Ergebnis der Transformation an der Verteilung von Alanin darge-

stellt: Die ursprüngliche empirische Verteilung (oben links) zeigt einen ausgeprägten rechten

Flügel und der QQ-Plot (unten links) verdeutlicht die Abweichung zur Normalverteilung. Die

transformierte Verteilung (oben rechts) ist konsistent zu einer Normalverteilungsannahme
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Abbildung 7.2 – Transformation zur Normalverteilung der Alanin-Konzentration: Die em-
pirische Verteilung (oben links) weicht signifikant von einer Normalverteilung ab (QQ-Plot,
unten links). Die transformierte Verteilung ist zu einer Normalverteilung konsistent (QQ-Plot,
unten rechts). Die grünen Bereiche in den QQ-Plots repräsentieren den 99%-Toleranzbereich
für normalverteilte Stichproben derselben Größe (vgl. Abbildung 6.1 und Abschnitt 6.1).
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(QQ-Plot, unten rechts) - es gilt min{pSW, pKS, pχ2} = 0.71.

In Abbildung 7.3 sind für die 20 transformierbaren Konzentrationen die Konfidenzbereiche

für den, die Schiefe beschreibenden, Transformationsparameter λ dargestellt. Innerhalb dieser

Konfidenzbereiche sind die Verteilungen in eine Normalverteilung überführbar, sodass für die

p-Werte der Normalverteilungstests min{pSW, pKS, pχ2} ≥ 0.01 gilt. Bis auf die Konzentra-

tionen von DMA und PSUR sind Normalverteilungen der ursprünglichen Konzentrationen

(λ = 1) ausgeschlossen. Eine Log-Normalverteilung (λ = 0) käme noch für zehn der Konzen-

trationen in Betracht (1MN, 2OGA, 3AIBA, BETA, CACA, FORA, FUMA, HIPP, PSUR

und TMA).

Die Konzentrationen von Kreatin, Kreatinin-Jaffé und Kreatinin konnten zwar in eine Nor-

malverteilung überführt werden, jedoch zeigen die ermittelten Dichtefunktionen jeweils vier
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Abbildung 7.3 – Konfidenzbereiche des Parameters λ der 20 transformierbaren Konzen-
trationen (grau). Die schwarzen Markierungen repräsentieren jeweils die optimale Wahl von
λ.
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Abbildung 7.4 – Verteilung der Konzentrationen von Kreatinin: Die ermittelte Dichtefunk-
tion weist vier Wendepunkte auf.

Wendepunkte und entsprechen somit nicht den erforderlichen Kriterien aus Abschnitt 3.3.

Abbildung 7.4 zeigt die Verteilung von Kreatinin und die ermittelte optimale Transformati-

onsfunktion mit ihren Wendepunkten, was auf eine Mischverteilung hinweisen könnte. Prin-

zipiell spricht auch in einem solchen Falle nichts gegen die Verwendung der Transformation

zur Identifikation von Ausreißern, jedoch ist die verwendete Transformationsfamilie nicht all-

gemein genug, um möglichst viele solcher Fälle abdecken zu können, und die resultierende
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Abbildung 7.5 – Gegenüberstellung der Konzentrationen der alpha-D-Lactose und alpha-
D-Galactose (links) und der jeweils transformierten Konzentrationen (rechts).
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”
Zerstörung“ der Struktur der Daten muss beim weiteren Arbeiten berücksichtigt werden.

Ein weiterer Grund für die Transformation der einzelnen Variablen in eine Normalverteilung

ist die Möglichkeit, die weitere Datenanalyse auf den transformierten Daten fortzusetzen, z.B.

mit multivariaten Verfahren. Bereits bei zwei-dimensionalen Korrelationsanalysen hilft deren

Verwendung: In Abbildung 7.5 sind die Konzentrationen der alpha-D-Lactose gegenüber den
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Abbildung 7.6 – Darstellung der Relationen der Metaboliten-Konzentrationen zueinander.
Im rechten, unteren Dreieck sind jeweils die Original-Konzentrationen als Histogramm ge-
geneinander aufgetragen - im linken, oberen Dreieck die korrespondierenden transformierten
Konzentrationen.
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Konzentrationen der alpha-D-Galactose aufgetragen (linke Abbildung). Dass eine sichtbare

Korrelation zwischen beiden Parametern besteht, wird allerdings erst in der transformierten

Darstellung (rechte Abbildung) deutlich.

In Abbildung 7.6 sind die Gegenüberstellungen sämtlicher 20 transformierbaren Konzentratio-

nen zusammengestellt. Jede Unterabbildung zeigt eine zweidimensionale Histogramm-Ansicht

der jeweiligen Dichten. Im rechten unteren Dreieck sind dabei die Originalkonzentrationen

gegeneinander dargestellt - im linken oberen Dreieck die dazu korrespondierenden, transfor-

mierten Konzentrationen. Zum Vergleich sind in der untersten Zeile Stichproben von (unkor-

relierten) Normalverteilungen (links) und Stichproben von Log-Normalverteilungen (rechts)

dargestellt. Die durchgeführten ein-dimensionalen Transformationen erzeugen somit auch im

zwei-dimensionalen
”
rundere“ und symmetrische Verteilungen. Diese Erkenntnisse bezeugen

die Vorteile und die Anwendbarkeit der vorgestellten Transformationsfamilie und des verwen-

deten Verfahrens. Weitere, multidimensionale Analysen der transformierten Daten können

nun auf erheblich vereinfachten Voraussetzungen aufbauen, beziehungsweise wird deren An-

wendung zum Teil erst ermöglicht – wie beispielsweise die Berechnung und Bewertung anhand

der Mahalanobisdistanz (vgl. Abschnitt 7.4).

7.2 Ungezielte Analyse

Die im letzten Abschnitt dargestellten Ergebnisse basieren auf der Anwendung des Verfahrens

auf gezielt-quantifizierte Metabolite. Die dadurch ermittelten Referenzbereiche ermöglichen

die Detektion von Konzentrationsabweichungen innerhalb dieser Analyte und das Studieren

von metabolischen Zusammenhängen. Die Quantitativität und die hohe Reproduzierbarkeit

der 1H-NMR-Spektren ermöglichen darüber hinaus die Betrachtung des gesamten spektralen

Bereiches als Aufeinanderreihung von abstrakten Protonenkonzentrationen. Jede lokale Fläche

I =

∫ δ2

δ1

s(x)dx

des Spektrums s(x) repräsentiert die Konzentration aller Protonen, deren chemische Ver-

schiebung im Intervall [δ1, δ2] liegt. Durch eine konsekutive Unterteilung des spektralen Be-

reiches in Intervalle [δi1 , δi2 ] und die Ermittlung ihrer Integrale Ii werden eine Vielzahl solcher

Kenngrößen erzeugt. Die Untersuchung und die Erstellung von Toleranzbereichen zu diesen

Variablen führt zu einem
”
Non-Targeted-Screening“: Es können Abweichungen von Metabo-
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litkonzentrationen detektiert werden, nach denen nicht explizit gesucht wurde. Das dadurch

angestrebte Ziel ist die Detektion von Krankheiten, deren metabolische Auswirkungen noch

teilweise unbekannt sind und zu denen derzeit keine Biomarker existieren, die für eine geziel-

te Detektion verwendet werden könnten. Diese Erzeugung lokaler Integrale wird in der NMR

als Bucketierung bezeichnet. In Abbildung 7.7 ist dieser Vorgang an einem Ausschnitt eines

NMR-Spektrums dargestellt (der Bereich entspricht ca. 11% des gesamten Profils).

Für die folgenden Analysen werden die NMR-Spektren der n = 695 Neugeborenenurine auf

die Fläche des Kreatinin-Signals skaliert. Um in den spektralen Bereichen mit weniger Signal-

intensität vergleichbarere Bedingungen zu schaffen, wird auf den ppm-Bereichen zwischen

0.5 ppm - 0.9 ppm und 4 ppm - 9.5 ppm jeweils der spektrale Untergrund von einer Brei-

te von 2 × 30 Hz abgezogen (für jeden einzelnen Punkt das Minimum in diesem Fenster).

Schließlich werden die Spektren im ppm-Bereich von 0.5 ppm bis 9.5 ppm in 600 konsekutive

Buckets unterteilt. Die Buckets im Bereich des Restwassersignals und des Ureas (4.5 ppm bis

6.0 ppm) werden von der Analyse ausgeschlossen, sodass final m = 500 Variablen auf Basis

der NMR-Spektren erzeugt werden und eine Bucketmatrix B ∈ R695×500 entsteht.

1H−NMR−Spektrum

33.13.23.33.43.53.63.73.83.94
Chemische Verschiebung [ppm]

Bucketierte Daten

Abbildung 7.7 – Generierung der bucketierten Daten aus den 1H-NMR Spektren.
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7.2.1 Iterative Transformationsanwendung

Wären die 500 erzeugten Variablen statistisch unabhängig, so würde eine einmalige Anwen-

dung der Transformation die optimalen Transformationsparameter und Ausreißer bestimmen,

und durch die Unkorreliertheit würde eine Herausnahme der Ausreißer und eine zweite Be-

stimmung der Transformationen keine signifikanten Änderungen der Transformationsparame-

ter oder zusätzliche Ausreißer erzeugen. Da die meisten Metabolite mehrere signalerzeugende

Protonen aufweisen, ist jedoch bei einer Bucketmatrix mit signifikanten Korrelationen zu rech-

nen. Darüber hinaus existieren metabolische Abhängigkeiten zwischen den Metaboliten, die

wiederum positive als auch negative Korrelationen erzeugen können. Eine Untersuchung der

Korrelationen der Variablen der Bucketmatrix bestätigt diese Überlegungen: In Abbildung
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Abbildung 7.8 – Korrelationen der Bucketmatrix. (A): Korrelationen der originalen Bucket-
matrix B. (B): Korrelationen der transformierten Bucketmatrix und (C): Korrelationen der
transformierten Bucketmatrix unter Ausschluss der 81 identifizierten Ausreißer
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7.8(A) ist das Histogramm der Korrelationen der Bucketmatrix B dargestellt. Die mittlere

Korrelation liegt bei r = 0.46, und nahezu alle Buckets zeigen signifikante, positive Korrelatio-

nen. Zum Vergleich sind in der rechten Abbildung die Korrelationen von log-normalverteilten

Stichproben mit gleichen Dimensionalitäten dargestellt. Bereits vorweggenommen zeigen die

weiteren Unterabbildungen die Korrelationen der transformierten Bucketmatrix (B) und der

transformierten Bucketmatrix unter Ausschluss der Ausreißer (C) im Vergleich zu Stichproben

aus (unabhängigen) Normalverteilungen. Auch diese Verteilungen weisen signifikante Korre-

lationen auf.

Durch diese Korrelationen führt eine einmalige Transformation nicht zur Konvergenz: Ein

Ausschluss der nach der ersten Transformation global bestimmten Ausreißer hat Auswirkun-

gen auf die Verteilungen der einzelnen Variablen. Spektren, die in einer Variablen Ausreißer

sind, gehören in anderen Variablen zu kontaminierenden Beobachtungen und ihr Ausschluss

hat signifikanten Einfluss auf die Verteilung. Aus diesem Grund wird der Transformationsal-

gorithmus 3 iterativ auf die Daten angewendet, bis eine Konvergenz bei der Bestimmung der

Ausreißer eintritt. Als Signifikanzniveau für die finale univariate Ausreißerbestimmung wird

αu = 0.005 angesetzt, damit weitere αm = 0.005 für eine anschließende multivariate Ausreißer-

bestimmung zur Verfügung stehen und insgesamt ein Signifikanzniveau von α = 0.01 erreicht

wird. Obwohl nach Abbildung 7.8 signifikante Korrelationen zwischen den Variablen bestehen,

wird für die Šidák-Korrektur die volle Dimensionalität m = 500 angenommen. Dies wirkt zu-

dem den Erkenntnissen aus Abschnitt 6.1.2 entgegen, dass durch die Verteilungsschätzungen

die realen Verteilungsquantile im Schnitt unterschätzt werden.

In der ersten Iteration werden zu dem Signifikanzniveau αu 38 Ausreißer vom Algorith-

mus identifiziert. Um eine Beschneidung der Daten aufgrund der iterativen Ausreißeranalyse

zu vermeiden, werden während der Iteration die Ausreißer zu einem Signifikanzniveau von

αo = 0.001 ausgeschlossen (31 Ausreißer) und das maximal getrimmte Quantil auf 4% gesetzt

(links- und rechtsseitig). Nach der zweiten Iteration werden zu αu insgesamt 69 Ausreißer

identifiziert (53 zu αo), nach der dritten Iteration 83 (bzw. 63 zu αo) und nach der vierten

Iteration 81 (bzw. 60 zu αo). Das Verfahren konvergiert somit nach vier Iterationen und dieser

Schritt definiert die finalen Transformationsfunktionen der 500 Variablen.

Von den 500 Variablen konnten 479 vom Algorithmus in eine Normalverteilung transformiert

werden (96%). Die Verteilungen der ermittelten optimalen Transformationsparameter λ, ξ und

δ sind in Abbildung 7.9 dargestellt. Es zeigt sich, dass die meisten Verteilungen rechtsschiefer
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Abbildung 7.9 – Übersicht der ermittelten optimalen Transformationsparameter für die
Bucketmatrix B. Es konnten 479 der 500 Variablen in eine Normalverteilung überführt wer-
den.

als die Log-Normalverteilung sind (λ < 0).

Eine spektrale Sicht der Transformationsergebnisse bietet Abbildung 7.10: Für ca. 20% des

gesamten spektralen Bereichs sind in (A) die Spektren der Ausreißer (schwarz) gegenüber

den Nicht-Ausreißern (grau-grün) dargestellt. Unterabbildung (B) zeigt die dazu korrespon-

dierenden bucketierten Variablen. In Unterabbildung (C) sind die ermittelten Verteilungen

und Toleranzbereiche für jedes Bucket farblich visualisiert (Quantil-Plot): Die Farben re-

präsentieren die Šidák-korrigierten Quantile für jede einzelne chemische Verschiebung. Liegt

ein Spektrum an einer Position außerhalb des farbigen Bereiches, so wird es als Ausreißer

identifiziert. Rot repräsentiert hierbei die Mediane der Verteilungen. Die große absolute Dif-

ferenz zwischen dem oberen 99.5%-Quantil und dem Median spiegelt die Rechtsschiefe der

Verteilungen wider. Da die dargestellten (Verteilungs-)Quantile durch die Transformationen

ermittelt sind, sind sie im Gegensatz zu den Stichproben-Quantilen robust und auch Quan-
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Abbildung 7.10 – Spektrale Ansicht der Transformationsergebnisse: (A) Darstellung der 695
NMR-Spektren im PPM-Bereich von 1.0ppm bis 2.9ppm (schwarz: identifizierte Ausreißer,
grau-grün: keine Abweichungen); (B) Darstellung der bucketierten Daten; (C): Quantil-Plot
der durch die Transformation bestimmten Verteilungsquantile (Šidák-korrigiert).

tile, die aufgrund der Stichprobengröße nicht anhand der Stichprobe abfragbar sind, können

beschrieben werden.

7.2.2 Bewertung der detektierten Ausreißer

Die vorliegenden 695 Spektren bilden eine repräsentative Stichprobe von Neugeborenenuri-

nen. Daher ist es überraschend, dass bei der Analyse 81 bzw. 12% der NMR-Spektren als

Ausreißer klassifiziert werden. Für eine spektroskopische Überprüfung und Bewertung der

identifizierten Ausreißer sind in Abbildung 7.11 acht ausgewählte spektrale Bereiche mit den

darin enthaltenen Ausreißern dargestellt. Die nicht-auffälligen Spektren sind grau-grün und
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die Ausreißer jeweils farbig abgebildet. Es zeigt sich, dass auch die visuelle Bewertung diese

Spektren als Ausreißer identifizieren würde. In Abbildung (A) zeigt Ausreißer
”
grün“ eine

signifikant erhöhte Konzentration der Buttersäure (identifiziert durch die Spektrendatenbank

BBIOREFCODE [Bru07]) und Ausreißer
”
rot“ einen atypischen Signal-Untergrund (vermut-

Abbildung 7.11 – Darstellung der detektierten Ausreißer in ausgewählten spektralen Berei-
chen zur visuellen, spektroskopischen Bewertung. Die grau-grünen Spektren repräsentieren
die Nicht-Ausreißer. Es sind nur jeweils die in dem jeweiligen ppm-Bereich abweichenden
Spektren als Ausreißer (farbig) dargestellt (insgesamt 36 der 81 Ausreißer).
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lich verursacht durch größere Moleküle wie Proteine). Die Ausreißer in (C) zeigen ungewöhn-

liche chemische Verschiebungen der Signale der Zitronensäure. Die genaue Position der Pro-

tonensignale ist vor allem für acide Protonen signifikant von der ionischen Matrix der Probe

abhängig (Zusammensetzung der Ionenkonzentrationen, z.B. pH-Wert [Sch07]). Die Ausreißer

”
blau“ und

”
rot“ in Abbildung (D) zeigen Signale von D-Panthenol, einer Substanz, die bei-

spielsweise in Hautcremes oder Salben verwendet wird [EHRT02]. Auch in den Abbildungen

(E), (F), (G) und (H) sind in den Spektren der Ausreißer Signale von Verbindungen zu sehen,

die durch die übrigen Spektren nicht oder nicht in solch hohen Konzentrationen repräsen-

tiert sind. Des Weiteren zeigen einige Urine erhöhte Konzentrationen von Milchsäure oder

Essigsäure, welche Anzeichen von bakterieller Kontamination sein könnten, falls beispiels-

weise die Urine länger in der Windel verweilten. Eine detaillierte Erforschung der Ursachen

für jedes abweichende Urinprofil wurde im Rahmen dieser Arbeit nicht durchgeführt. Auch

sind Rückfragen an die behandelnden Ärzte ausdrücklich nicht durch die Freigabe des Ethik-

komitees abgedeckt. Abbildung 7.12 zeigt analog zu Abbildung 2.6 für fast den gesamten

spektralen Bereich alle Spektren, wobei identifizierte Ausreißer grau und die resultierende

NMR-Referenzgruppe farbig dargestellt sind.

Die ungezielte Betrachtung und Bewertung der NMR-Profile der Urine birgt offensichtlich

das Risiko, auch Abweichungen zu detektieren, die nicht von Stoffwechselerkrankungen ver-

ursacht werden. Die Beispiele des bakteriellen Abbaus oder der Verwendung von Hautcre-

mes zeigen, dass nicht nur zwingend metabolische Ursachen des Kindes zu Abweichungen

im Profil verantwortlich sein müssen. Da die Vermeidung von falsch-positiven Diagnosen im

Neugeborenen-Screening eine sehr hohe Priorität hat, sind Mechanismen notwendig, die solche

Fälle abfangen, z.B. durch Aufbau einer Datenbank für nicht-kritische Urin-Abweichungen.

Unerwünschte, aber bekannte Substanzen aus Hautcremes oder Medikamenten könnten vor

der weiteren Analyse detektiert und mathematisch aus dem Spektrum extrahiert werden. Im

Rahmen dieser Arbeit wurde dieses Thema jedoch nicht weiter verfolgt.
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Abbildung 7.12 – Darstellung der 695 1H-NMR-Spektren: Identifizierte Ausreißer sind grau
dargestellt.
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7.3 Ausreißer-Simulation durch numerisches Spiking

In den letzten Abschnitten wurden für die NMR-Spektren der Neugeborenen Referenzberei-

che ermittelt, durch die eine ungezielte Detektion von atypischen Profilen ermöglicht wird.

In diesem Abschnitt soll nun diese Fähigkeit abgeprüft werden. Da die vorliegenden Spek-

tren eine repräsentative Stichprobe von Neugeborenenurinen abbilden, muss dies anhand von

Simulationen durchgeführt werden, um möglichst viele Erkrankungen abzubilden. Durch die

Quantitativität der Protonen-Spektren (vgl. Anhang B) ist es möglich, durch numerisches

Abbildung 7.13 – Darstellung des numerischen Spikings der NMR-Spektren anhand von
Phenylalanin und 2-Hydroxy-Isovaleriansäure. (A): Spektren der Reinsubstanzen; (B): Nu-
merisches Spiking zu einem NMR-Spektrum eines Urins von 0 mmol/molKreatinin bis 100
mmol/molKreatinin; (C): Numerisches Spiking vor dem Hintergrund der natürlichen Variabi-
lität der nicht-auffälligen NMR-Spektren.



KAPITEL 7. ERGEBNISSE 117

Spiking die Präsenz von Metaboliten in beliebiger Konzentration zu simulieren. Dazu wur-

den von elf Metaboliten, die in Bezug zu Stoffwechselerkrankungen stehen [EMH+07], Rein-

spektren bei gleicher Feldstärke und gleichen Akquisitionsparametern gemessen. Durch die

quantitative Ermittlung des Kreatinins und der Signalintensitäten der Resonanzen der Rein-

substanzen, kann durch gewichtete Addition beider Spektren jede beliebige Molarität der

Substanz bezüglich des Kreatinins eingestellt werden. Dieses Verfahren wird in Abbildung

7.13 veranschaulicht: Für die Metabolite Phenylalanin und 2-Hydroxy-Isovaleriansäure sind

jeweils in (A) die Reinspektren dargestellt. Das numerische Spiking dieser Verbindungen zu

einem Urinspektrum zeigen die Abbildungen (B). Die Schwierigkeit der ungezielten Detektion

vor dem Hintergrund der natürlichen Variabilität in diesen spektralen Bereich wird in den

Abbildungen (C) veranschaulicht.

Die elf Verbindungen Orotsäure, Phenylalanin, 2-Hydroxy-Isovaleriansäure, Carnitin, Acetyl-

Carnitin, 3-Methyl-2-Oxovaleriansäure, 3-Hydroxy-Isovaleriansäure, 2-Oxo-Isovaleriansäure,

Malonsäure, Isovaleryl-Glycin und Isovaleriansäure wurden jeweils in 71 Konzentrationen zu

den nicht auffälligen Urinspektren numerisch gespiked: 0, 5, 10, 15, 20, 25, 30, 35, 40, 45, 50,

55, 60, 65, 70, 75, 80, 85, 90, 95, 100, 105, 110, 115, 120, 125, 130, 135, 140, 145, 150, 155,

160, 165, 170, 175, 180, 185, 190, 195, 200, 210, 220, 230, 240, 250, 260, 270, 280, 290, 300,

310, 320, 330, 340, 350, 360, 370, 380, 390, 400, 410, 420, 430, 440, 450, 460, 470, 480, 490 und

500 mmol/molKreatinin. Um ebenfalls den Einfluss der ionischen Matrix zu simulieren, wur-

den auf die Signalpositionen der Reinsubstanzspektren eine normalverteilte Unsicherheit mit

0 50 100 150 200 250

20%

40%

60%

80%

100%

D
et

ek
tio

ns
qu

ot
e 

al
s 

A
us

re
iß

er

mmol/mol Kreatinin

Phenylalanin

 165

 95%

0 20 40 60 80 100 120

20%

40%

60%

80%

100%

D
et

ek
tio

ns
qu

ot
e 

al
s 

A
us

re
iß

er

mmol/mol Kreatinin

2−Hydroxy−Isovaleriansäure

 93

 95%

Abbildung 7.14 – Detektionsquoten in Abhängigkeit der gespikten Konzentrationen von
Phenylalanin und 2-Hydroxy-Isovaleriansäure.
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0.3Hz Standardabweichung addiert (für die Standardabweichung der Alanin-Position wur-

den bei der Quantifikation 0.28Hz ermittelt). Die resultierenden 11 × 71 × 614 = 479.534

Spektren wurden mit denselben Parametern bucketiert und mit den ermittelten Parametern

transformiert. Bei der nun durchgeführten Ausreißeranalyse wird für jedes Spektrum und für

jede Verbindung die minimale, gespikte Konzentration ermittelt, bei der das Spektrum als

Ausreißer in der Bucketmatrix identifiziert wird. Dadurch lassen sich für definierte Detekti-

onsquoten die dazu entsprechenden Konzentrationen der Metabolite ermitteln, bei denen die

jeweiligen Verbindungen ungezielt zur Detektion als Ausreißer in der Bucketmatrix führen.

Für die Metabolite Phenylalanin und 2-Hydroxy-Isovaleriansäure sind die Konzentrationen (in

mmol/molKreatinin) in Abhängigkeit der Detektionsquote in Abbildung 7.14 dargestellt. Für

Phenylalanin führt eine Konzentration von 165 mmol/molKreatinin zu einer Detektionswahr-

scheinlichkeit von 95% - bei 2-Hydroxy-Isovaleriansäure bereits 93 mmol/molKreatinin. Die Un-

terschiede sind in der natürlichen Variabilität der Urinspektren in den jeweiligen chemischen

Verschiebungen begründet. Sind in einem Bereich wenige Signale in geringer Konzentration

anderer Verbindungen zu finden, so erhöht sich die ungezielte Detektionswahrscheinlichkeit

für atypische Verbindungen.

In Tabelle 7.4 sind für die Detektionsquoten 50%, 75%, 90% und 95% die dazu entsprechenden

Konzentrationen in mmol/molKreatinin für die elf gespikten Metabolite angegeben.

Detektionsquote

Metabolit 50% 75% 90% 95%

Orotsäure 167 170 173 174

Phenylalanin 131 143 157 165

2-Hydroxy-Isovaleriansäure 82 87 90 93

Carnitin 72 76 80 82

Acetyl-Carnitin 98 126 154 176

3-Methyl-2-Oxovaleriansäure 193 215 233 247

3-Hydroxy-Isovaleriansäure 138 158 195 229

2-Oxo-Isovaleriansäure 90 96 99 102

Malonsäure 130 141 152 159

Isovaleryl-Glycin 145 151 156 160

Isovaleriansäure 214 220 227 229

Tabelle 7.4 – Konzentrationen (in mmol/molKreatinin) zu verschiedenen Detektionsquoten
für die elf gespikten Metabolite. Beispielsweise wird eine Carnitin-Konzentration von 82
mmol/molKreatinin in 95% aller Fälle als auffällig charakterisiert.
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7.4 Bestimmung multivariater Toleranzbereiche

Die in den letzten Abschnitten dargestellten Ergebnisse beruhen auf einer univariaten Da-

tenanalyse, auch wenn mehrere Variablen parallel betrachtet wurden. Durch die iterative

Anwendung der Transformation und der Verwendung der Šidák-Korrektur könnte man das

Verfahren als
”
pseudo-multivariat“ betrachten. In diesem Abschnitt wird die Anwendbarkeit

des Verfahrens auf den im Abschnitt 3.6 definierten, multivariaten Verteilungsmaßen, der

Mahalanobis-Distanz T 2 und der orthogonalen Distanz OD, illustriert. Dieser pragmatische

Ansatz dient zur Bestimmung von multidimensionalen Toleranzbereichen zur Bewertung von

weiteren, unabhängigen Daten und verfolgt nicht das Ziel, multivariate Ausreißer innerhalb

der Modelldaten robust zu bestimmen. Es wurde gezeigt, dass die univariate Datenanalyse

bereits mindestens die signifikanten Ausreißer detektiert. Der Ausschluss dieser Beobachtun-

gen verringert eine signifikante Verzerrung der Ergebnisse des Einsatzes der im Folgenden

verwendeten, nicht-robusten multivariaten Methoden. Dabei ist die Verwendung der transfor-

mierten Daten eine zwingende Voraussetzung: Die nun normalverteilten Ausgangsvariablen

zeigen auch symmetrische multivariate Verteilungen (vgl. Abbildung 7.6), die für eine sinn-

volle Bewertung durch Mahalanobisdistanzen notwendig sind.

In Abbildung 7.15 sind die Verteilungen der abhängigen und unabhängigen quadrierten Ma-

halanobisdistanz für eine normalverteilte Stichprobe x ∼ N(0,Σ) mit n = 600 Beobachtungen

der Dimension m = 479 und Σ = 1m×m dargestellt. Für die Kreuzvalidierung wurden k = 10

Schritte gewählt, sodass jeweils 540 Beobachtungen das Modell repräsentieren. Die empirische

Verteilung der Mahalanobisdistanz der Modelldaten ist in (A) dargestellt und bestätigt die

in Gleichung 3.1 beschriebene Beta-Verteilung. Abbildung (B) zeigt die empirische Vertei-

lung der jeweils unabhängigen Testdaten im Vergleich zur F -Verteilung aus Gleichung 3.2. In

den Abbildungen (C) und (D) sind die dazu entsprechenden Ergebnisse der Anwendung auf

die transformierte, ausreißerbereinigte Bucketmatrix dargestellt (nach Kapitel 7.2.1 konnten

m = 479 Variablen in eine Normalverteilung überführt werden). Für die Vergleichbarkeit und

einer gleichmäßigen Unterteilung in k = 10 Testdaten wurden aus den 614 verbleibenden Be-

obachtungen n = 600 ausgewählt. Diese empirischen Verteilungen folgen offensichtlich nicht

der Beta- bzw. F -Verteilung aus Gleichungen 3.1 und 3.2, was ein Indiz dafür ist, dass die

transformierte Bucketmatrix nicht multivariat-normalverteilt ist. Da die zugrundeliegenden

Verteilungen nicht bekannt sind, wird die in dieser Arbeit vorgestellte Transformationsfamilie

auf die empirischen Verteilungen angewendet. Beide Verteilungen können in eine Normalver-
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Abbildung 7.15 – Empirische Verteilungen der Mahalanobisdistanzen: (A) Anwendung auf
die Modelldaten einer normalverteilten Stichprobe; (B) Anwendung auf unabhängige Testda-
ten einer normalverteilten Stichprobe; (C) und (D) zeigen diese Verteilungen auf den bucke-
tierten NMR-Daten.

teilung überführt werden und die ermittelten Dichtefunktionen sind in (C) und (D) dargestellt.

Mit Hilfe der Transformationen können nun wiederum multivariate Ausreißer identifiziert wer-

den, auch wenn diese Methode als
”
pseudo-robust“ beschrieben werden muss, da sowohl die

Mittelwerte als auch die Kovarianzmatrizen nicht-robust geschätzt sind, und darüber hinaus

keine multivariate Normalverteilung garantiert werden kann.

Dieses Konzept wird im Folgenden auf die in Abschnitt 3.6 definierten Distanzmaße ange-

wendet. Aufgrund der Orthogonalität der Signale der NMR-Spektren, zeigen abweichende

Konzentrationen von Metaboliten in der Regel lokale Deformationen der Spektren. Daher
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Abbildung 7.16 – Schematische Darstellung der Erzeugung von lokalen PCA-Modellen. Die
in der univariaten Analyse identifizierten Ausreißer sind grau und die unauffälligen Spektren
mit gleichverteilten Farben dargestellt.

ist es sinnvoller, mehrere lokale multivariate Modelle zu definieren, als ein Modell, welches

die gesamte transformierte Bucketmatrix BT ∈ R614×479 beschreibt. Dazu werden im Folgen-

den 47 Hauptkomponentenmodelle aus jeweils m = 10 konsekutiven Variablen generiert. Die

lokale Betrachtung von ca. 55 Hz definiert hierbei ein adäquates spektroskopisches Fenster

(in Abbildung 7.16 ist diese Vorgehensweise und Fensterbreite schematisch dargestellt). Um

die Dimensionalitäten zu fixieren, werden jeweils p = 7 Dimensionen für die Mahalanobisdi-

stanz T 2 und die restlichen drei für die dazu orthogonale euklidische Distanz OD verwendet.

Durch eine Kreuzvalidierung in k = 20 Schritten entstehen somit 2 × 47 = 94 Verteilungen

und mittels der angewendeten Transformation 94 Toleranzbereiche. Das definierte globale

Signifikanzniveau von α = 0.005 wird entsprechend der Šidák-Korrektur auf diese 94 Maße

verteilt.

Durch die iterative Anwendung der Transformation (jeweils zwei Iterationen) können sämt-

liche 94 Verteilungen in Normalverteilungen überführt werden, und es werden 23 zusätzliche

multivariate Ausreißer identifiziert. Zusammen mit den 81 Ausreißern aus der univariaten

Datenanalyse sind es nun insgesamt 81 + 23 = 104 Ausreißer zu einem Signifikanzniveau von

α = 0.01.

Die Anwendung dieser multivariaten Toleranzbereiche auf die numerisch gespikten Spek-

tren zeigt einen signifikanten Anstieg der Detektionsquoten zu definierten Konzentrationen.
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Abbildung 7.17 – Kombinierte Detektionsquoten (univariate und multivariate Analyse)
in Abhängigkeit der gespikten Konzentrationen von 3-Hydroxy-Isovaleriansäure und Isovale-
riansäure.

In Abbildung 7.17 sind die kombinierten Detektionskurven für die Metabolite 3-Hydroxy-

Isovaleriansäure und Isovaleriansäure dargestellt. Für 3-Hydroxy-Isovaleriansäure sinkt die

zu einer Detektionsquote von 95% entsprechende Konzentration von 229 mmol/molKreatinin

(univariat) auf 72 mmol/molKreatinin (kombiniert). In Tabelle 7.5 sind die Ergebnisse der elf

gespikten Metabolite zusammengefasst. Für fast alle Verbindungen führt die zusätzliche mul-

tivariate Analyse zur einer signifikanten Erhöhung der Sensitivität der Detektion, ohne dabei

die Anzahl der Ausreißer innerhalb des Modelldatensatzen drastisch zu erhöhen.

Detektion - univariat Detektion - kombiniert

Metabolit 50% 75% 90% 95% 50% 75% 90% 95%

Orotsäure 167 170 173 174 40 66 111 147

Phenylalanin 131 143 157 165 117 129 139 149

2-Hydroxy-Isovaleriansäure 82 87 90 93 60 70 75 78

Carnitin 72 76 80 82 27 35 44 50

Acetyl-Carnitin 98 126 154 176 44 56 67 74

3-Methyl-2-Oxovaleriansäure 193 215 233 247 92 114 143 152

3-Hydroxy-Isovaleriansäure 138 158 195 229 24 34 54 72

2-Oxo-Isovaleriansäure 90 96 99 102 89 95 98 100

Malonsäure 130 141 152 159 93 104 115 123

Isovaleryl-Glycin 145 151 156 160 92 117 130 135

Isovaleriansäure 214 220 227 229 46 64 89 106

Tabelle 7.5 – Einfluss der kombinierten Toleranzbereiche (univariat und multivariat) auf
die Konzentrationen (in mmol/molKreatinin) zu verschiedenen Detektionsquoten für die elf
gespikten Metabolite.



Kapitel 8

Diskussion und Ausblick

Das in dieser Arbeit vorgestellte Verfahren dient der robusten Ermittlung von Verteilungs-

funktionen, Toleranzbereichen und Identifikation von Ausreißern für eindimensionale Stich-

proben von unbekannten Verteilungen. Mittels der in Kapitel 4 beschriebenen Familie von

Transformationsfunktionen werden die Stichproben in korrespondierende normalverteilte

Stichproben transformiert, mit dem Ziel, in dieser normalverteilten Perspektive Ausreißer

sicher und robust detektieren zu können. Beispielsweise kann eine hinreichend große, log-

normalverteilte Stichprobe mit einer signifikanten Anzahl von Ausreißern nicht durch eine

monotone Transformation in eine Normalverteilung überführt werden: Nur die Log-Trans-

formation würde den log-normalverteilten Teil der Stichprobe in eine Normalverteilung über-

führen, und die Ausreißer würden diese Verteilung zwangsläufig stören.

Die verwendete Transformationsfamilie bildet eine Einschränkung für die Menge der transfor-

mierbaren Stichproben. Es lassen sich genau genommen nur Zufallsvariablen transformieren,

die eine Dichteverteilung gemäß Gleichung 4.20 besitzen - allein die Anwendung auf Stichpro-

ben mit begrenzter Größe entschärft diese Situation. Die beschriebene Transformationsfamilie

wurde in der Form ausgewählt, dass sie den möglichst einfachsten Übergang zwischen Normal-

verteilung und Log-Normalverteilung beschreibt und dabei den Anforderungen aus Kapitel 3.2

genügt. Dieser pragmatische Ansatz muss jedoch nicht in allen Fällen zum Erfolg führen oder

gar die Realität beschreiben - auch andere Transformationen oder größere Transformationsfa-

milien sind denkbar. Die Verteilung der erreichten minimalen p-Werte bei der Transformation

der gesamten Bucketmatrix (Abbildung 7.9, 50% größer als 0.8) lässt jedoch vermuten, dass

auch signifikant größere Stichproben von Neugeborenenurinen transformierbar gewesen wären.

Die geforderten Bedingungen, die die maximale Anzahl von Extrempunkten und Wendepunk-

123
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ten der Dichtefunktionen angeben, können prinzipiell auch entschärft werden. Bei dem Ziel,

Dichtefunktionen und Toleranzbereiche zu definieren, sind auch strukturzerstörende Transfor-

mationen denkbar, die beispielsweise mehrere Maxima (und dadurch auch Minima) aufweisen.

Die verwendete Transformationsfamilie und vor allem die erweiterte Transformationsfamilie

nach Anhang A sind bereits in der Lage, Dichtefunktionen mit zwei Maxima zu beschreiben.

Die hohen Korrelationen der durch Bucketierung erzeugten NMR-Variablen lässt vermuten,

dass die verwendete Šidák-Korrektur zur Ermittlung der Toleranzbereiche der einzelnen Va-

riablen zum Erreichen eines globalen Signifikanzniveaus (vgl. Kapitel 7.2.1) wahrscheinlich

zu defensiv gewählt ist. Andere Methoden zur Bestimmung dieser Korrekturen könnten diese

Lücke schließen. In [Sha95] wird eine Übersicht über die Entwicklungen im Bereich
”
Multiple

Hypothesentests“ gegeben. In weiteren Studien könnte die Anwendbarkeit dieser Methoden

auf den hier vorliegenden Fall überprüft werden.

Bei dem derzeit durchgeführten Neugeborenenscreening zur Detektion von angeborenen Stoff-

wechselerkrankungen werden gezielte Analysen auf definierte Metabolite ausgeführt, um die

Rate der falsch-positiven Erkennung zu minimieren [fNe10]. Auch aus diesem Grund sind

weitere Analysen auf den Proben oder die Weitergabe von zusätzlichen Erkenntnissen strikt

untersagt, auch wenn potentiell dadurch andere als die zu untersuchenden Erkrankungen nicht

berücksichtigt bzw. gemeldet werden. Das hier vorgestellte Verfahren hat genau das Gegen-

teil zur Aufgabe, nämlich die ungezielte Detektion von Erkrankungen. Durch die Definition

von Toleranzbereichen für das gesamte NMR-Profil, können selbst Abweichungen detektiert

werden, nach denen nicht explizit gesucht wurde. Sogar abweichende Konzentrationen von

Metaboliten, deren Rolle im Metabolismus noch nicht studiert wurde, würden auffallen. Mit

solchen Mechanismen ist es nun prinzipiell möglich, auch Dutzende andere Stoffwechselerkran-

kungen, und vor allem selten studierte zu erkennen und dadurch auch behandeln zu können.

Das ursprüngliche Projektdesign sah vor, repräsentative Neugeborenenurine zu messen und

Toleranzbereiche aufzustellen, die es ermöglichen, angeborene Stoffwechselerkrankungen si-

cher zu detektieren und dabei gleichzeitig Neugeborene ohne Stoffwechseldefekt auch als solche

zu klassifizieren. Die Anzahl der detektierten Ausreißer innerhalb der repräsentativen Modell-

urine von ca. 12% zeigt allerdings die Kehrseite: Auch Abweichungen, die nicht explizit von

Stoffwechselerkrankungen erzeugt sind, werden erkannt. Diese können andere Erkrankungen

aufzeigen, aber auch beispielsweise bakterielle Kontamination oder andere äußere Einflüsse

wie die Verwendung von Hautcremes. Beim Einsatz eines solchen ungezielten Verfahrens ist
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es daher zwingend notwendig, die detektierten Abweichungen durch Experten zu interpretie-

ren oder, zumindest teilweise, durch ein automatisiertes Expertensystem bewerten zu lassen,

um die Falsch-Positiv-Rate zu minimieren. Ein solches Expertensystem könnte beispielsweise

eine Mustererkennung mit bekannten Abweichungen durchführen, um diese zu klassifizieren.

Des Weiteren könnte ein Abgleich mit einer Spektrendatenbank [Bru07] stattfinden, um den

abweichenden Signalen Verbindungen zuzuordnen, was dem Experten bei der Interpretation

substanziell hilft.

Gemessen an der Detektionsgrenze des verwendeten NMR-Experiments (dieses ist signifikant

abhängig von der jeweiligen Verbindung, der Kreatinin-Konzentration und der chemischen

Umgebung und liegt in etwa zwischen 1 mmol/molKreatinin und 50 mmol/molKreatinin) erschei-

nen einige der durch Spiking-Simulation ermittelten Detektions-Konzentrationen für atypische

Verbindungen relativ hoch (z.B. 147 mmol/molKreatinin für 95%ige Detektion von Orotsäure,

vgl. Tabelle 7.5). Diese Konzentrationen beschreiben allerdings die ungezielten Detektions-

grenzen und nicht die allgemeinen, gezielten Detektionsgrenzen, wenn diese Metabolite expli-

zit quantifiziert worden wären. Die gezielte Suche und Quantifikation nach Orotsäure würde

beispielsweise bereits eine Konzentration von 20 mmol/molKreatinin sicher detektieren: In Ab-

bildung 8.1 sind die Quantifikationsergebnisse für Orotsäure für die gespikten Konzentrationen

0 mmol/molKreatinin (keine Zugabe, Originalspektren) und 20 mmol/molKreatinin dargestellt.

Bei 99% der Originalspektren wird eine maximale Konzentration von 8 mmol/molKreatinin

detektiert, welche hier dem Detektionslimit entspricht, da diese Spektren keine detektierbare

Konzentration von Orotsäure zeigen (die ermittelten Konzentrationen entstehen durch das
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Abbildung 8.1 – Gezielte Analyse (Targeted Analysis) von Orotsäure. Eine Konzentration
von 20 mmol/molKreatinin kann sicher detektiert werden.



126 KAPITEL 8. DISKUSSION UND AUSBLICK

Rauschen). Eine gespikte Konzentration von 20 mmol/molKreatinin wird bei über 99% der

Spektren mit über 14 mmol/molKreatinin angegeben, sodass diese Konzentration bereits si-

cher detektiert werden kann. Solche zielgerichteten Analysen können nun für alle bekannten

Metabolite definiert werden.

Eine weitere Möglichkeit für die Erhöhung der gezielten und ungezielten Detektionsgrenzen

stellt die Betrachtung weiterer NMR-Experimente dar. Das J-Resolved-Experiment (JRES,

[BKB98]) ist ein schnelles 2D-Experiment, das mit einer Experimentzeit von wenigen Mi-

nuten auch im Screening einsetzbar ist. Bei diesem Experiment werden die Kopplungen der

Signale in die zweite Achse gedreht, sodass in dieser Ansicht Überlappungen von Signalen

weiter minimiert und sensitivere Detektionsgrenzen ermöglicht werden. Abbildung 8.2 zeigt

einen Ausschnitt eines 1D-NMR-Spektrums eines Urins und das dazu entsprechende JRES-

Spektrum. Der Informationsgewinn durch die zweite Dimension, vor allem bei der Zuordnung

der Signale, ist offensichtlich.

Die in dem Kapitel 7.4 vorgestellte Vorgehensweise zur Bestimmung multivariater Toleranz-

bereiche auf Basis der Mahalanobisdistanz der transformierten Stichproben zeigt eine signi-

fikante Verbesserung der erreichten Teststärke bezüglich der Detektion von abweichenden

Metabolitkonzentrationen, ohne dabei erheblich mehr Ausreißer innerhalb des Modelldaten-

satzes zu erzeugen. Durch die multivariate Perspektive und die Verwendung lokaler Modelle

1.922.12.22.32.42.52.6

−15

−10

−5

0

5

10

15

[ppm]

[H
z]

Abbildung 8.2 – 1D- und JRES-Spektrum eines Neugeborenenurins.
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wird eine Art
”
Mustererkennung“ auf den jeweiligen spektralen Bereichen erzeugt. Muster,

in diesem Fall Signalstrukturen von atypischen Verbindungen, die nicht durch das Modell

repräsentiert werden, können dadurch schneller detektiert werden, als durch die alleinige uni-

variate Analyse. Es ist zu vermuten, dass sich durch vertieftere Arbeiten auf diesem Gebiet,

die Sensitivität der Modelle noch einmal wesentlich verbessern lässt. Dabei wäre z.B. der Ein-

fluss der Größe der lokalen Modelle oder die Erweiterung auf hierarchische Modellstrukturen

zu untersuchen. Des Weiteren können hier auch verbesserte Verfahren der multivariaten, ro-

busten Statistik zum Einsatz kommen, welche die Eigenschaften der hier vorliegenden Daten

abbilden können: hohe Anzahl von Variablen, keine multivariate Normalverteilung, kontami-

nierende und ausreißende Stichproben und unbekannte Anzahl der latenten Faktoren.

Es wurde gezeigt, dass mit dem vorgestellten Verfahren univariate und multivariate Toleranz-

bereiche, ohne jegliches Vorwissen über die Verteilungen oder Art der Konzentrationsdaten,

mathematisch fundiert und ohne manuelle Interaktion ermittelt werden können. Erste Anwen-

dungen auf anderen Datensätzen zeigen, dass die verwendete Transformationsfamilie und der

Algorithmus nicht speziell auf NMR-Daten von Urinen zugeschnitten sind. Ähnliche Frage-

stellungen ergeben sich beispielsweise auch beim Screening von Lebensmitteln wie Fruchtsaft,

Milch bzw. Milchpulver oder Wein. In diesen Anwendungsgebieten liegt der Fokus auf der

Detektion von Verfälschungen, unerlaubten Produktionstechniken, Verschnitten oder verdor-

benen Proben [LHF+09,SSH+09,SSR+09].
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Anhang A

Verallgemeinerung der

Transformationsfamilie

Die in Gleichung 4.14 eingeführte, erweiterte Transformationsfamilie zur Beseitigung der

rechtseitigen Konvergenz für λ < 0 kann noch verallgemeinert werden. In Anlehnung an die

Dual-Power-Transformationsfamilie aus Abschnitt 3.3.5 kann der Erweiterungsterm log(x) all-

gemeiner durch bcζ(x) mit 0 ≤ ζ ≤ 1 ersetzt werden. Diese Transformationsfamilie bc3λ,δ,ζ(x)

definiert sich nun zu

bc3λ,δ,ζ(x) =





xλ − 1

λ
λ > 0, x > δ

log(x) λ = 0, x > δ

1

2

(
xλ − 1

λ
+
xζ − 1

ζ

)
λ < 0, ζ > 0, x > δ

1

2

(
xλ − 1

λ
+ log(x)

)
λ < 0, ζ = 0, x > δ

lλ,δ,ζ(x) x ≤ δ

(A.1)

wobei die linksseitige Erweiterung lλ,δ,ζ(x) entsprechend angepasst wird, sodass diese Fort-

setzung weiterhin stetig differenzierbar bleibt.

Allerdings lassen sich durch diese Transformationsfamilie auch Dichtefunktionen generieren,

die den geforderten Annahmen aus Abschnitt 3.2 widersprechen. Beispielsweise führt die Pa-

rameterwahl λ = −6, ζ = 1, ξ = 0 und σ = 1 zu einer Dichtefunktion mit vier Wendepunkten.

Darüber hinaus entsteht eine Beeinflussung der Parameter λ und ζ: In der ursprünglichen

Transformationsfamilie von Box-Cox (Gleichung 4.1) ist der Parameter λ ein Maß für die
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verwendete Biegung: Je kleiner λ (für λ < 1), umso stärker ist die konkave Biegung der

Transformationsfunktion bcλ(x) (λ = 1: keine Biegung, λ < 1: konkave Biegung, λ > 1: kon-

vexe Biegung). Durch Einführung des zweiten Summanden in Gleichung A.1 spielt nun auch

ζ eine Rolle bei der Bewertung der Biegung. Für ein λ < 0 kann durch Wahl von 0 ≤ ζ ≤ 1

diese Biegung zu einem gewissen Grad zurückgenommen werden. Dies erzeugt einen laten-

ten Freiheitsgrad bei der Optimierungssuche, da für ein ε > 0 die Transformationsfunktion

bc3λ−ε,δ,ζ+ε(x) sich nur marginal von bc3λ,δ,ζ(x) unterscheidet. Die Stärke der Biegung kann

somit durch Veränderungen von λ und/oder ζ verändert werden. Abbildung A.1 zeigt dieses

Verhalten für zwei ausgewählte Stichproben einer Log-Normalverteilung (jeweils n = 1000):

Für die Parameter −0.3 ≤ λ ≤ 0 und 0 ≤ ζ ≤ 0.3 sind die resultierenden p-Werte für H0 des

Shapiro-Wilk-Tests nach Anwendung der Transformation y = bc3λ,δ=0.05,ζ(x) dargestellt. Es

zeigt sich eine Abhängigkeit der beiden Parameter λ und ζ und ein Plateau in der Zielfunkti-

on. Außerdem ist für λ > 0 der Parameter ζ nicht existent, was zu Konfusionen während der

Optimierung führen kann, da diese Abhängigkeit durch den verwendeten Algorithmus nicht

definiert werden kann.

Aus diesen Gründen wurde diese Verallgemeinerung nicht eingesetzt.
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Abbildung A.1 – Darstellung der p-Werte für H0 des Shapiro-Wilk-Tests für die Transfor-
mationen von zwei ausgewählten Stichproben einer Log-Normalverteilung mit n = 1000. Die
Abhängigkeit der Parameter λ und ζ demonstriert die Gegenläufigkeit ihrer Effekte bei der
Transformation.



Anhang B

1H-NMR Quantifikation

Eine besondere Stärke der 1H-NMR ist die Quantitativität der aufgenommenen Spektren:

Jedes Proton, unabhängig von Molekül oder chemischer Umgebung, generiert im Spektrum

die gleiche Fläche. Dies ermöglicht die simultane Bestimmung von Konzentrationen für eine

Vielzahl von Verbindungen - ohne jede einzelne kalibrieren zu müssen. Im Rahmen dieser

Arbeit wurden MatLab-Funktionen zur Identifikation und Quantifikation von 22 Metaboliten

aus den Urinspektren der 695 Neugeborenen entwickelt, deren Prinzip im Folgenden skizziert

wird.

2.52.62.72.82.93
1H, Chemische Verschiebung δ [ppm]

Kreatinin

Kreatin

2OGA

TMA DMA
Citronensäure (CITA)

Abbildung B.1 – Ausschnitt eines 1H-NMR-Spektrums eines Neugeborenenurins (ca. 6%
des gesamten Profils)
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B.1 Identifikation der Signale

Im ersten Schritt der Quantifikation müssen die Signale des 1H-NMR-Spektrums den dazu

entsprechenden Molekülen zugeordnet werden. Diese Identifikation erfolgte über die Referenz-

spektrenbank für kleine Moleküle BBIOREFCODE [Bru07] der Bruker BioSpin GmbH mit

über 600 verfügbaren Verbindungen bei pH=7. Es konnten 22 Metabolite identifiziert wer-

den, die in jedem der 695 Spektren detektierbar und quantifizierbar sind (vgl. Tabelle 7.1).

In Abbildung B.1 sind ca. 6% eines 1H-NMR-Spektrums eines typischen Neugeborenenurins

dargestellt und die Signale von Kreatinin, Kreatin, 2-Oxoglutarsäure (2OGA), Trimethylamin

(TMA), Dimethylamin (DMA) und der Citronensäure (CITA) zugeordnet.

B.2 Referenz-Dekonvolution

Da die meisten Signale in Urinspektren durch Überlagerungen von anderen Signalen nicht

frei stehen, können sie nicht über eine einfache spektrale Integration quantifiziert werden.

Die erwartete Signalform einer funktionellen Gruppe (z.B. Singulett, Dublett oder Triplett)

muss dem Spektrum in diesem Bereich angepasst (gefittet) und abgezogen werden, sodass

andere Signale nicht mit-integriert werden. Als typische Signalform eines Singuletts s(x) wird

in der NMR eine Linearkombination aus einer Lorentz-Kurze l(x) und einer Gauss-Kurve g(x)

angenommen [BHMB00]1:

s(x) = η · l(x) + (1− η) · g(x) (B.1)

mit

l(x) =
1

1 +

(
x− x0

0.5 · w

)2 und g(x) = exp

(
− log(2) ·

(
x− x0

0.5 · w

)2
)

wobei x0 das Zentrum des Signals, w die Halbwertsbreite und η den Anteil der Lorentzfunktion

beschreiben (0 ≤ η ≤ 1).

Diese angestrebte, symmetrische Signalform kann durch die automatische NMR-Messung

nicht immer gewährleistet werden. Ist durch das Shimmen2 kein perfekt homogenes Magnet-

feld innerhalb der Probe erreicht worden, so zeigen sämtliche Signale die gleichen, oftmals

asymmetrische Verzerrungen. Diese Störungen wirken demnach als ein Filter für das resultie-

1Dies stellt eine Approximation zur eigentlichen Signalform dar, die der Faltung einer Lorentz-Funktion
und einer Gauss-Funktion entspricht (Voigt-Funktion) [BHMB00].

2Die Beseitigung von Inhomogenitäten des Magnetfeldes wird als
”
Shimmen“ bezeichnet. Hierbei werden

Ströme in zusätzlichen Shim-Spulen erzeugt, die dadurch diese Inhomogenitäten kompensieren.
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Abbildung B.2 – Referenz-Dekonvolution anhand des TSP-Signals bei 0 ppm.

rende NMR-Spektrum s(x). Es gilt für das störungsfreie, optimale Spektrum ŝ(x) und den

Störfilter o(x)

s(x) = ŝ(x) ∗ o(x)

bzw. für die Fourier-Transformierten

F[s(x)](iω) = F[ŝ(x)](iω) · F[o(x)](iω).

Das störungsfreie Spektrum ŝ(x) kann demnach über

F[ŝ(x)](iω) =
F[s(x)](iω)

F[o(x)](iω)

berechnet werden, falls die Übertragungsfunktion F[o(x)](iω) des Störfilters bekannt ist. Diese

lässt sich jedoch aus dem frei-stehenden TSP-Signal bei 0 ppm ermitteln. In diesem lokalen

Bereich des Spektrums entspricht das gemessene TSP-Signal nun s(x) und das optimale Si-

gnal ŝ(x) kann durch den Fit eines symmetrisch-generierten TSP-Signals zu dem gemessenen

Signal approximiert werden. Daraus lässt sich nun die Übertragungsfunktion des Störfilters

ermitteln, welche dann schließlich auf das gesamte Spektrum angewendet werden kann. Dieser

Vorgang wird Referenz-Dekonvolution genannt [MLW00]. In Abbildung B.2 ist diese Symme-

trisierung der NMR-Signale anhand des TSP-Signals dargestellt. Die linke Abbildung zeigt

das gemessene, asymmetrische TSP-Signal und die rechte Abbildung das Signal nach der

Referenz-Dekonvolution. Von nun an können sämtliche Signale im Spektrum als symmetrisch
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angenommen und nach Gleichung B.1 beschrieben werden.

B.3 Bestimmung des optimalen Fits

Die eigentliche Quantifikation erfolgt durch die Bestimmung eines optimalen Fits einer Re-

ferenzsignalform an das entsprechende Signal im NMR-Spektrum. Dabei entstehen für das

Referenzsignal r(x) eine Reihe von Freiheitsgraden, die es zu optimieren gilt. Zunächst ist die

exakte Signalposition x0 eines Signals nicht konstant und kann durch die ionische Matrix der

Probe (z.B. pH-Wert) zum Teil signifikant variieren [Sch07]. Des Weiteren sind die Halbwerts-

breite w, das Gauss-Lorentz-Verhältnis η und, für ein Signal mit Kopplungen (z.B. Dublett

oder Triplett), die Kopplungskonstante J zu bestimmen (dabei zeigt J nur sehr geringe Va-

riationen – ein guter Startwert kann anhand von Spektrenbanken ermittelt werden [Bru07]).

Der optimale Fit rx0,w,η,J(x) wird durch die Minimierung von

e = min
x0,w,η,J

{|rx0,w,η,J(x)− s(x)|2}

bezüglich der Signalparameter x0, w, η und J ermittelt (vgl. Abbildung B.3).

Den Fall r(x) > s(x) gilt es dabei möglichst zu vermeiden, da dadurch eine Überschätzung der

Konzentration erfolgt. Dies lässt sich durch eine stärkere Gewichtung dieser Abweichungen

f · |rx0,w,η,J(x)− s(x)|2r(x)>s(x) mit einem Faktor f > 1 realisieren.

Bei der Quantifikation von Verbindungen speziell in Urinen muss zudem berücksichtigt wer-

0.9850.990.99511.0051.011.015
chemische Verschiebung [ppm]

x0

w

J

 

 

η = 0

η = 0.5

2.42.422.442.462.48
chemische Verschiebung [ppm]

x0 = 2.447 ppm
w = 1.4Hz
η = 0.47
J = 6.9Hz

 

 

s(x)

rx0,w,η,J (x)

Abbildung B.3 – Aufbau eines Referenzsignals (Triplett) mit Position x0, Halbwertsbrei-
te w, Gauss-Lorentz-Verhältnis η und Kopplungskonstante J (links). Die rechte Abbildung
zeigt den optimalen Fit des Tripletts der 2-Oxoglutarsäure bei 2.45 ppm im Spektrum eines
Neugeborenenurins.
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den, dass durch die Vielzahl von vorhandenen Verbindungen, die zum Spektrum beitragen,

einige Signale nicht auf der Basislinie des Spektrums stehen. Dieser Untergrund muss für

eine verlässliche Quantifikation der einzelnen Signale entweder vorher abgezogen oder durch

einen zusätzlichen konstanten oder linearen Term in Gleichung B.1 kompensiert werden. Das

verwendete Verfahren wurde jeweils in Abhängigkeit der zu quantifizierenden Verbindung

gewählt.

Die Bestimmung des optimalen Fits wurde in MatLab mit der Funktion fminsearchbnd

[Pur07] realisiert. In Abbildung B.4 sind zu einem Spektrum die Ergebnisse der optimalen

Fits für Kreatinin und Kreatin dargestellt. Für die Konzentrationsbestimmung wird die Fläche

des berechneten Fits I =

∫
r(x) ermittelt und verwendet.

B.4 Bestimmung der Konzentration

Aufgrund der Quantitativität des NMR-Spektrums können nun durch die ermittelten Flächen

die jeweiligen Konzentrationen bestimmt werden. Für die Konzentration C einer Verbindung

gilt nun

C = c · I
n

mmol/L (B.2)

Abbildung B.4 – Quantifikation von Kreatinin und Kreatin durch Bestimmung der opti-
malen Fits von Referenzsignalformen.
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wobei I das Integral der quantifizierten funktionellen Gruppe und n die Anzahl der Protonen

zu dieser Gruppe bezeichnen. Die Konzentrationskonstante c (in [mmol/L]) gilt für jedes

Signal und repräsentiert die Fläche eines Protons bei einer Konzentration von 1 mmol/L im

Spektrum.

Die Konstante c kann durch die bekannte Konzentration des TSP-Signals ermittelt werden.

Die Fläche I2 des TSP-Signals wird von n2 = 9 Protonen generiert und repräsentiert eine

Konzentration C2 = 0.5814 mmol/L (100 mg/L TSP mit einer molaren Masse von 172 g/mol).

Es folgt nach Umformung von Gleichung B.2

c :=
0.5814 · 9

I2
mmol/L.

Dadurch ergibt sich die Konzentration von Kreatinin C1, ermittelt durch die Fläche I1 der

CH3-Gruppe, durch

C1 = c · I1

3
.
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NMR = 0.95⋅JAFFE + 0.23

r = 0.99

Abbildung B.5 – Vergleich der 1H-NMR Kreatinin-Quantifizierung der 695 Neugeborenen-
urine mit den Werten der Referenzmethode (Jaffé)
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Für eine exakte Bestimmung der Konzentrationen wurde außerdem der Korrekturfaktor für

die Kompensation der T1-Effekte [Sch07] ermittelt und angewandt. Aufgrund der schnellen

Akquisition (ac = 8 s pro Scan) sind die Protonen von Kreatinin und TSP nicht vollständig

relaxiert, was zu Abweichungen zwischen realen und gemessenen Konzentrationen führt. Mit

den T1-Werten für die CH3-Gruppe von Kreatinin (T1Krea = 2.8 s) und TSP (T1TSP = 3.4 s)

ergibt sich für C1 ein Korrekturfaktor cT1 von

cT1 =
1− exp(−ac/T1Krea)

1− exp(−ac/T1TSP)
≈ 1.04.

Abbildung B.5 zeigt die hohe Korrelation (r = 0.99) zwischen den resultierenden Kreatinin-

Konzentrationen mit den Werten der Referenzmethode (Jaffé, [Lar72]). Die relative Standard-

abweichung der Fehler zwischen beiden Methoden beträgt ca. 8.8%.

Die übrigen Konzentrationen werden üblicherweise in Relation zur Kreatinin-Konzentration

angegeben [PNB05] und werden über die Verhältnisse der Flächen und der Anzahl der Pro-

tonen berechnet.
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Entdeckung. Chemie in unserer Zeit, 20(6):173–177, 1986.

[GPN+93] F Y Ghauri, H G Parkes, J K Nicholson, I D Wilson, and D P Brenton. Asym-

ptomatic 5-oxoprolinuria detected by proton magnetic resonance spectroscopy.

Clin Chem, 39(6):1341–1341, Jun 1993.

[Gün92] Harald Günther. NMR-Spektroskopie. Thieme, 1992.

[Han02] A. Handl. Multivariate Analysemethoden. Statistik und ihre Anwendungen.

Springer, 2002.

[HFS+97] Elaine Holmes, Peta J.D Foxall, Manfred Spraul, R Duncan Farrant, Jeremy K

Nicholson, and John C Lindon. 750 MHz 1H NMR spectroscopy characterisati-

on of the complex metabolic pattern of urine from patients with inborn errors of

metabolism: 2-hydroxyglutaric aciduria and maple syrup urine disease. Journal

of Pharmaceutical and Biomedical Analysis, 15(11):1647 – 1659, 1997.

[HH85] J.A. Hartigan and P.M. Hartigan. The Dip Test of Unimodality. Annals of

Statistics, 13(1):70–84, 1985.

[Hin76] David Hinkley. On power transformation to symmetry. Biometrika, 63(1):218,

1976.

[HK00] N. Henze and D. Kadelka. Wahrscheinlichkeitstheorie und Statistik für Stu-

dierende der Informatik. Skript zur Vorlesung an der Universität Karlsruhe,

2000.

[Hof94] G. Hoffmann. Selective screening for inborn errors of metabolism - past, present

and future. European Journal of Pediatrics, 153:S2–S8, 1994.



LITERATURVERZEICHNIS 143

[HR09] Peter J. Huber and Elvezio M. Ronchetti. Robust Statistics. John Wiley &

Sons, NJ, 2009.

[HRV02] Mia Hubert, Peter J. Rousseeuw, and Sabine Verboven. A fast method for

robust principal components with applications to chemometrics. Chemometrics

and Intelligent Laboratory Systems, 60(1-2):101 – 111, 2002.

[HTB+09] Richard P Hopton, Elizabeth Turner, Victoria J Burley, Paul C Turner, and

Julie Fisher. Urine metabolite analysis as a function of deoxynivalenol exposure:

an NMR-based metabolomics investigation. Food Additives and Contaminants,

27(02):255–261, December 2009.

[HTF09] Trevor Hastie, Robert Tibshirani, and Jerome Friedman. The Elements of

Statistical Learning: Data Mining, Inference, and Prediction, Second Edition.

Springer Series in Statistics. Springer, 2nd ed. 2009. corr. 3rd printing 5th

printing. edition, September 2009.

[Hub85] Peter J. Huber. Projection pursuit. The Annals of Statistics, 13(2):435–475,

1985.

[IC88] R.A. Iles and R.A. Chalmers. Nuclear magnetic resonance spectroscopy in the

study of inborn errors of metabolism. Clinical Science, 74:1–10, 1988.

[JB87] C.M. Jarque and A.K. Bera. A test for normality of observations and regression

residuals. International Statistical Review, 55:163–172, 1987.

[JD80] J.A. John and N.R. Draper. An alternative family of transformations. Applied

Statistics, 29:190–197, 1980.

[KEA+03] Hector C. Keun, Timothy M. D. Ebbels, Henrik Antti, Mary E. Bollard, Olaf

Beckonert, Elaine Holmes, John C. Lindon, and Jeremy K. Nicholson. Improved

analysis of multivariate data by variable stability scaling: application to NMR-

based metabolic profiling. Analytica Chimica Acta, 490(1-2):265 – 276, 2003.

Papers presented at the 8th International Conference on Chemometrics and

Analytical Chemistry.

[Lar72] Knud Larsen. Creatinine assay by a reaction-kinetic principle. Clinica Chimica

Acta, 41:209 – 217, 1972.



144 LITERATURVERZEICHNIS

[LC06] P J Lee and P Cook. Frequency of metabolic disorders: more than one needle

in the haystack. Arch Dis Child, 91(11):879–880, Nov 2006.

[LH86] W. Lehnert and D. Hunkler. Possibilities of selective screening for inborn er-

rors of metabolism using high-resolution 1H-FT-NMR spectrometry. European

Journal of Pediatrics, 145:260–266, 1986. 10.1007/BF00439397.

[LHF+09] Dirk W. Lachenmeier, Eberhard Humpfer, Fang Fang, Birk Schütz, Peter
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[MZHN07] Anthony D. Maher, Séverine F. M. Zirah, Elaine Holmes, and Jeremy K. Ni-

cholson. Experimental and Analytical Variation in Human Urine in 1H NMR

Spectroscopy-Based Metabolic Phenotyping Studies. Analytical Chemistry,

79(14):5204–5211, 2007.

[Nik73] M.S. Nikulin. Chi-square test for normality. International Vilnius Conference

on Probability Theory and Mathematical Statistics, 2:119–122, 1973.

[Org04] World Medical Organization. WMA Declaration of Helsinki - Ethical Principles

for Medical Research Involving Human Subjects. http://www.wma.net, 2004.

[Pfa91] J. Pfanzagl. Elementare Wahrscheinlichkeitsrechnung. De Gruyter Lehrbuch.

Walter De Gruyter Incorporated, 1991.

[PGT+07] Z Pan, H Gu, N Talaty, H Chen, N Shanaiah, B E Hainline, R G Cooks,

and D Raftery. Principal component analysis of urine metabolites detected by

NMR and DESI-MS in patients with inborn errors of metabolism. Anal Bioanal

Chem, 387(2):539–549, Jan 2007.

[PLGV07] Helen Parsons, Christian Ludwig, Ulrich Gunther, and Mark Viant. Improved

classification accuracy in 1- and 2-dimensional NMR metabolomics data using

the variance stabilising generalised logarithm transformation. BMC Bioinfor-

matics, 8(1):234–249, 2007.



146 LITERATURVERZEICHNIS

[PNB05] Christopher P. Price, Ronald G. Newall, and James C. Boyd. Use of Prote-

in:Creatinine Ratio Measurements on Random Urine Samples for Prediction

of Significant Proteinuria: A Systematic Review. Clin Chem, 51(9):1577–1586,

2005.

[Pom08] Alexey L. Pomerantsev. Acceptance areas for multivariate classification derived

by projection methods. Journal of Chemometrics, 22(11-12):601–609, 2008.

[PRVW04] P V Purohit, D M Rocke, M R Viant, and D L Woodruff. Discrimination

models using variance-stabilizing transformation of metabolomic NMR data.

OMICS, 8(2):118–130, 2004.

[Pur07] Ken Purchase. Improved bounded fminsearch algorithm. MatLab Central, File

Exchange, Item 17804, 2007.

[RD99] Peter J. Rousseeuw and Katrien Van Driessen. A fast algorithm for the mi-

nimum covariance determinant estimator. Technometrics, 41:212–223, August

1999.

[Roy95] P. Royston. Algorithm AS R94. Applied Statistics, 44(4), 1995.

[RW11] Nornadiah Mohd Razali and Yap Bee Wah. Power comparisons of Shapiro-

Wilk, Kolmogorov-Smirnov, Lilliefors and Anderson-Darling tests. Journal of

Statistical Modeling and Analytics, 2(1):21–33, 2011.

[Sai07] Ahmed Ben Saida. Shapiro-Wilk and Shapiro-Francia normality tests. MatLab

Central, File Exchange, Item 13964, 2007.

[Sak92] R.M. Sakia. The Box-Cox transformation technique: a review. The Statistician,

41:169–178, 1992.

[Sch01] Stefanie Christina Scheid. Die verallgemeinerte Lognormalverteilung. Diplom-

arbeit, Universität Dortmund, Fachbereich Statistik, November 2001.

[Sch07] Renata Rabelo Schefer. Methodological Study of the Use of 1H-NMR Spectros-

copy in the Urine Screening from Patients with Suspected Pediatric Metabolic

Diseases. PhD thesis, Ruprecht-Karls-Universität, Heidelberg, 2007.



LITERATURVERZEICHNIS 147

[SGPB06] S. Sanderson, A. Green, M. A. Preece, and H. Burton. The incidence of inheri-

ted metabolic disorders in the West Midlands, UK. Arch Dis Child, 91(11):896–

899, Nov 2006.

[Sha95] J P Shaffer. Multiple Hypothesis Testing. Annual Review of Psychology,

46(1):561–584, 1995.

[SNdLT02] J. M. Saudubray, M. C. Nassogne, P. de Lonlay, and G. Touati. Clinical ap-

proach to inherited metabolic disorders in neonates: an overview. Semin Neo-

natol, 7(1):3–15, Feb 2002.
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